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Résumé

Nous considérons le problème de l’estimation statistique de paramètres de certains modèles rencontrés
dans des contextes de mesures : le paramètre de Hurst d’un modèle de trafic réseau, la distribution
de la marque d’un processus ponctuel de Poisson pour la spectrométrie γ, la fréquence d’un signal
observé irrégulièrement (par exemple en astronomie). En parallèle à ces travaux, nous nous intéressons
d’une part à l’étude théorique de certains modèles impliquant des lois d’échelle – essentiellement le drap
stable fractionnaire et certains processus ARCH(∞)– et d’autre part à l’étude théorique de certaines
méthodes d’estimation : estimation du paramètre de Hurst par une analyse en ondelettes, d’un modèle
AR localement stationnaire par les moindres carrés récursifs et de la densité d’un mélange de loi discrètes
par un estimateur de projection. Le modèle utilisé est dans ces derniers cas choisi pour éprouver la
méthode.

key-words

Long dependence ; Wavelet analysis ; Shot-noise process ; semi–parametric estimation ; non–parametric
estimation ; Mixture models ; Locally stationnary processes ; Recursive estimation ; Inverse problems ;
Dead leaves model ; Stable sheet.

Summary

We consider the problem of statistical estimation of the parameters of some models encountered in
a context of measurements : the Hurst parameter of a network traffic model, the marks distribution
of a point process for γ spectrometry, the frequency of an irregularly sampled signal (for instance in
astronomy). In addition to these works, we have been interested on the one hand in the theoretical study
of some models involving power laws – essentially linear fractional stable sheet and some ARCH(∞)
processes– and on the other hand in the theoretical study of some estimation methods : wavelet methods
for estimating the Hurst parameter, least mean square recursive estimation of a time varying AR process
and a projection estimator for estimating the density of a mixture of discrete distributions. In thoses
latter examples, the model is chosen for evaluating the method.
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2.2 Modèles d’observations directes . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 10
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2.3.5 Mosäıques aléatoires . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 20
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Chapitre 1

Introduction

Dans cette synthèse, nous avons pris le parti de présenter succinctement la liste exhaustive des
différents sujets de recherche abordés depuis la thèse de doctorat. Un traitement exhaustif d’un de ces su-
jets ne serait pas moins intéressant mais ne permettrait pas de mettre en valeur les passerelles existantes :
les problèmes inverses, les processus ponctuels, les ondelettes, les lois de puissance pour la modélisation
de la dépendance, de la régularité et des queues lourdes, pour citer les plus évidentes.

Les sujets abordés étant de nature probabiliste et statistique, nous avons séparé la présentation en deux
chapitres, le premier exposant les modèles probabilistes étudiés et le second des résultats sur l’estimation
de certains de ces modèles. La plupart des travaux abordés dans le second chapitre auront donc été déjà
en partie introduits dans le premier.

Il nous a semblé intéressant de diviser les modèles en deux catégories : les modèles d’observations
directs (paragraphe 2.2) et ceux qualifiés de problèmes inverses (paragraphe 2.3), séparation qui se re-
trouve naturellement dans le chapitre consacré à l’estimation. La mémoire longue et certains modèles de
régularité sont plus spécifiquement considérés dans les paragraphes 2.1 et 2.4, car ces parties recouvrent
les deux classes de modèles considérés.

On parlera ici de problème inverse quand le modèle des observations est obtenu par une transformation
connue, plus ou moins complexe, d’un modèle plus simple.

Ces modèles sont en général motivés par une formation particulière des données due à un environne-
ment physique, observées indirectement par le biais d’une mesure. Nous verrons ainsi plusieurs modèles
issus de processus ponctuels inspirés d’une modélisation physique (voir paragraphes 2.3.3, 2.3.4, 2.3.5)
mais que les mesures ne permettent pas d’observer directement.

Soit X un élément aléatoire défini sur un espace de probabilité (Ω,F ,P) à valeurs dans X et F une
fonction connue, définie sur X. Notons P la loi inconnue de X. Les problèmes inverses s’exprimeront
ainsi :

(Q-1) Comment les propriétés de P se transmettent-elles à P ◦ F−1 ?
(Q-2) Quelle perte d’information a-t-il été subie au cours de la transformation F ?
(Q-3) En particulier, comment élaborer des procédures d’estimation de la loi P à partir de l’observation

F (X) et comment se compare-t-elles aux procédures classiques qui s’appliquent à l’observation X ?

Nous tenterons d’aborder ces questions pour les différents modèles que nous rencontrerons dans cette
synthèse. Pour mieux comprendre cette classe des problèmes inverses, expliquons sommairement pour-
quoi les modèles du paragraphe 2.2 n’en font pas partie. L’opposition de ces modèles avec ceux du para-
graphe 2.3 réside dans le fait que, dans le cadre d’un problème inverse, la transformation F est contingente
à la formation des observations mais ne contient pas l’information qui nous intéresse. Au contraire, pour
ce qui est des modèles d’observations directes, quand ils s’écrivent comme la transformation d’un modèle
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2 CHAPITRE 1. INTRODUCTION

simple, ce sont justement les paramètres de cette transformation qui donnent aux modèles leurs propriétés
structurelles (celles que, dans le cadre de l’estimation, l’on cherche à déterminer) :

1. dans le cas des modèles linéaires (paragraphe 2.2.1), c’est le filtre {ak, k ∈ Z}, par exemple à travers
le paramètre de mémoire longue (défini au paragraphe 2.1) qu’il définit, qui nous intéresse et non
le bruit blanc {εk, k ∈ Z},

2. dans le cas des modèles TVAR (paragraphe 2.2.2), les paramètres θ(t) et σ(t) ,

3. dans le cas du modèle ARCH (paragraphe 2.2.3), les paramètres {ak, k ≥ 0},
4. dans le cas de la fonction périodique échantillonnée irrégulièrement (paragraphe 2.2.4), la fonction
s∗.

Le cas du drap linéaire fractionnaire stable abordé au paragraphe 2.4.2 est à mettre à part dans la
mesure où les paramètres α et H interviennent tous deux dans les propriétés structurelles du modèle et
que le premier intervient au niveau du modèle simple, le drap de Lévy α–stable Zα et le second au niveau
de la transformation (2.53) de celui-ci.
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2.2 Modèles d’observations directes . . . . . . . . . . . . . . . . . . . . . . . . . . 10
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2.3.4 Processus de flots à arrivées poissonniennes . . . . . . . . . . . . . . . . . . . . 17
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2.1 Mémoire longue d’un processus à variance finie

2.1.1 Séries à accroissements stationnaires au second ordre

Nous allons définir le paramètre de mémoire longue de certaines série temporelle dont les accrois-
sements d’ordre suffisamment élevé sont stationnaires. Cette présentation reprend, en la généralisant
légèrement, l’approche de [49] en annexe, elle-même largement inspirée de [32].

La notion de mémoire longue que nous considérons ici repose sur un comportement en loi de puissance
de la densité spectrale à la fréquence nulle. Il y a des sens plus ou moins forts que l’on peut donner à un
tel comportement. Une fonction positive f définie dans un voisinage à droite de l’origine est dite avoir
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4 CHAPITRE 2. MODÈLES CONSIDÉRÉS

un comportement en loi de puissance d’indice a ∈ R en t = 0+

au sens faible si

lim inf
t↓0

log f(t)
log(t)

= lim sup
t↓0

log f(t)
log(t)

= a , (2.1)

au sens de Karamata si

lim inf
t↓0

f(t x)
f(t)

= lim sup
t↓0

f(t x)
f(t)

= xa pour tout x > 0 , (2.2)

au sens fort si

0 < lim inf
t↓0

t−a f(t) = lim sup
t↓0

t−af(t) <∞ . (2.3)

La relation (2.1) est impliqué par (2.2) qui est elle-même impliquée par (2.3). Quelque soit le sens choisi,
f a un comportement en loi de puissance d’indice a ∈ R si et seulement si t 7→ t−af(t) a un comportement
en loi de puissance d’indice nul. En particulier, la relation (2.2) est équivalente à f(t) = L(t) ta avec L
fonction à variation lente au sens de Karamata en 0+. La notion de loi de puissance introduite ci-dessus
nous sera utile dans d’autres contextes que celui de la mémoire longue.

Considérons une série temporelle X = {Xt, t ∈ Z}, stationnaire au second ordre, de mesure spectrale
ν sur [−π, π]. La série X est dite avoir un paramètre de mémoire longue d < 1/2 au sens fort (resp. au
sens de Karamata ou au sens faible) si ν admet une densité au voisinage de la fréquence nulle qui a un
comportement en loi de puissance d’indice −2d en l’origine au sens fort (resp. au sens de Karamata ou
au sens faible). Quand d > 0, on dit de X qu’elle est à mémoire longue positive ou à longue dépendance.

On peut aisément généraliser cette définition à un paramètre de mémoire quelconque d ∈ R en
restreignant l’hypothèse de stationnarité aux accroissements de X. Le processus X sera dit avoir un
paramètre de mémoire longue d ∈ R si, pour tout entier positif k > d− 1/2, (I−B)kX est stationnaire
au second ordre et admet pour paramètre de mémoire longue d− k, où l’on a noté I l’opérateur identité
et B l’opérateur de retard :

[BX]t = Xt−1 pour tout t ∈ Z .

Quand un processus X est tel que (I − B)kX est stationnaire au second ordre pour un entier positif
k, on appellera ν mesure spectrale généralisée de X une mesure symétrique positive sur [−π, π] (non–
nécessairement finie) telle que (I−B)kX ait pour mesure spectrale la mesure de densité λ→ |1− e−iλ|2k

par rapport à ν. Réciproquement, on dira que X admet une mesure spectrale généralisée ν si il existe un
entier positif k tel que ∫ π

−π

|1− e−iλ|2k ν(dλ) <∞ ,

et si, pour tout tel k, (I−B)kX est stationnaire au second ordre de mesure spectrale la mesure de densité
λ→ |1− e−iλ|2k par rapport à ν.

Comme |λ| et |1− e−iλ| sont équivalents quand λ→ 0, d’après les définitions précédentes, on voit que
X a un paramètre de mémoire longue d ∈ R si et seulement si X admet une mesure spectrale généralisée

ν(dλ) = |1− e−iλ|−2d ν∗(dλ), λ ∈ [−π, π] , (2.4)

où ν∗ est la mesure spectrale d’un processus stationnaire au second ordre de paramètre de mémoire longue
nulle.

Pour tout d ∈ R, on notera (I − B)d l’opérateur de différentiation fractionnaire d’indice d, défini
formellement par

(I−B)d = I +
∞∑

j=1

(−d)(1− d) · · · (j − 1− d)
j!

Bj =
∑
j≥0

bj(d)Bj . (2.5)
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Cette définition formelle signifie que pour tout d ∈ R, si X est un processus stationnaire de mesure
spectrale ν telle que ∫ π

−π

|1− e−iλ|2d ν(dλ) <∞ , (2.6)

le processus (I−B)dX est défini en posant (I−B)d = Φ[(1−exp(−i·))d], où Φ dénote l’isométrie spectrale
de L2(ν) dans l’ensemble des opérateurs s’appliquant à X définie sur la famille dense des exponentielles
complexes par

Φ[exp(−ik·)] = Bk .

Si maintenant X est un processus de mesure spectrale généralisée ν qui vérifie (2.6), (I −B)dX est
défini par

(I−B)dX = (I−B)d−k(I−B)kX ,

où k est un entier positif tel que (I − B)kX est stationnaire. En particulier si X est un processus
stationnaire de paramètre de mémoire longue d ∈ R, (I−B)dX est un processus stationnaire de mesure
spectrale ν∗ définie par (2.4) et donc, c’est un processus stationnaire au second ordre de paramètre de
mémoire longue nulle.

Cette définition formelle peut être plus explicite dans certains cas. On peut montrer que, si d /∈ N,

|bj(d)| ∼ cj−d−1 quand j →∞ .

Il s’en suit que

1. si d ≥ 0, le filtre (I−B)d peut s’appliquer à tout processus stationnaire sous la forme

(I−B)dX = lim
k→∞

k∑
j=0

bj(d) BjX , (2.7)

où la convergence doit être comprise au sens L2 ;

2. si d > −1/2, il peut encore s’appliquer à tout processus stationnaire admettant une densité bornée
au voisinage de l’origine.

En particulier si X est un processus stationnaire de paramètre de mémoire longue d ∈ (−1/2, 1/2),
comme, pour d < 0 il a par définition une densité bornée à l’origine, (I−B)dX peut être défini par (2.7).

2.1.2 Transformée en ondelettes discrète

Ce paragraphe se veut une introduction rapide des méthodes d’ondelettes, sans doute inutile pour un
lecteur qui en est déjà familier. Son objectif principal est d’introduire et de comprendre les hypothèses
(W–1)–(W–4) qui accompagnent l’analyse en ondelette utilisée dans [49, 47, 48] et présentes dans [20]
sous une forme différente.

Soit ψ une fonction R → R et ψj,k, j, k ∈ Z ses versions dilatées–translatées définies par

ψj,k(t) = 2−j/2 ψ(2−jt− k) .

On appellera ψ une ondelette, si elle vérifie des hypothèses de localisation spectrale et temporelle et si
elle admets un certain nombres de moments nuls :∫ ∞

−∞
tmψ(t) dt = 0 pour m = 0, . . . ,M − 1 . (2.8)

Les ondelettes sont nées d’un outil d’analyse temps–échelle inventé par J. Morlet reposant uniquement
sur une telle fonction, à laquelle il a donnée ce nom d’ondelette. Elles ont connu un essor particulier au
cours des années 90, quand, grâce à l’introduction de la notion d’analyse multi–résolution par S. Mallat et
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Y. Meyer, une approche systématique a permis de construire des fonctions ψ pour lesquelles {ψj,k, j, k ∈
Z} forment une base hilbertienne de L2(R), généralisant ainsi le système de Haar à des fonctions ψ de
régularité prescrite, éventuellement à support compact, cette dernière avancée étant dû à I. Daubechies.
L’intérêt immédiat fut la caractérisation de certains espaces de régularité (en particulier les espaces
de Besov, voir le paragraphe 2.4), mais aussi la décomposition de certains processus gaussien, initiée
dans [43], comme alternative à la décomposition de Karhunen–Loève, l’introduction de nouvelles méthodes
de compression d’image et de débruitage et, pour clore cette liste nullement exhaustive, l’analyse temps–
échelle de certaines séries chronologiques.

Nous avons utilisé les ondelettes dans deux champs très distincts des travaux concernés par cet ouvrage
de synthèse :

1. la décomposition de certains champs stables pour l’analyse de leur régularité, dont les résultats
seront mentionnés au paragraphe 2.4.2 ;

2. l’analyse et l’estimation de la mémoire longue d’un processus (paragraphes 2.1.3, 2.3.4, 3.1.3 et 3.2.3).

Nous avons choisi, par souci de concision, de ne détailler l’utilisation des ondelettes que dans le cadre
de ce deuxième point. Cette analyse repose tout d’abord sur le calcul des coefficients d’ondelette définis
pour une fonction f par

cj,k(f) =
∫ ∞

−∞
f(t) ψj,k(t) dt, j, k ∈ Z , (2.9)

puis sur l’analyse des coefficients cj,k(f) essentiellement en fonction de l’indice d’échelle j. La transfor-
mation qui à f associe ses coefficients cj,k(f) s’appelle transformée en ondelette discrète par opposition
à la transformée en ondelette continue

C(t, a; f) = a−1/2

∫ ∞

−∞
f(t) ψ(a−1(t− b)) dt, a > 0, b ∈ R ,

introduite initialement par J. Morlet. Pour mener notre analyse, la propriété d’orthogonalité, c’est-à-dire,
le fait que pour f ∈ L2(R),

f =
∑

j,k∈Z
cj,k(f) ψj,k ,

où la série converge au sens L2, ne sera pas indispensable ; aussi beaucoup de résultats d’analyse temps–
échelle reposent–ils uniquement sur la localisation spectrale et temporelle et la propriété (2.8). D’un point
de vue pratique cependant cet aspect, où du moins l’aspect analyse multi–résolution est crucial pour le
calcul rapide des coefficients d’ondelette, puisqu’alors cette analyse permet de calculer les coefficients
d’ondelette de l’échelle d’analyse la plus fine (en général j = 0) aux plus grossières (j croissant) par
projections successives.

Pour une bonne compréhension de la suite, précisons les grandes lignes de cet algorithme. Une analyse
multi–résolution repose sur une suite de sous–espaces vectoriels fermé (Vj)j∈Z de L2(R) telle que

(i) (Vj)j∈Z est une suite décroissante : Vj+1 ⊂ Vj pour tout j ∈ Z ;

(ii) Il existe φ ∈ V0 tel que {φ(· − k), k ∈ Z} définisse une base hilbertienne de V0 ;

(iii) ∪j∈ZVj est dense dans L2(Rn) et ∩j∈ZVj = {0} ;

(iv) pour tout j ∈ Z, f ∈ Vj si et seulement si f(2−j ·) ∈ V0.

Toutes ces propriétés sont indispensables mais la dernière est la plus importante car elle implique que
tous les espaces Vj se déduisent de V0 (et donc de φ). La fonction φ s’appelle fonction d’échelle (parfois
aussi ondelette père, par opposition à ψ, l’ondelette mère). L’ondelette ψ correspondant à cette analyse
multi–résolution est telle que {ψ(· − k), k ∈ Z} définisse une base hilbertienne de W0, espace défini par
la relation

Vj = Wj ⊕⊥ Vj+1, j ∈ Z .

Les fonctions φ et ψ se trouvent intimement liés par cette relation, ce qui se manifeste par des propriétés
de localisation temporelle et fréquentielle de même nature. De même, la propriété (2.8) se traduit-elle sur
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φ par la propriété∑
k∈Z

kmφ(t− k) est polynomial en t de degré m pour m = 0, 1, . . . ,M − 1 . (2.10)

Nous avons pris pour convention que l’échelle d’indice j = 0 corresponde à l’échelle la plus fine de l’analyse
en ondelette. Cette analyse est initiée en calculant la projection orthogonale de f sur V0, notée f0, puis
obtenue récursivement, pour j ≥ 1 en projetant fj−1 sur Wj−1 et Vj , la première se décomposant sur
la base {ψj−1,k, k ∈ Z} précisément avec les coefficients recherchés (2.9), la seconde, notée fj , étant
utilisée pour l’étape suivante. Hormis la première projection sur V0, toutes les autres projections sont des
simples opérations de filtrage convolutif, qui à une suite de coefficients l2 des coordonnées d’une fonction
de V0 dans sa base {φ0,k, k ∈ Z} associe les coefficients de ses projections sur les bases {φ1,k, k ∈ Z} et
{ψ0,k, k ∈ Z}. Quand φ et ψ sont à support compact, ces filtres sont de plus à réponse impulsionnelle
finie (filtre RIF). Dans ce cas, on appelle cet algorithme un algorithme pyramidal. Vu sous l’angle du
filtrage, cet algorithme est un banc de filtre, tel qu’on l’entend classiquement en traitement du signal. La
transformée en ondelette discrète est usuellement appliquée à des signaux à temps discret xk, k ∈ Z, en
y appliquant le banc de filtre pyramidal décrit ci-dessus. Autrement dit, elle correspond au calcul de la
transformée en ondelette discrète (2.9) de la fonction définie par

f(t) =
∑
k∈Z

xk φ(t− k) . (2.11)

Comme nous l’avons déjà mentionné, la notion d’analyse multi–résolution ne nous sera pas indispen-
sable, mais par son importance pratique, nous nous devons de l’inclure dans notre description. Aussi, la
transformée en ondelette discrète pour une série x = {xk, k ∈ Z} que nous utilisons est-elle simplement
définie en appliquant (2.11) puis (2.9), sous les hypothèses suivantes pour φ et ψ :

(W–1) φ et ψ ont des supports compacts, et vérifient φ̂(0) =
∫∞
−∞ φ(t) dt = 1 and

∫∞
−∞ ψ2(t) dt = 1 ;

(W–2) Il existe α > 1 tel que supξ∈R |ψ̂(ξ)| (1 + |ξ|)α <∞, où ψ̂ dénote la transformée de Fourier de ψ ;

(W–3) La fonction ψ admet M moments nuls, i.e. vérifie (2.8) ;

(W–4) La fonction φ interpole les polynômes jusqu’à l’ordre M − 1, i.e. vérifie (2.10).

On notera Wx
j,k les coefficients d’ondelettes obtenus suite aux deux étapes (2.11) et (2.9) :

Wx
j,k =

∫ ∞

−∞

(∑
l∈Z

xlφ(t− l)

)
ψj,k(t) dt =

∑
l∈Z

{∫ ∞

−∞
φ(t− l)ψj,k(t) dt

}
xl . (2.12)

L’interversion des sommes et intégrales ici ne posent aucun problème sous l’hypothèse (W–1). On peut
alors montrer, en manipulant le terme entre accolades sous les hypothèses (W–1)–(W–4)(voir le para-
graphe 3 de [49] en annexe), que, pour tout j ≥ 0,

Wx
j,� =↓j ◦H̃j ◦ (I−B)M (x) , (2.13)

où (I−B) est l’opérateur de différentiation déja considéré au paragraphe 2.1.1, H̃j est un filtre passe–bas
de réponse impulsionnelle finie et ↓ est l’opérateur de décimation qui à {yk, k ∈ Z} associe {y2k, k ∈ Z}.
Pour j grand, les propriétés fréquentielles des filtres Hj = H̃j ◦ (I−B)M héritées des hypothèses (W–1)–
(W–4) sont données par la proposition 3 de [49] disponible en annexe.

2.1.3 Propriétés du second ordre aux grandes échelles

Nous nous sommes intéressés aux propriétés du second ordre du tableau

{Wj,k, j ≥ 0, k ∈ Z}
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défini par (2.12) quand x est remplacé par un processus à accroissements stationnaires de paramètre de
mémoire longue donné d ∈ R tel que défini au paragraphe 2.1.1 et dans la limite des grandes échelles,
i.e. j → ∞. Nous avons montré que les propriétés du second ordre des coefficients d’ondelette sont
asymptotiquement données par celles de la tranformée en ondelette du mouvement brownien fractionnaire
généralisé à temps continu défini par

W
(d)
j,k = B(d)(ψj,k) , (2.14)

où {B(d)(θ)}θ est le processus gaussien centré indexé par les fonctions θ vérifiant∫ ∞

−∞
|ξ|−2d |θ̂(ξ)|2 dξ <∞ ,

de covariance

Cov(B(d)(θ1), B(d)(θ2)) =
∫ ∞

−∞
|ξ|−2d θ̂1(ξ)θ̂2(ξ) dξ .

La définition (2.14) est valide sous (W–1)–(W–4) si

M > d− 1/2 et α > 1/2− d , (2.15)

car cela garantit alors que
∫∞
−∞ |ξ|−2d |ψ̂j,k(ξ)|2 dξ < ∞ pour tout j, k. De plus pour d ∈ (1/2, 3/2), les

coefficients (2.14) ont même loi que ∫ ∞

−∞
ψj,k(t) BH(s) ds ,

où BH est une version continue du mouvement brownien fractionnaire (MBF) de paramètre de Hurst
H = d− 1/2 ; d’où le nom de tranformée en ondelette du mouvement brownien fractionnaire généralisé à
temps continu.

Précisons un peu la nature de la convergence de ces propriété du second ordre aux grandes échelles.
Pour décrire les propriétés du second ordre du tableau {Wj,k, j ≥ 0, k ∈ Z}, il n’est pas suffisant
de considérer les séries Wj,� individuellement pour tout j. D’un autre côté, à cause de l’opérateur
de décimation dans l’écriture (2.13), les séries [Wj,� Wj′,�]T ne sont pas conjointement stationnaires
pour j 6= j′. En fait pour recouvrir une stationnarité jointe on peut considérer, par exemple pour
j > j′, la série stationnaire [Wj,�, Wj′,2j−j′ �]

T , dans laquelle la décimation relative ↓j−j′ intervient. Mais
pour que toutes les paires {Wj,k,Wj′,k′} soient considérées il faut prendre en compte toutes les séries
{[Wj,k, Wj′,2j−j′k+v]T }k∈Z, avec v ∈ {0, . . . , 2j−j′}. On considère donc le processus à 2j−j′ composantes,
appelé processus inter–échelles,

{[Wj,k, Wj,k(j − j′)T ]T }k∈Z , (2.16)

où, pour tout u = 0, 1, . . . , j,

Wj,k(u) def= [Wj−u,2uk, Wj−u,2uk+1, . . . ,Wj−u,2uk+2u−1]
T
. (2.17)

Par convention, on a Wj,k(0) = Wj,k.

Une partie importante de [49] consiste à étudier la co-densité spectrale Dj,u : [−π, π] → C du proces-
sus (2.16) définie par la relation

Cov(Wj,k,Wj,k′(u)) =
∫ π

−π

eiλ(k−k′) Dj,u(λ) dλ .

De la même façon, on peut définir la co-densité spectrale associée au tableau {W (d)
j,k , j, k ∈ Z} défini

par (2.14). Celle-ci prend la forme particulière

Cov(Wj,k,Wj,k′(u)) =
∫ π

−π

eiλ(k−k′) 22jdD∞,u(λ; d) dλ .
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La notation D∞,u apparâıtra clairement ci-dessous pour des raisons déjà plus ou moins dévoilées.

Grâce à l’expression (2.13) de la transformée en ondelette discrète, la seule condition pour que ces
co–densités existent consiste à avoir que (I−B)MX admet une densité spectrale, ce qui est le cas pour
un processus de paramètre de mémoire longue d dès que M > d− 1/2 (cf. (2.15)) et la mesure ν∗ définie
par (2.4) admet une densité spectrale sur [−π, π]. L’expression exacte de Dj,u valide sous cette hypothèse
est donnée par [49, corollaire 1].

Enfin dans [49, théorème 1], est établi, sous des hypothèses classiques de régularité de la densité
spectrale f∗ de ν∗ à la fréquence nulle (voir aussi (3.4) ci–dessous) et sous la condition (2.15) que

1. d’une part, 2−2jdVar(Wj,0) → Var(W (d)
0,0 )f∗(0) quand j →∞.

2. d’autre part, quelque soit u ≥ 0, 2−2jdDj,u → D∞,u(·; d) au sens de la norme sup sur [−π, π] quand
j →∞.

Dans le cas gaussien ce type de résultat est suffisant pour analyser des estimateurs du paramètre de
mémoire longue d comme nous le verrons au paragraphe 3.1.3. Dans le cas linéaire, des adaptations sont
possibles, voir [48, théorème 1] ; enfin des adaptations sont aussi possibles dans le cas où ν∗ n’admet une
densité qu’au voisinage de la fréquence nulle, voir [48, corollaire 2].

2.1.4 Généralisations

Il est bien connu que la régularité d’une fonction périodique, en particulier en 0, est liée au compor-
tement de ses coefficients de Fourier à l’infini. Une définition communément utilisée d’absence de longue
mémoire pour un processus stationnaire X se base sur la condition∑

τ∈Z
|γ(τ)| <∞ ,

où l’on a noté γ la fonction d’auto–covariance de X. Cette condition implique en particulier, quand
n→∞,

Var

(
n∑

k=1

Xk

)
∼

(∑
τ∈Z

γ(τ)

)
n

Examinons brièvement le comportement de cette variance à partir des conditions de loi de puissance
de la mesure spectrale ν de X à la fréquence nulle. On a, pour tout n ≥ 1,

Var

(
n∑

k=1

Xk

)
=
∫ π

−π

nKn(λ)ν(dλ) ,

où Kn est le noyau de Fejér défini par

Kn(t) =
1
n

∣∣∣∣∣
n∑

k=1

eit

∣∣∣∣∣
2

=
1
n

∣∣∣∣1− einλ

1− eiλ

∣∣∣∣2 =
1
n

(
sin(nt/2)
sin(t/2)

)2

.

Supposons que X admette un paramètre de mémoire longue d ∈ (−1/2, 1/2) au sens de Karamata comme
défini au paragraphe 2.1.1, i.e. il existe ε > 0 tel que pour |λ| ≤ ε,

ν(dλ) = |1− e−iλ|−2d L(λ)dλ ,

avec L fonction à variation lente en 0+. En utilisant que nKn(λ) est borné indépendemment de n pour
|λ| ∈ [ε, π] et les théorèmes classiques de Karamata pour évaluer∫ ε

0

nKn(λ)|1− e−iλ|−2d L(λ) dλ =
∫ ε

0

|1− e−inλ|2|1− e−iλ|−2d−2 L(λ) dλ ,
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on obtient, en posant c =
∫∞
−∞ |1− e−iu|2 |u|−2d−2du, quand n→∞,

Var

(
n∑

k=1

Xk

)
∼ c L(n−1) n2d+1 . (2.18)

On retrouve que lorsque cette variance est de l’ordre de n, ce qui inclus le cas où l’auto–covariance est
sommable,

∑
τ |Cov(X0, Xτ )| <∞, on a nécessairement d = 0.

Dans le cas où les Xk = BH(k) − BH(k − 1) sont les accroissement d’un mouvement brownien
fractionnaire (MBF) {BH(t), t ∈,R} de paramètre de Hurst H ∈ (0, 1), on a alors exactement

Var

(
n∑

k=0

Xk

)
= Var(BH(n)) = σ2 n2H .

C’est pourquoi on identifie souvent d+1/2 à un paramètre de Hurst : c’est en effet le paramètre de Hurst
du MBF dont les accroissements stationnaires ont pour paramètre de mémoire longue d.

Réciproquement, le processus {BH(k+1)−BH(k), k ∈ Z} des accroissements du MBF de paramètre
de Hurst H ont pour paramètre de mémoire longue d = H − 1/2 et le mouvement brownien fractionnaire
(MBF) échantillonné à temps discret {BH(t), t ∈,Z} a donc quant à lui pour paramètre de mémoire
longue d = H + 1/2.

La formule (2.18) est utile pour certaines généralisations de la notion de paramètre de mémoire longue
que nous avons précédemment défini à partir des propriétés spectrales. En effet, pour certains processus, le
comportement (2.18) s’obtient plus facilement que le comportement spectral. Un autre avantage est que
cette approche se généralise plus facilement aux processus n’ayant pas d’accroissements stationnaires.
Nous verrons un cas illustrant cette approche au paragraphe 2.3.4. Ainsi, pour un processus à temps
continu {X(t), t ≥ 0}, sans aucune hypothèse de stationnarité, on dira qu’il admet un paramètre de
Hurst H si

Var

(∫ T

0

X(s) ds

)
= L(T ) T 2H avec L à variation lente en +∞ .

2.2 Modèles d’observations directes

2.2.1 Modèles linéaires

Sous sa définition la plus générale, un processus linéaire {Xt, t ∈ Z} est obtenu comme le filtrage
linéaire d’un bruit blanc {εt, t ∈ Z},

Xt =
∑
k∈Z

akεt−k , (2.19)

où {ak, k ∈ Z} est une suite réelle de l2(Z). Le processus {Xt, t ∈ Z} est donc stationnaire au second
ordre de densité spectrale

f(λ) =

∣∣∣∣∣∑
k∈Z

ake−ikλ

∣∣∣∣∣
2

, λ ∈ (−π, π) ,

où la convergence de la série doit être comprise au sens L2(−π, π).

Tout processus gaussien stationnaire est un processus linéaire si et seulement si il admet une densité
spectrale, et dans ce cas, le bruit blanc {εt, t ∈ Z} peut lui-même être choisi gaussien sans perte de
généralité, et donc blanc au sens fort.

Dans les problèmes d’estimation des propriétés du second ordre d’un processus stationnaire, ou d’un
paramètre dépendant uniquement des propriétés du second ordre, l’hypothèse linéaire est souvent une
extension de l’hypothèse gaussienne, par exemple à une hypothèse du type (2.19) avec
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(i) {εt, t ∈ Z} est un bruit blanc fort et supt∈Z Eε4t <∞.
Autrement dit, il ne sera pas attendu de l’hypthèse linéaire qu’elle change la nature d’un résultat qui
s’applique au processus gaussien de même covariance.

Le cas de l’estimation du paramètre de mémoire longue, défini au paragraphe 2.1, sera un bon exemple :
1. nous montrerons des résultats d’estimation valides pour les modèles gaussiens et les généraliserons

au moins partiellement pour les modèles linéaires (voir paragraphe 3.1.3) ;
2. puis nous étudierons un modèle non-linéaire, du type shot-noise, qui a les mêmes propriétés du

second ordre mais pour lequel les propriétes du même estimateur sont différentes (voir para-
graphe 3.2.3).

2.2.2 Séries localement stationnaires

La classe des processus localement stationnaires a été introduite par [12] puis étudiée dans [13] et
[14]. L’objectif est de définir une densité spectrale locale f(·, t) en tout point t du temps. La première
idée consiste à rendre le temps continu afin que le sens de “locale” corresponde au resserrement du temps
autour d’un instant donné ; la seconde est d’ajouter une dimension afin de pouvoir définir des processus
stationnaires locaux à chaque instant. On obtient alors la définition suivante. Soit {Xk,n, k ∈ Z, n ≥ 1}
un tableau de v.a. réelles centrées et de variance finie telles que, pour tout τ ∈ Z,∣∣∣∣Cov (Xk+τ,n, Xk,n)−

∫ π

−π

f(λ, t)eiτλ dλ
∣∣∣∣→ 0 , (2.20)

quand k/n → t et n → ∞, où, pour tout t ∈ R, f(λ, t) est appelée la densité spectrale locale. Dans
le tableaux {Xk,n, k ∈ Z, n ≥ 1} le temps correspond à k/n. Cette astuce de la seconde dimension
permet de définir des densités spectrales locales très générales qui ne pourraient pas être obtenues si
l’on avait considéré un processus à temps continu {X(t), t ∈ R} et remplacé Cov (Xk+τ,n, Xk,n) par
Cov (X(t+ τ/n), X(t)) dans la formule précédente.

Dans la définition originale de [12] des conditions particulières sont requises sur la convergence (2.20)
(O(n−1) et uniformité en t ∈ [0, 1]) afin d’obtenir des résultats d’estimation paramétrique quand la
densité spectrale locale dépend d’un paramètre mais nous nous contenterons de cette définition moins
contraignante dans cet exposé. De même, on peut par commodité indexer le temps par t ∈ R, ou se
contenter de le faire sur t ∈ [0, 1], auquel cas on prend k ∈ {0, 1, . . . , n}, ou t ∈ R+, auquel cas on prend
k ∈ N. Dans la suite, nous choisirons ce dernier cas, car il autorise le choix des conditions initiales.

Un aspect important de cette classe de modèles est qu’elle permet une analyse asymptotique consis-
tante pour l’estimation des paramètres de modèles très simples et très anciens qui inclut les processus
AR à coefficients variants dans le temps (processus TVAR), voir notamment [56, 30, 27]. Ce sont les
processus TVAR qui nous ont plus particulièrement intéressés et nous allons donc en détailler le cadre.
Un processus TVAR {Xk,n, k ∈ N, n ≥ 1} d’ordre p ∈ N est décrit par une équation de récurrence

Xk+1,n = θt
k,nXk,n + σk+1,nεk+1,n , (2.21)

où
(i) on a noté Xk,n = [Xk,n . . . Xk−p,n]T ,
(ii) le tableau {εk,n, k ∈ N, n ≥ 1} est un bruit blanc fort centré unitaire,
(iii) les coefficients variant dans le temps sont donnés par θk,n = θ(k/n) avec θ : R+ → Rp et σk,n =

σ(k/n) avec σ : R+ → R+ .
Dans le cas du TVAR(p), comme indiqué dans [13], sous des hypothèses adéquates, la convergence (2.20)

aura lieu en posant

f(λ, t) =
σ2

2π

∣∣∣∣∣1−
p∑

k=1

θk(t)eiλkt

∣∣∣∣∣
−2

,
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qui est la densité spectrale du modèle AR(p) au point t, c’est-à-dire de coefficients θ1(t), . . . ,θp(t) et
d’innovation de variance σ2(t). Deux types d’hypothèses sont utilisées pour montrer la convergence (2.20) :

1. pour tout t ≥ 0, θ(t) est le paramètre d’un AR causal :

1−
p∑

k=1

θk(t)zk 6= 0 pour tout z ∈ C t.q. |z| ≤ 1 . (2.22)

2. Les fonctions t 7→ θ(t) et t 7→ σ(t) sont régulières, par exemple lipschitziennes.

Une troisième condition est en fait utilisée, elle porte sur les conditions initiales X0,n. Le plus simple est
de supposer que X0,n suit la loi stationnaire du modèle AR(p) au point 0, autrement dit, d’étendre le
modèle sur k ≤ 0 en posant θ(t) = θ(0) et σ(t) = σ(0) pour tout t ≤ 0.

La Proposition 5 de [45] en annexe précise la convergence (2.20) pour des conditions initiales générales :∣∣∣∣Cov (Xk+τ,n, Xk,n)−
∫ π

−π

f(λ, k/n)eiτλ dλ
∣∣∣∣ ≤M

(
C ρk + n−β

)
, (2.23)

où M > 0, ρ ∈ (0, 1) et C ≥ 0 sont des constantes indépendantes de (k, n) du moment que k/n appartient
à un compact fixé. On peut poser C = 0 si la matrice d’auto–covariance de X0,n est égale à celle d’un
AR de paramètre θ(0) et σ(0). Le paramètre β > 0 est un indice de régularité des fonctions t 7→ θ(t) et
t 7→ σ(t) qui impose en particulier la continuité de ces fonctions. Il s’en suit que la condition (2.22) peut
être uniformisée sur t ∈ K avec K compact de R+ :

inf

{
|z| : z ∈ C, ∃t ∈ K, 1−

p∑
k=1

θk(t)zk = 0

}
> 1 .

On remarque pour tout t > 0, si n → ∞ et k/n → t, on obtient bien (2.20) à la vitesse O(n−β), et la
convergence est uniforme sur tout compact inclus dans (0,∞). Nous renvoyons à [45] pour plus de détails
sur ce résultat.

Sans pour l’instant parler d’un estimateur particulier des paramètres, un résultat important pour le
modèle est l’établissement de vitesses minimax pour l’estimation, à partir du n-uplet (X1,n, X2,n . . . , Xn,n)
des fonctions t 7→ θ(t) et t 7→ σ(t) sur t ∈ [0, 1] dans des espaces de régularités usuels. Ces vitesses sont
les vitesses habituellement obtenues dans les modèles de régression non–paramétrique, pour tout u ∈ Rp

non-nul,
inf
n≥1

n2β/(1+2β) inf
f :Rn→R

sup
(θ,σ)∈Cβ

Eθ,σ[{f(X1,n, . . . , Xn,n)− θTu}2] > 0 ,

où Eθ,σ représente l’espérance du modèle défini par les paramètre θ et σ et Cβ est un ensemble de fonctions
dont la norme au sens de l’indice de régularité β est majoré. Dans ce résultat, comme seul les observations
X1,n, . . . , Xn,n sont considérées, les paramètres θ et σ sont définis sur t ∈ [0, 1]. La définition précise de Cβ

et les hypothèses nécessaires sur le tableau {εk,n, k ∈ N, n ≥ 1} sont détaillées au théorème 4 dans [45].

2.2.3 Modèle ARCH

Bien qu’il existe des modèles ARCH localement stationnaires, voir [15], c’est bien de modèles sta-
tionnaires dont nous allons discuter ici, et même de l’existence de solutions stationnaires à l’équation
ARCH(∞) définie comme suit

Xn = σnzn , (2.24)

σ2
n = a0 +

∞∑
j=1

ajX
2
n−j , (2.25)
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où {zn, n ∈ Z} est un bruit blanc fort centré unitaire, a0 > 0 et {aj , j ≥ 1} est une suite à valeurs
positives. Le cas où

∑∞
j=1 aj < 1 est par exemple abordé dans [64], où les solutions stationnaires du

second ordre des équations (2.24) et (2.25) sont étudiées.

Nous nous sommes plus particulièrement intéressé au cas de l’équation IARCH(∞), cas particulier
donné par la condition

∞∑
j=1

aj = 1 . (2.26)

Une solution des équations (2.24) et (2.25) est dite causale si, pour tout n ∈ Z, σ2
n est mesurable pour la

tribu engendrée par la famille {zn−t, t ≥ 1}. Dans le cas donné par (2.26), il est clair qu’il n’existe pas de
solution causale stationnaire au second ordre puisqu’une telle solution aurait pour variance un nombre V
vérifiant

V = E[X2
n] = E[σ2

n] = a0 +
∞∑

j=1

ajV = a0 + V ,

ce qui est exclu par le fait que l’on a supposé a0 > 0. Remarquons que pour a0 = 0 il y a une solution
triviale qui consiste à prendre σn = 0 pour tout n ∈ Z. Une conséquence du théorème 1 dans [18], en
annexe, est que sous les hypothèses de ce théorème pour {aj , j ≥ 1} et la distribution de z0, la solution
nulle est l’unique solution causale pour a0 = 0. Mais l’objectif de ce théorème est avant tout de donner
un résultat d’existence et d’unicité d’une solution stationnaire causale des équations (2.24) et (2.25), qui
est non–triviale dès que a0 > 0, et qui a donc une variance infinie sous la condition (2.26).

Ce résultat étend un résultat d’existence du processus IARCH(∞) établi dans [33] par des techniques
très différentes. Leurs hypothèses imposent une convergence géométrique de la série

∑∞
j=1 aj , ce qui

exclut une classe importante de modèles IARCH(∞) : la classe des processus FIGARCH(d) définie pour
d ∈ (0, 1), qui consiste à prendre l’équation (2.25) de la forme

σ2
n = a0 +

{
I− (I−B)d

}
X2

n ,

où l’opérateur de différentiation fractionnaire d’indice d, noté (I−B)d, est défini par (2.5).

Dès leur introduction par [7], les processus FIGARGH(d) ont connu une certaine popularité, bien
qu’à notre connaissance notre travail est le premier à montrer leur existence (soit 10 ans après leur
introduction), voir le corollaire 3 dans [18], en annexe. Une des raisons de cette popularité est d’espérer
obtenir un modèle à la fois conditionnellement hétéroscédastique et exhibant de la longue dépendance. Il
faut cependant noter, que si notre travail répond à la question de l’existence du FIGARGH(d), la question
de ses propriétés de dépendance restent largement ouvertes. En particulier, à notre connaissance, il n’est
pas rigoureusement établi qu’il existe un modèle ARCH(∞) exhibant un comportement du type des
processus à dépendance longue. Sous la condition (2.26), l’étude de tels comportements est compliquée
par le fait que ces modèles ont une variance infinie et ne rentre donc pas dans le cadre décrit par le
paragraphe 2.1.

2.2.4 Fonction périodique échantillonnée irrégulièrement

On considère une fonction périodique à valeurs réelles s∗ observée par les mesures

Yj = s∗(Xj) + εj , j = 1, 2, . . . , n , (2.27)

où les instants d’observations sont donnés par un processus de renouvellement (Xj)j≥1, Xj =
∑j

k=1 Vk

avec {Vj , j ≥ 1} suite de v.a. i.i.d. positives de moyenne finie, et {εj , j ≥ 1} est un bruit blanc gaussien.
Ce modèle est notamment utilisé pour des données de rayonnement astronomiques, pour lesquelles les
instants de mesures Xj sont soumis aux aléas météorologiques.

Nous verrons au paragraphe 3.1.2 un estimateur de la période minimale de s∗ à partir d’observations
(Xj , Yj), j = 1, . . . , n. Nous allons ici introduire quelques propriétés élémentaires de ce modèle. Examinons
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plus précisément quelles sont les propriétés spectrales de la suite {s∗(Xj), j ∈ N}. Grâce à la périodicité de
s∗ les propriétés de renouvellement de (Xj)j≥1 se traduisent pour s∗(Xj) par des propriétés de stabilité.
Plus précisément, si V1 admet une composante absolument continue non–nulle, alors {s∗(Xj), j ∈ N}
est fonction d’une châıne de Markov géométriquement ergodique. Sa version stationnaire est obtenue
en remplaçant V1 par une v.a. Ṽ1 uniforme sur (0, T∗) où l’on a noté T∗ la période de s∗ (toujours
indépendante de Vj , j ≥ 2), voir la preuve de [36, théorème 3] en annexe.

Quand V1 admet une composante absolument continue non–nulle, on a en particulier que pour tout
ε > 0,

sup
|t|≥ε

|Φ(t)| < 1 où Φ(t) = E[eitV1 ] . (2.28)

Examinons rapidement, sous cette hypothèse, les propriétés du second ordre de s∗(Xj) dans le cas où les
coefficients de Fourier de s∗ sont absolument sommables, i.e.,

s∗(t) =
∑
l∈Z

cl e2iπltf∗ avec
∑
l∈Z

|cl| <∞ ,

où f∗ = 1/T∗ est la fréquence de s∗. On a alors, pour tous j, k ≥ 0,

Cov(s∗(Xj), s∗(Xj+k)) =
∑
ll′

clcl′Φj(2π(l + l′)f∗)Φk(2πl′f∗)−
∑
ll′

clcl′Φj(2πlf∗)Φj+k(2πl′f∗) .

Par convergence dominée et en utilisant (2.28), la première double somme se réduit à l + l′ = 0 quand
j →∞ et la seconde à l = l′ = 0. Comme cl = c−l, on obtient donc, pour tout k ≥ 0, quand j →∞,

Cov(s∗(Xj), s∗(Xj+k)) →
∑

l∈Z,l 6=0

|cl|2Φk(2πlf∗) = 2
∞∑

l=1

|cl|2Re[Φk(2πlf∗)] .

Les propriétés du second ordre de {s∗(Xj), j ≥ 1} sont donc asymptotiquement celles d’une somme
pondérée de processus ARMA(2,2) indépendants dont les pôles sont conjugués de phases ±λl, l = 1, 2, . . . ,
où λl est défini par l’angle de la représentation en coordonnées polaires de Φ(2πlf∗),

Φ(2πlf∗) = ρleiλl , ρl ∈ R+, λl ∈ [−π, π] .

Ainsi dans le cas d’un échantillonage poissonnien, Φ(t) = (1− it)−1, d’où λl = arctan(2πlf∗). Le caractère
oscillant de s∗ se retrouve donc dans le contenu spectral de {s∗(Xj), j ≥ 1} mais sous forme amortie.
C’est pourquoi une analyse de cette série ou de sa version bruitée {s∗(Xj)+ εj , j ≥ 1}, indépendamment
des temps d’observations {Xj , j ≥ 1} induit une perte d’information. Aussi nous étudierons au para-
graphe 3.1.2 un estimateur qui utilise une analyse spectrale conjointe de Yj et Xj , j = 1, . . . , n, basé sur
le périodogramme de Lomb-Scargle, qui tient compte des instants d’échantillonnage,

ILS
n (f) ∝

∣∣∣∣∣∣
n∑

j=1

Yje−2iπfXj

∣∣∣∣∣∣
2

. (2.29)

Du fait de la présence des Xj à la fois dans le signal Yj et dans les exponentielles complexes, l’étude de
ce périodogramme est plus difficile que celle du périodogramme classique.

2.3 Problèmes inverses

2.3.1 Modèles de mélange

Quand la transformation F consiste à n’observer qu’une partie d’un modèle simple,

F : X = Y × Z → Y, (y, z) 7→ y ,
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les composantes non–observées Z de X = (Y, Z) sont appelées données latentes. Les modèles de mélanges
sont des modèles à données latentes pour lesquels la loi de Y conditionnellement à Z est connue et la loi
de Z, appelée distribution mélangeante est inconnue. La loi de Y conditionnellement à Z est en générale
issue d’un modèle dominé paramétrique, auquel cas elle est donné par une famille de densités (πθ)θ∈Θ.
La distribution mélangeante est alors une distribution µ sur Θ, et la loi de l’observation Y est donné par
la densité

πµ = µπ· =
∫

Θ

πθ µ(dθ) . (2.30)

Le lecteur peut se référer à [37, 59] pour des introductions générales aux modèles de mélange. Le cas
des mélanges finis correspond à supposer que µ est de support de cardinal fini. La question (Q–1) a ici
relativement peu d’intérêt et ce sont surtout les questions (Q–2) et (Q–3) qui nous occuperont. Le cadre
que nous avons choisi dans [53] est celui de l’estimation non–paramétrique de µ quand un n–échantillon
i.i.d. de loi πµ est observé. Une idée importante dans le cas des mélanges est d’utiliser l’opérateur qui à
une fonction h : Y → R associe une fonction Πh : Θ → R définie par

[Πh](θ) = πθh =
∫

Y

πθh dζ , (2.31)

où ζ est la mesure de domination de la famille de densités (πθ)θ∈Θ. L’importance de cet opérateur est
notamment mis en valeur par les travaux de P. Barbe, voir [8]. Par des arguments assez simples nous
montrons comment obtenir une borne inférieure très générale du risque minimax pour estimer µ, voir la
proposition 1 de [53] en annexe. Cette borne sera exploitée dans le cas de l’estimation de la densité de µ
dans des classes de type Sobolev quand ζ est la mesure comptage sur Y = Z+ (autrement dit, πµ est une
loi discrète sur les entiers positifs). Ces espaces sont définis par la qualité d’approximation d’une densité
par la suite de ces projections sur les espaces

Vm = Vect{Π1k : k = 0, 1, . . . ,m}, m = 0, 1, . . . , (2.32)

où 1k est la fonction définie sur Z+ qui vaut 1 en k et s’annulle ailleurs. La borne de la proposition 1
s’adapte directement à ce cadre (voir [53, théorème 1]). Elle est alors en étroite relation avec un estimateur
de projection sur les espaces Vm. Aussi reviendrons–nous à ce cadre, et en particulier aux vitesses de
convergence minimax de certains modèles de mélange discret au paragraphe 3.2.1. Pour une grande
classe de modèles nous verrons que la vitesse minimax du modèle à données latentes est beaucoup plus
lente que celle du modèle d’obervation direct.

2.3.2 Processus de type “shot-noise”

Soit M un processus ponctuel marqué sur l’espace R dont les marques appartiennent à RR+ muni
d’une tribu pour laquelle la fonction Φ : R× RR+ → R qui à (t, x) associe x(t) est mesurable. On notera

M =
∑
k∈Z

δTk,Zk
,

où Tk sont les instants d’arrivée, ordonnés dans l’ordre croissant et tels que T−1 < 0 ≤ T0 et Zk sont les
marques, on notera {Zk(t), t ∈ R+} le processus associé. Le processus shot-noise associé à M est défini
par

X(t) =
∑
k∈Z

Zk(t− Tk) =
∑
k∈Z

Φ(t− Tk, Zk) = [F (M)](t) , (2.33)

quand cette somme est bien définie. Ce ne sera pas toujours le cas sous les hypothèses que nous considérerons.
En revanche, le processus

X(t) =
∑

k∈Z+

Zk(t− Tk) =
∑

k∈Z+

Φ(t− Tk, Zk) = [F (M)](t) , (2.34)
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sera quant à lui toujours correctement défini. On appellera un élément {Zk(t−Tk), t ≥ 0} de ces sommes
une impulsion ou un flot suivant le contexte. Les processus shot-noise sont utilisés dans de nombreux
domaines, souvent quand l’on cherche à modéliser des phénomènes physiques, comme les activités sis-
miques, la mesure par spectrométrie ou par fluorescence, mais aussi dans certains modèles de télé–trafic
ou de séries financières. Dans le cas très délicat d’activités sismiques, le processus des arrivées est souvent
extrêmement complexe et, qui plus est, c’est celui-ci qui intéresse le traiteur de données. Au contraire, dans
les applications que nous regarderons le processus d’arrivée sera très simple et c’est bien les propriétés
des marques qui nous intéressent. Aussi dans la suite on supposera les hypothèses suivantes :

(SN-1) le processus des arrivées
∑

k δTk
un processus de Poisson homogène sur la droite ou la demi–droite

réelle d’intensité λ > 0 (inconnue) ;

(SN-2) Les Zk sont de copies i.i.d. d’un processus Z = {Z(t), t ≥ 0}, indépendantes du processus des
arrivées.

La première hypothèse est principalement simplificatrice, des généralisations de nos résultats sont sans
doute à attendre dans un cadre de processus d’arrivées plus général, comme celui des processus régénératifs.
Comme nous allons le voir, certaines propriétés de la loi de Z se transmettent au processus X de façon
plus ou moins inattendues, ce que nous exploiterons pour l’estimation de certains paramètre de cette loi.

Ces deux hypothèses seront vérifiées par les processus shot–noise que l’on rencontrera par la suite.
Dans le paragraphe 2.3.3, nous verrons une décomposition classique du processus shot–noise stable en
cycles de périodes actives et inactives. Dans le paragraphe 2.3.4, cette décomposition ne sera pas utilisée
et d’ailleurs pas toujours valide sous les hypothèses que l’on utilisera.

2.3.3 Mesures pour la spectrométrie γ

Dans le cas de la spectrométrie γ les instants Tk sont les temps d’arrivée d’un photon envoyé par un
instrument de mesure et Zk est la réponse électrique générée par l’absorption de ce photon enregistrée
par l’instrument de mesure. L’énergie correspondant à ce courant, est égale (à un coefficient multiplicatif
près de changement d’unité physique) à

Yk =
∫ ∞

0

Zk(t) dt , k ∈ Z+. (2.35)

Les {Yk, k ∈ Z+} forment donc une suite de v.a. i.i.d.. Sa densité comporte la signature du composant
mesuré, des pics étant présents aux énergies répertoriées pour les éléments chimiques d’intérêt (nous avons
considéré dans [60] de mesures spectrométriques d’un mélange de composants radioactifs établies par le
CEA). Pour identifier ces composants à partir de mesures {X(t), t ∈ [0, T ]}, il faut donc commencer
par répondre à la question (Q–1), beaucoup moins simple que dans le cas des modèles de mélange, la
transformation F étant moins triviale. Il est clair que la loi des Yk n’est pas identifiable sans hypothèses
supplémentaires sur Z. On supposera donc que

le support de t 7→ Z(t) est un intervalle [0, X] avec X > 0 et E[X] <∞.

et on notera Xk la taille du support de Zk pour tout k ∈ Z+. En utilisant les propriétés des processus
de Poisson, on peut alors montrer que {X(t), t ≥ 0} défini par (2.34) (le temps t = 0 correspond au
lancement de la mesure) a pour support une réunion infinie d’intervalles disjoints

S =
⋃

k=1,2,...

[T ′k, T
′
k +X ′

k] , (2.36)

où, d’une part, T ′1 = T1 et pour tout k ≥ 2,

T ′k = min
{
Ti : i ≥ 1 et Ti > T ′k−1 ∨ max

j=0,...,i−1
(Tj +Xj)

}
,
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et, d’autre part, pour tout k ≥ 1,

X ′
k = max

{
Tj +Xj − T ′k : j ∈ Z+ et Tj < T ′k+1

}
. (2.37)

Autrement dit, T ′k est l’instant de la première arrivée suivant T ′k−1 pour laquelle toutes les impulsions
précédentes sont finies et X ′

k est le temps qu’il faut attendre après cette arrivée pour que le processus
X(t) se “vide” à nouveau. L’hypothèse E[X] <∞ garantit ce retour à zéro de X(t). On pose alors

Y ′
k =

∫ T ′
k+X′

k

T ′
k

X(t) dt , (2.38)

qui n’est autre que la quantité totale d’énergie mesurée pendant la période d’activité t ∈ [T ′k, T
′
k +X ′

k].

En utilisant les propriétés d’oubli des processus de Poisson, on a la propriété fondamentale suivante
(qui est un cas particulier des résultats de [52]) :

(i) La suite {(X ′
k, Y

′
k), k ≥ 1} est une suite de v.a. i.i.d., indépendante de la suite des durées des

périodes inactives {T ′1, T ′k − (T ′k−1 + X ′
k−1), k ≥ 2} qui, quant à elle, est suite de v.a. i.i.d. de loi

exponentielle de moyenne 1/λ. On a de plus E[X ′] = (exp(λE[X])− 1)/λ.
Remarquons enfin que toutes ces variables se déduisent de la trajectoire {X(t), t ≥ 0} grâce à la

relation (2.36) qui donne les variables T ′k, X
′
k uniquement à partir des instant de retour à zéro de cette

trajectoire puis grâce à la relation (2.38). Notre approche pour l’identification de la loi des Yk repose
sur une relation entre la loi P du couple (Xk, Yk) et celle, notée P′ du couple (X ′

k, Y
′
k), généralisant un

résultat de [57] qui établissait ce résultat pour la file M/G/∞, c’est-à-dire quand

Z(t) = 1[0,X)(t) , (2.39)

auquel cas on a simplement Yk = Xk. Cette généralisation est établie dans le théorème 3.1 de [46], en
annexe. Elle s’écrit ainsi : pour tous nombres complexes s, p de partie réelle positives,∫ ∞

0

e−(s+λ)u
{

eλE[exp(−pY )(u−X)+] − 1
}

du =
λ LP′(s, p)

(s+ λ) {s+ λ− λLP′(s, p)}
, (2.40)

où L désigne l’opérateur de la transformée de Laplace définie par

LP′(s, p) =
∫

e−su−pv dP′(u, v) = E[e−sX′−vY ′
] ,

où (X ′, Y ′) est un couple de même loi que les (X ′
k, Y

′
k).

Dans l’équation (2.40), le membre de gauche dépend uniquement de P et celui de droite de P′. Cette
relation répond donc, au moins d’un point de vue calculatoire, à la question (Q–1). C’est aussi cette
relation que nous avons utilisé pour répondre aux questions (Q–2) et (Q–3), en s’intéressant à la quantité
qui nous intéresse plus particulièrement, la densité de Y , comme expliqué ci-dessus dans l’application de
la spectrométrie γ.

Comme dans le cas du modèle de mélange, et malgré la complexité de la transformation reliant le
modèle d’observation directe à celui des observations indirectes, nous verrons au paragraphe 3.2.2 que
l’estimation de cette densité peut se faire à partir des observations indirectes. Nous verrons aussi que la
perte de vitesse au sens minimax dépendra cette fois du comportement de la queue de distribution de la
durée X.

2.3.4 Processus de flots à arrivées poissonniennes

On appelle ici processus de flots à arrivées poissonniennes, (Infinite Source Poisson process en anglais),
le processus shot–noise vérifiant (SN–1) et (SN–2) tel que Z est donné par

Z(t) = U1[0,η)(t) , (2.41)
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où U est une v.a. à valeurs dans R et η une v.a. à valeurs dans R+. On peut supposer sans perte de
généralités que |U | > 0 p.s., puisque dans le cas contraire, sous (SN–1) et (SN–2), le processus ponctuel
des points Tk tels que Uk 6= 0 est aussi un processus de Poisson homogène (procédé d’amincissement).
Ce modèle est un cas particulier de celui considéré dans le paragraphe 2.3.3, puisque son support est
précisément [0, η), qui inclus le modèle de la file M/G/∞, obtenu pour U ≡ 1. Dans la suite l’intensité λ
des arrivées ne joue pas de rôle significatif, aussi le prendra-t-on égal à 1. Remarquons enfin que sous les
notations du paragraphe 2.3.3, on a

X = η et Y =
∫ ∞

0

Z(t) dt = U × η .

Le processus X défini par (2.33) ou (2.34) est utilisé pour modéliser le télé–trafic dans les réseaux IP au
niveau des flots. Un flot est défini comme un flux de paquets IP entre une source et une destination du
réseau. Ce flux est idéalisé sous la forme d’un taux constant U qui rend compte de la bande passante
allouée à ce flot. Dans le contexte du réseau IP actuel, ce taux est en effet déterminé par la qualité de
l’accès local au réseau (connections ADSL, câble ou LAN). Si le trafic est mesuré en un point du coeur du
réseau, il est donc raisonnable de supposer l’indépendance de ces taux. Quant à l’hypothèse poissonienne
des arrivées de ces flots, nous allons voir qu’elle n’est nullement en contradiction avec l’observation
empirique de mémoire longue positive sur les traces de télé–trafic. Cette remarque avait déjà été faite
dans [40] dans le cas de la M/G/∞ : si la distribution des temps de service a une queue lourde, alors
le processus du nombre de client exhibe de la mémoire longue positive. Cette propriété a des effets sur
l’agrégation temporel de ce processus. Les propriétés asymptotiques de la version agrégée en temps du
processus de flots à arrivées poissonniennes ∫ T

0

X(t) dt (2.42)

quand λ et la durée d’agrégation T tendent conjointement vers l’infini, ont été étudiés dans [44]. Men-
tionnons enfin que l’observation directe des flots Zk est très difficile en pratique car elle nécessite un
traitement fin des entêtes des paquets IP afin d’appareiller tous les paquets d’un même flot, tâche rendue
impossible par la quantité et la complexité du trafic en un point du réseau. D’où la nécessité de travailler
sur des mesures indirectes des ces flots, à savoir le processus X(t), éventuellement échantillonné à temps
discrets.

Nous allons dans un premier temps nous contenter d’examiner les propriétés du second ordre de
{X(t), t ∈ R} défini, en toute généralité, par (2.34). Le processus (2.33) n’est en effet correctement défini
que pour E[η] <∞, auquel cas, c’est un processus stationnaire au sens strict. Or nous ne supposerons pas
nécessairement que E[η] < ∞. De même la méthodologie proposée au paragraphe 2.3.3 de décomposer
le processus en périodes actives et inactives n’est possible que dans le cas E[η] < ∞. Pour prendre en
compte une éventuelle dépendance de U et η (dépendance avérée dans le cas des flots du télé–trafic), les
hypothèses de queue lourde de la distribution de η prendront la forme suivante

E[|U |p1η>t] = Lp(t) t−α , (2.43)

où

1. p ∈ {0, 1, . . . , p∗} avec p∗ entier aussi élevé que nécessaire (p∗ = 2 suffit pour les propriétés du
second ordre),

2. α ∈ (0, 2) est l’indice de queue de η,

3. Lp est une fonction à variation lente en ∞.

La place du paramètre α par rapport à 1 est bien sûr liée au fait que E[η] est fini ou non, qui décide si le
processus X est stable (convergence vers le processus stationnaire défini par (2.33)) ou non. Un exemple
assez général de loi jointe pour (U, η) modélisant un flot de type TCP est donné dans [20] en annexe,
pour lequel l’hypothèse (2.43) est vérifiée pour tout entier p ≥ 0.
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Les propriétés du second ordre de {X(t), t ∈ R} défini par (2.34) et de sa version stationnaire (2.33)
quand elle existe sont données par les propositions 2.1 et 2.2 dans [20]. En particulier, on trouve que,
dans le cas non-stationnaire, pour tout t ≥ s > 0,

Cov(X(Tt),X(Ts)) ∼ C(s, t) L2(T ) T 2−α avec C(s, t) =
∫ s

t−s

v−αdv ,

où l’équivalence est obtenue quand T →∞, et dans le cas stationnaire, par exemple pour α > 1, quand
t→∞,

Cov(X(0),X(t)) ∼ (α− 1)−1 L2(t) t2−α .

On peut de même calculer, en conditionnant par rapport au nombre d’arrivée sur [0, T ] avec l’hypothèse
poissonnienne, quelque soit la valeur de α ∈ (0, 2), pour X défini par (2.34),

Var

(∫ T

0

X(s) ds

)
= TE

[
U2(η ∧ T )2

]
− 2

3
E
[
U2(η ∧ T )3

]
.

Comme, par ailleurs, on a par Fubini, pour q = 2, 3,

E
[
U2(η ∧ T )q

]
= q

∫ T

0

tq−1E
[
U2

1(η > t)
]
dt ,

on obtient, en utilisant (2.43) avec p = 2 et le théorème de Karamata sur l’intégration des fonctions à
variations lentes, quand T →∞,

Var

(∫ T

0

X(s) ds

)
∼ 2

(2− α)(3− α)
L2(T ) T 2H avec H =

3− α

2
.

Cette dernière équation signifie que le processus X admet pour paramètre de Hurst H = (3− α)/2 (voir
paragraphe 2.1.4).

On voit que sous les hypothèses très générales (2.43) sur la loi jointe de (η, U), les propriétés de
queue de la distribution de η se traduisent par des propriétés de mémoire longue pour le processus X,
ce qui répond en partie à la question (Q–1). Nous reviendrons sur cette remarque pour le problème de
l’identification de l’indice α à partir de l’observation du processus X au paragraphe 3.2.3 mais nous
pouvons dès à présent mentionner quelques résultats importants quant à la transformée en ondelette
discrète du processus X sous les hypothèses (W–1)–(W–4), définie comme (2.9) par

dj,k =
∫

X(t)ψj,k(t) dt, j ≥ 0, k ∈ Z .

En particulier, pour E[η] <∞ et X défini par (2.33) et (2.41), comme ψj,k a un support compact et il y
a localement un nombre fini de flots Zk non–nuls p.s., on a, pour tout j ≥ 0, k ∈ Z,

dj,k =
∑
l∈Z

Ul

∫ Tl+ηl

Tl

ψj,k(t) dt . (2.44)

On a vu que si E[η] = ∞ (notamment pour α < 1), il faut utiliser la définition (2.34) pour X, auquel cas
il doit bien sûr adapter (2.44) en

dj,k =
∑
l∈Z+

Ul

∫ Tl+ηl

Tl

ψj,k(t) dt . (2.45)

On peut en fait montrer que dès que ψ a un moment nul (M ≥ 1 dans les hypothèses (W–1)–(W–4)),
même dans le cas où E[η] = ∞, les coefficients d’ondelettes (2.44) sont bien définis : la somme sur l ∈ Z
est finie p.s., voir [20, lemme 5.1]. Autrement dit, même quand X n’a pas de version stationnaire, sa
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transformée en ondelette admet elle toujours une version stationnaire. Les propriétés du second ordre
sous l’hypthèse (2.43) de le cette transformée en ondelette sont données en partie par [20, lemme 3.1].
Leur adaptation au cas où X est échantillonné à des temps discrets est aisément obtenu. La partie la
plus technique consiste en fait à adapter les résultats obtenus pour la version stationnaire (2.44) de la
transformée en ondelettes à la vraie transformée en ondelettes (2.45) du processus non-stationnaire.

Les propriétés du second ordre des {dj,k} ont de fortes similitudes avec l’étude des propriétés du
second ordre de la transformée en ondelette présentée au paragraphe 2.1.3 en prenant d = 1 − α/2. Il
serait intéressant de fournir un cadre relativement général incluant ces deux situations, ce qui est bien
sûr possible. Pour le moment, contentons–nous de mentionner qu’en utilisant [20, lemme 4.3], certaines
passerelles peuvent être établies.

2.3.5 Mosäıques aléatoires

Une mosäıque aléatoire de Rd est un processus ponctuel défini sur l’ensemble F ′ des fermés non–vides
de Rd, M =

∑
k δFk

, qui vérifie

(i)
⋃

k Fk = Rd ;

(ii) pour tout k 6= l, Fk ∩ Int Fl = ∅ .

Les points Fk de M sont appelés les cellules de la mosäıque. On appelle la frontière de M la réunion des
frontières des Fk, qu’on notera

∂M
def=
⋃
k

∂Fk .

Les deux points (i) et (ii) reviennent alors à supposer que les ensembles Int Fk et ∂M forment une
partition de Rd. Une autre propriétés des mosäıques découlera de la définition que l’on donne aux processus
ponctuels sur F ′ : la mesure M doit être σ–finie, c’est-à-dire finie sur tout compact inclus dans F ′. Nous
devons donc munir F ′ d’une topologie, par suite d’une tribu de boréliens, qui fournira à l’ensemble des
mesures σ–finie la tribu habituelle qui permet de définir les processus ponctuels.

Précisons la structure topologique de l’espace F des fermés de Rd. Nous adoptons l’approche de
G. Matheron (“hit and miss” topology). On munit F de la topologie engendrée par la base des ouverts
{FK ,FG : K ∈ K, G ∈ G} où K est l’ensemble des fermés de Rd, G l’ensemble de ses ouverts et où on a
posé

FA = {F ∈ F : F ∩A = ∅} et FA = {F ∈ F : F ∩A 6= ∅} .

Alors, d’après [42], F est un espace compact. L’espace F ′ = F \{∅} n’est pas compact mais ses compacts
sont inclus dans des ensembles de la forme FK avec K ∈ K si bien que les mesures σ–finies correspondent
aux mesures finies sur tout ensemble FK avec K ∈ K. Aussi, une mosäıque aléatoire M =

∑
k δFk

vérifiera
la condition

(iii) pour tout K ∈ K, #{Fk : Fk ∩K 6= ∅} <∞ .

Les mosäıques aléatoires les plus simples sont les mosäıques de Voronöı et de Delaunay (voir1 la
figure 2.1), entièrement définies à partir d’un processus ponctuel N =

∑
k δTk

sur Rd. Chaque cellule de
la mosäıque de Voronöı est définie comme l’ensemble des points de Rd les plus proches d’un des points
Tk. Celles de la mosäıque de Delaunay sont alors obtenues en reliant les paires de points {Tk, Tl} dont les
cellules de Voronöı ont un côté commun. Dans ces deux exemples, les cellules peuvent être reconstituées
uniquement à partir de la frontière de la mosäıque puisqu’elles sont données par les composantes connexes
du complémentaire de cette frontière.

Le modèle feuilles mortes est un autre exemple de mosäıque aléatoire, introduit par G. Matheron
dans [41]. Ce modèle est utilisé en traitement des images, notamment parce qu’il reproduit quelques
propriétés statistiques fondamentales des images : non–gaussianité, discontinuités, frontières de discon-
tinuité ayant des jonctions en T etc. Nous renvoyons aux références incluses dans [26, 25, 10] pour les

1les figures sont placées en fin de chapitre
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nombreuses applications de ce modèle et les justifications empiriques de celui-ci pour la modélisation des
images naturelles.

La définition d’un modèle feuille morte, comme celui d’un processus shot-noise, repose sur la transfor-
mation d’un processus ponctuel marqué mais, à la différence du processus shot–noise, cette transformation
n’est pas additive. Considérons un processus ponctuel Φ =

∑
k δxk,tk,Xk

défini sur Rd × (−∞, 0] × F .
On prendra pour Φ un processus de Poisson homogène sur Rd × (−∞, 0] avec des marques i.i.d. Xk

indépendantes du processus
∑

k δxk,tk
et de loi sur F notée P . On considère alors la mosäıque aléatoire

M =
∑

k

δVk
1{IntVk 6= ∅} = F (Φ) (2.46)

des “parties visibles” Vk d’intérieur non–vide définies par

Vk = (xk +Xk) \
⋃

tj∈(tk,0]

(xj + IntXj) . (2.47)

Les tj peuvent être compris comme des temps, et les xj comme des “centres” de la “feuille” xj +Xj . Dans
la formule (2.47), l’ensemble Vk représente la partie de la feuille xk +Xk, qui n’a pas été recouverte par
les feuilles xj +IntXj tombés après cette feuille (tj > tk). Cette construction rend compte du phénomène
d’occlusion dans la formation d’une image : un objet est en partie caché par les objets placé entre cet objet
est le point de prise du cliché. Des conditions suffisantes sur la loi P sont données dans [10] en annexe
pour garantir que le processus ponctuel M défini ci-dessus soit bien une mosäıque aléatoire, c’est-à-dire
vérifie les conditions (i), (ii) et (iii). Sous ces conditions, une méthode de simulation exacte d’un modèle
feuille morte est possible sur tout compact de Rd dès que la loi P peut être simulée.

On voit sur la figure 2.2 des simulations de modèles feuilles mortes sur un pavé de R2 pour différente
loi P des objets Xi. Contrairement aux mosäıques de la figure 2.1, les cellules Vj ne se déduisent pas
nécessairement de la frontière de la mosäıque. Pour visualiser ces mosäıques, un niveau de gris tiré
aléatoirement et uniformément est alloué à chaque feuille. On obtient le champ aléatoire

Y(t) =
∑

k

Ck1IntVk
(t) , (2.48)

où les Ck sont des v.a. i.i.d., indépendantes de M . C’est ce champ qui est utilisé pour la modélisation
statistique des images dans [35]. On voit en particulier dans le cas (d) de la figure 2.2 que les éléments
Vi peuvent être constitués de plusieurs composantes connexes du complémentaire de la frontière.

Dans [10] en annexe, nous nous sommes intéressés principalement à répondre partiellement à la ques-
tion (Q–1), notamment, connaissant la loi P ,

1. Quelle est la loi du fermé ∂M ? Cette loi est déterminée par les propositions 5 et 6, la première
donnant, pour tous compacts K1, . . . ,Kn la probabilité que ces compacts soient tous inclus dans
l’intérieur d’une cellule de M , et la seconde montrant que cette probabilité caractérise la loi de la
frontière ∂M ;

2. Quelle est la loi de la cellule typique non–recouverte ? La proposition 7 donne sa densité par rapport
à P .

3. Quelle est la loi du processus ponctuel défini comme l’intersection de ∂M avec une droite ? Celle-ci
est donné par la proposition 8 dans le cas où P a son support sur les fermés convexes.

Ces questions avaient déjà été abordées dans [41], la première uniquement dans le cas n = 2. Nous en
avons généralisé le cadre par l’utilisation systématique du calcul de Palm.

La réponse à la première question est particulièrement importante puisqu’elle permet de calculer
les lois fini–dimensionnelles du modèle feuille morte colorié, celui où une couleur aléatoire est allouée à
chaque partie visible. Il sera notamment utile pour définir le modèle feuilles mortes à loi d’échelle au
paragraphe 2.4.3.
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2.4 Modélisation de la régularité

2.4.1 Quelques notions de régularité

La plupart des modèles que nous avons abordés jusqu’ici, quand ils sont définis sur des temps ou
des variables d’espace continues (a fortiori quand ils sont à temps discret) ont un comportement aux
“échelles fines” qui présente peu d’intérêt :

1. Le modèle shot–noise (2.33) a les même propriétés locales que Z(t) puisqu’il localement égal à une
somme finie de copies indépendantes de celui-ci. Il est par exemple constant par morceaux dans le
cas où Z est donné par (2.41).

2. Le modèle feuilles mortes colorié (2.48) est aussi une somme localement finie (par la propriété (iii)
des mosäıques aléatoires) de fonctions indicatrices pondérées. Si Ck est remplacé par un champ
Ck(t) dans (2.48), le modèle est potentiellement plus riche mais indépendamment de la “partie
géométrique” du modèle qui est donné par le processus M défini par (2.46) et (2.47).

Nous verrons dans les paragraphes 2.4.3 et 2.4.2 deux modèles où les comportements aux échelles fines
présentent plus d’intérêt. Ce comportement sera décrit par des quantités qui rendent compte de la
régularité, par exemple le module de continuité, défini pour toute fonction bornée f : I → R (avec I
pavé inclus dans Rd) et tout u > 0 par

ω(f, u)∞ = sup
x,y∈I, ‖x−y‖<u

|f(y)− f(x)| . (2.49)

Le module de continuité correspond au module de régularité

ω(f, u)p = sup
y : ‖t‖≤u

∥∥{f(·+ t)− f(·)}1I∩(I−t)(·)
∥∥

p
(2.50)

défini pour f ∈ Lp(I) quand p = ∞. Une première approche de la régularité d’une fonction f consiste à
se demander quel est le comportement du module de continuité (2.49) quand u ↓ 0. Les comportements
en loi de puissance, même au sens le plus faible (2.1), sont trop restrictifs et on se contente de définir un
indice de régularité tout simplement par

a = lim inf
u↓0

logω(f, u)∞
log(u)

,

c’est-à-dire identique à l’indice défini par (2.1) mais sans supposer que cette limite inf soit aussi une
limite. Ce a appartient à [0, 1], à moins que f soit constante auquel cas a = ∞, ce qu’on exclut ci-après.
On appelle a l’indice de régularité höldérienne. En effet, on a

a = sup {s ∈ (0, 1) : f ∈ Cs(I)} ,

où Cs(I) est l’espace de Hölder contenant toutes les fonctions f telles que

sup
u>0

u−sω(f, u)∞ <∞

ou, de façon équivalente, telles que �−sω(f, �)∞ ∈ L∞(R+). En fait, on définit

|f |Cs
def= ‖ �−s ω(f, �)∞‖∞ = sup

x6=y

|f(y)− f(x)|
‖y − x‖s

,

qui est une semi–norme (elle s’annule pour les fonctions constantes sur I qui ne sont pas nécessairement
nulles) et

‖f‖Cs
def= ‖f‖∞ + |f |Cs

définit une norme. Les espaces de Besov sont définis de façon similaire en remplaçant le module de
continuité par un module de régularité d’ordre p, ainsi l’espace Bs,∞

p (I) est l’ensemble des fonctions de
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Lp(I) telles que �−sω(f, �)p ∈ L∞(R+) et, autre légère extension, Bs,q
p (I) est l’ensemble des fonctions de

Lp(I) telles que �−sω(f, �)p ∈ Lq(R+). On définit donc, comme ci-dessus,

|f |Bs,q
p

def= ‖ �−s ω(f, �)p‖q et ‖f‖Bs,q
p

def= ‖f‖∞ + |f |Bs,q
p

(2.51)

On peut montrer les points suivants (tous sont classiques, voir par exemple [11], mais tous ne sont
cependant pas triviaux)

1. Cs(I) = Bs,∞
∞ (I) ;

2. on a l’inclusion Bs,q
p (I) ⊆ Bs′,q′

p′ (I) si p ≥ p′, q ≤ q′ et s′ ≤ s sauf si I n’est pas borné, auquel cas il
faut prendre p = p′ pour que l’inclusion reste valide ;

3. le sup des s ∈ (0, 1) pour lesquels f ∈ Bs,q
p (I) ne dépend pas de q ∈ [1,∞] ;

4. Ce sup est donné pour tout q ∈ [1,∞] par

sup
{
s ∈ (0, 1) : f ∈ Bs,q

p (I)
}

= lim inf
u↓0

logω(f, u)p

log(u)
.

Si les points 3 et 4 indiquent que le paramètre q n’influence pas l’indice de régularité Besov, il n’en est
en général pas de même du paramètre p. On sait seulement, d’après les points 2 et 4 ci-dessus, dans
le cas où I est compact, que si p < p′ et ω(f, ·)p et ω(f, ·)p′ ont pour indices de régularité respectifs
a et a′, alors nécessairement a′ < a. Les espaces de Besov ont connu une certaine popularité dans la
littérature des statistiques non–paramétriques en parallèle avec l’apparition des méthodes d’ondelettes
promues par D. Donoho ([16, 17]). Ce n’est évidemment pas un hasard : les normes de Besov (2.51) sont
équivalentes à des normes définies sur les coefficients d’ondelette de la fonction f pour une ondelette bien
choisie (voir paragraphe 2.1.2). Cette propriété agréable des espaces de Besov n’est pas vérifiée pour des
espaces de régularité très utilisés comme les espaces BV des fonctions à variations bornées mais certains
encadrements permettent de conclure sur l’appartenance ou non à l’espace BV à partir des coefficients
d’ondelettes. Par exemple si I est le pavé [0, 1]2 de R2, on a

B1,1
1 ⊂ BV ⊂ B1,∞

1 (2.52)

avec les inégalités correspondantes pour les normes associés à ces espaces.

L’introduction rapide que nous venons de faire de la régularité est uniquement basée sur des notions
d’espaces fonctionnels. Il existe des notions alternatives, notamment l’approche plus géométrique de la
dimension du graphe ou des ensembles images de f et une approche plus probabiliste qui est celle de
l’étude du temps local. Nous ne détaillerons pas ici ces thèmes ; mentionnons simplement que régularité
fonctionnelle, dimension du graphe, régularité du temps local et lois d’échelle (ou auto–similarité) sont
bien sûr fortement liés. Pour le mouvement brownien fractionnaire (MBF) {X(t), t ∈ R} de paramètre de
Hurst H ∈ (0, 1), tous les modules de régularités (définis avec I = [0, 1]) ont le même indice de régularité
H, la dimension d de son graphe est aussi donné par la relation attendue d = 2−H. Cette unification des
points de vue ne se généralise pas à tous les processus à accroissements stationnaires H-auto–similaires
comme ce fut remarqué par [34]. Le paragraphe 2.4.2 est consacré à l’étude du module du continuité
et du temps local de certains champs stables. Cette étude a eu pour point de départ un travail ([3]) en
collaboration avec A. Ayache sur des généralisations de mes travaux de thèses portant sur les relations
entre régularité et dimension du graphe d’une fonction ou d’un processus.

2.4.2 Drap linéaire fractionnaire stable

Une bonne introduction aux processus stables se trouve dans [54]. Le drap linéaire fractionnaire stable
(noté (N, 1)–DLFS) de paramètres α ∈ (0, 2] et H = (H1, . . . ,HN ) ∈ (0, 1)N est un champ α–stable
{X(t), t ∈ RN} à valeurs réels défini par

X(t) =
∫

RN

N∏
l=1

{
(tl − sl)

Hl−1/α
+ − (−sl)

Hl−1/α
+

}
dZα(s) , (2.53)
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où {Zα(s), s ∈ RN} est un drap de Lévy α–stable dont l’intensité d’asymétrie (pour α < 2) β : RN →
[−1, 1] est donnée.

Deux cas particuliers sont plus connus :

1. pour α = 2, on obtient le drap brownien fractionnaire (DBF), étudié par exemple dans [6, 63] ;

2. pour N = 1, on obtient le mouvement linéaire fractionnaire stable (MLFS) défini sur t ∈ R,
étudié par exemple dans [58, 34]. Ce dernier, si β est constant, est un processus H–auto–similaire
à incréments stationnaires.

Dans la suite nous considérons uniquement le cas non–gaussien, α < 2. Dans ce cas, le champ obtenu
admet une version continue si et seulement si min(H1, . . . ,HN ) > 1

α , ce que nous imposerons par la suite
en supposant (sans perte de généralité) que

α−1 < H1 ≤ · · · ≤ HN < 1 . (2.54)

Dans le cas multi–dimensionnel, N > 1, le (N, 1)–DLFS est un champ anisotropique. En effet, la propriété
d’auto–similarité du cas N = 1 est généralisée par la propriété suivante (toujours pour une intensité β
constante) : pour toute matrice N ×N diagonale A

{
X(At), t ∈ RN

+

} d=
{ N∏

j=1

a
Hj

j X(t), t ∈ RN
+

}
, (2.55)

où aj est le j–ième élément diagonal deA et d= signifie égalité au sens des distributions fini–dimensionnelles.
Ces propriétés anisotropiques peuvent être utiles en pratique pour la modélisation, comme remarqué
dans [9] pour le cas gaussien.

Remarquons enfin que si on fixe toutes les composantes de t ∈ RN sauf la n–ième,

t = (u1, . . . , un−1, u, un+1, . . . , uN ) def= (u, ûn) ,

avec ûn = (u1, . . . , un, un+1, . . . , uN ) fixé dans RN−1 et u parcourant R, le processus obtenu est un MLFS
de paramètres α et Hn. La restriction du champ aux droites parallèles à l’axe de la n-ième coordonnée
{X(u, ûn), u ∈ R} héritera donc des propriétés établies par exemple par [58] : l’étude de son module
de continuité indique une régularité höldérienne Hn − 1/α aux échelles fines. La question est donc de
savoir ce que deviennent ces propriétés quand le champ est vu globalement. Les théorèmes 1.2 et 1 4
de [5] en annexe montrent par exemple que, pour tout n ∈ {1, . . . , N}, la régularité höldérienne de toutes
les restrictions du processus aux droites parallèles à l’axe de la n-ième coordonnée est bien Hn − 1/α.
Un point important dû à l’anisotropie du modèle est que le comportement du module de continuité aux
échelles fines n’est pas bien décrit par une loi de puissance de ua, bien que nos résultats impliquent que
l’indice de régularité höldérienne sur tout pavé borné I d’intérieur non–vide est presque sûrement

lim inf
u↓0

logω(X,u)∞
log(u)

= min(H1, . . . ,HN )− α−1 = H1 − α−1 .

En fait [5, théorèmes 1.2 et 1.4] impliquent le résultat plus précis : presque sûrement, pour tout pavé
borné I ⊂ RN non–réduit à un point,

lim inf
u↓0

log ω̃(H+H1)(X,u)∞
log(u)

= H1 − α−1 , (2.56)

où H +H1 est le vecteur d’indices croissant (0,H2 −H1, . . . ,HN −H1) et où on a défini un module de
continuité anisotropique sur I,

ω̃(H−H1)(X,u)∞ = sup
t,s∈I,‖t−s‖≤u

|X(t)−X(s)|∑N
k=1 |tn − sn|Hn−H1

.
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Ces résultats diffèrent du cas gaussien étudié dans [6] pour lequel le comportement du module de continuité
anisotropique est donné par (2.56) avec le membre de droite remplacé par H1.

L’approche utilisée dans ces références (cas stable ou gaussien) repose sur l’utilisation d’une décomposition
en base d’ondelette compliquée dans le cas stable (voir [5, théorème 1.1]) par le fait que la structure de
dépendance des coefficients d’ondelette n’est plus simplement donnée par une covariance. Notons que cette
décomposition fournit aussi des estimations du comportement du champ à l’infini (voir [5, théorèmes 1.3]).

L’étude menée dans [5] est complétée par un travail sur le temps local du (N, d)–DLFS, dont les d
composantes sont des copies indépendantes du même (N, 1)–DLFS. La bi–continuité du temps local du
(N, d)–DLFS est montrée sous la condition de continuité des trajectoires (2.54) et la condition addition-
nelle

N∑
k=1

H−1
k > d ,

condition, qui est montrée être nécessaire et suffisante pour l’existence du temps local, voir les théorèmes 2.2
et 2.3 de [4] en annexe.

2.4.3 Modèle feuilles mortes à loi d’échelle

Le modèle feuilles mortes, dont nous avons rappelé la définition au paragraphe 2.3.5, a été proposé
pour rendre compte des statistiques empiriquement observées sur les images naturelles [35]. La trans-
formation définie par (2.46) et (2.47) utilisée lors de la formation de ce modèle rend en effet à la fois
compte du phénomène d’occlusion et de non–gaussianité, ou plus généralement d’une absence de stabilité
additive des statistiques. Néanmoins ce modèle est en contradiction avec d’autres propriétés structurelles
proposées par [50] pour la modélisation des images : en particulier l’invariance d’échelle. Cette hypothèse
pousse à son paroxysme une observation communément admise pour les images naturelles : les structures
géométriques présentes dans une images ne semblent pas liées à une échelle particulière. Pour preuve,
on peut citer le réalisme bien connu des images synthétiques créées par des modèles très simples issus
de la géométrie fractale. Comme montré dans [50], l’invariance d’échelle est une hypothèse très forte du
point de vue de la modélisation ; aussi proposons–nous de s’attaquer à cette question sous l’angle “moins
géométrique” de la régularité. De ce point de vue, pourtant moins restrictif, le modèle feuilles mortes
usuel fait aussi défaut car, en tout point, les réalisations de sa version colorée (2.48) est p.s. localement
constante et donc à variations bornées, pour peu que les ensembles Xk aient eux–même une frontière
régulière. On peut de plus montrer que la norme BV de Y sur un compact de R2 est même d’espérance
finie, voir la proposition 6.1 dans [26] disponible en annexe dès que les ensembles Xk ont une frontière
de longueur d’espérance finie, ce qui est contradiction avec les expériences menées dans [24] sur une base
d’images naturelles.

Les modèles à structure additive, le plus souvent obtenus par modélisation des coefficients d’une image
dans une base bien choisie, voir par exemple [55], ont l’avantage de pouvoir s’adapter facilement à des
prescriptions de régularité. Par exemple la régularité Besov peut être prescrite par un modèle de série
aléatoire d’ondelettes. En revanche ce type de modèle ne sont pas adaptés à la représentation de struc-
tures géométriques simples et des bases fortement redondantes accompagnées d’algorithmes complexes
de codage sont par exemple nécessaires pour représenter de telles structures (voir par exemple [51]).

L’objectif principal de notre travail [26] est de définir un modèle feuille morte à loi d’échelle, obtenu
comme la limite d’une suite de modèle feuilles mortes coloriés dont les propriétés de régularité sont non–
triviales (en tout cas qui sorte du cadre BV ) mais qui conservent cependant une structure géométrique
héritées du modèle feuille morte usuel. On définit la famille {Pr0,r1 , 0 < r0 < r1 <∞} des distributions
des fermés aléatoires X = RY où Y ⊂ R2 est un fermé aléatoire de distribution indépendante de r0
et r1 et R est facteur de dilatation aléatoire, indépendant de Y , de densité proportionnelle à r−α pour
r0 < r < r1. Le paramètre α est un indice de loi de puissance qui reproduit le comportement observée dans
la distribution empirique de la taille des composantes connexes d’une image, [35, 2]. Les valeurs typiques
de α sont dans l’intervalle (2, 3). Quand le fermé aléatoire Y respecte quelques conditions de bases, (il a
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une échelle bien déterminée et une frontière régulière) le modèle feuilles mortes défini par (2.46) et (2.47)
associé à la distribution Pr0,r1 , noté M(r0, r1), est une mosäıque aléatoire et pour tout point du plan
la probabilité d’appartenir à ∂M(r0, r1) est nulle (voir proposition 4.1 dans [26]). Quelque soit α > 1,
la frontière ∂M(r0, r1) converge en probabilité vers l’ensemble R2, voir [26, proposition 4.2]. On peut
donc espérer que la limite de ce modèle, si elle est correctement définie, a une norme BV infinie. Nous
nous intéressons aux lois fini-dimensionnelles de la version coloriée (2.48) de M(r0, r1), qui peuvent être
obtenue à partir de la proposition 5 de [10] déjà mentionnée. La loi marginale de ce champ est donnée
par la distribution des “couleurs” Ck apparaissant dans (2.48), qu’on prend uniforme par la suite. Les
lois bi-dimensionelles sont étudiées dans un premier temps pour éliminer les cas où celles-ci dégénèrent
quand r0 → 0 ou r1 →∞ : ces cas sont donnés par [26, proposition 5.1], ils dépendent de la position de α
par rapport à 3. Par exemple, si α > 3 et r0 → 0, le champ tend vers un bruit blanc ; si α < 3 et r1 →∞,
le champ tend vers un champ constant ; voir la figure 2.3(a) et (b). Le cas le plus intéressant nous semble
celui où α < 3 et r0 → 0 qui correspond aux valeurs empiriquement observées pour α et dont la limite
a des propriétés de régularité non–triviales. Dans ce cas la convergence du champ est donné par [26,
théorème 5.4]. Une caractéristique des champs de la forme (2.48) est que leurs lois fini–dimensionnelles
sont des mélanges finis dont seuls les poids dépendent de r0 et r1. C’est donc la convergence de ces poids
qu’il s’agit de vérifier ; de plus le champ limite obtenu, appelé modèle feuilles mortes à loi d’échelle, vérifie
aussi cette propriété fondamentale : sa loi marginale est donnée par la distribution des couleurs Ck et
toutes les loi fini–dimensionelles sont des mélanges finis. C’est pourquoi la limite conserve des structures
géométrique, d’où par exemple la présence visible de disques pour la figure 2.3(c). Cette structure ne
serait pas conservée pour un champ gaussien de même auto–covariance que le modèle feuilles mortes à
loi d’échelle. D’autre part les poids du mélange obtenus admettent des lois de puissance en fonction de
l’échelle ; c’est ce qui est montré par la [26, proposition 5.2] pour la loi bi–dimensionnelle. Cette loi d’échelle
se retrouve dans l’impression d’auto–similarité observée pour le champ limite de la figure 2.3(c)–(f).

La régularité Besov du modèle feuilles mortes à loi d’échelle est étudiée par [26, proposition 6.2] et
de ce résultat et de l’inclusion (2.52), on trouve que la limite a une norme BV locale d’espérance infinie
dès que α > 2. Une discussion détaillée sur la comparaison de ces résultats avec d’autres approches pour
modéliser la régularité des images peut être trouvée au paragraphe 7 de [26].

Mentionnons pour conclure que nous avons proposé dans [25] une méthode bayésienne de débruitage
basée sur un a priori inspiré du modèle feuilles mortes à loi d’échelle.
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(a) (b)

Fig. 2.1 – (a) : mosäıque de Voronöı ; (b) : mosäıque de Delaunay.
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(a) (b)

(c) (d)

Fig. 2.2 – Simulation de modèles feuilles mortes avec P donné par :(a) support réduit à un disque fixé ;
(b) disque à rayon de loi uniforme ; (c) rotation et homotétie uniformes d’une même “feuille” ; (d) rotation
uniforme d’un rectangle.
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(a) (b)

(c) (d)

(e) (f)

Fig. 2.3 – Convergences du modèle feuilles mortes quand Y est un disque fixé : (a) convergence vers
un champ constant (α < 3 et r1 → ∞) ; (b) convergence vers un bruit blanc (α > 3 et r0 → 0) ; (c) :
convergence vers un champ non–trivial α = 2.9 et r0 → 0, puis zooms successifs d’un facteur 2 de ce
champ pour (d), (e), (f)
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Chapitre 3

Estimation semi ou
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3.1 Modèles d’observations directs

3.1.1 Identification d’un processus TVAR

Considérons le processus TVAR {Xk,n, k ∈ N, n ≥ 1} d’ordre p défini par (2.21) introduit au pa-
ragraphe 2.2.2. Nous avons déjà évoqué les vitesses d’estimations minimax de θ(t) pour t ∈ [0, 1] pour
(θ, σ) ∈ Cβ où Cβ est une classe fonctionnelle de régularité usuelle d’indice β, intersectée avec des condi-
tions de stabilité du processus (voir [45] en annexe).

Nous avons étudié un estimateur récursif de θ(t) défini par une succession d’opérations simples qui, à
chaque étape, prend en compte une nouvelle observation Xk,n, k = 1, . . . , n :

θ̂k+1,n = θ̂k,n + µ
(Xk+1,n − θ̂

T

k,nXk,n)Xk,n

1 + µ|Xk,n|2
, (3.1)

où
1. µ > 0 est un paramètre de lissage réglé par l’utilisateur qui contrôle l’amplitude de la mise à jour

de l’estimation ;
2. | · | dénote la norme euclidienne.

Cet estimateur est appelé estimateur récursif des moindres carrés normalisés. Son principe est de se
déplacer dans la direction du gradient du critère des moindres carrés (Xk+1,n − θT Xk,n)2 en la valeur

31
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courante du paramètre donné par (Xk+1,n − θ̂
T

k,nXk,n)Xk,n avec une amplitude donné par le pas µ.
Ce type d’estimateurs a été étudié (voir par exemple [28]) dans un cadre de poursuite de paramètres
θk évoluant aléatoirement. Le cadre des processus localement stationnaires permet d’affiner l’analyse
asymptotique puisqu’il rend possible la consistance de θ̂k,n vers un paramètre déterministe θ(t) quand
n → ∞ avec k/n → t. Pour obtenir la consistance, il faut prendre µ → 0 quand n → ∞ et le choix de
µ(n) détermine la vitesse de convergence. Ainsi, nous montrons dans [45, corollaire 3] que pour β ∈ (0, 1]
la vitesse minimax est atteinte dans la classe Cβ pour µ � n−2β/(1+2β).

Des équivalents asymptotiques du biais et de la variance sont fournis par [45, théorème 6], toujours
pour β ≤ 1. Ce résultat est adapté pour β ∈ (1, 2], [45, théorème 7], montrant qu’un biais systématique
de la forme C(t) (µn)−1 entâche l’estimation de θ(t), empêchant à l’estimateur d’atteindre la vitesse
minimax. La méthode de Romberg est alors utilisée pour éliminer ce biais systématique ; il s’agit tout
simplement de définir, pour γ ∈ (0, 1) fixé,

θ̃k,n(µ) = (1− γ)−1
(
θ̂k,n(µ)− γθ̂k,n(γµ)

)
, (3.2)

qui permet d’éliminer le biais systématique. Enfin, il est montré que cet estimateur est bien minimax
dans Cβ pour β ∈ (0, 2] et µ � n−2β/(1+2β) (voir [45, corollaire 9]).

Ce travail et ces résultats illustrent un aspect très positif de l’approche introduite R. Dahlhaus pour
modéliser la stationnarité locale. L’analyse classique de la poursuite de paramètres évoluant aléatoirement
ne permet pas d’analyser aussi finement les estimateurs récursifs puisque µ y est constant. En particu-
lier des équivalents asymptotique du biais et de la variance ne sont pas disponibles, ni l’adaptation
simple (3.2) proposée pour améliorer la vitesse sous des conditions de régularité forte. Mentionnons au
sujet de l’équivalent asymptotique de la variance qu’il est obtenu grâce à la normalisation particulière
donnée par le dénominateur de l’équation (3.1)(voir [45, remarque 5]). La normalisation usuelle de l’es-
timateur des moindres carrés récursifs est en effet donné par 1 + |Xk,n|2. Cette normalisation ne modifie
pas la vitesse mais la variance asymptotique est bien plus complexe. En la remplaçant par 1 + µ|Xk,n|2,
comme µ→ 0, la variance asymptotique est la même que celle de l’estimateur récursif des moindres carrés
sans normalisation, mais à la différence de celui–ci, s’applique sous des hypothèses plus générales.

Les résultats que nous avons obtenus découlent de deux étapes :

1. un contrôle uniforme des moments d’un produits de matrices dépendantes, voir [45, théorème 16],
sous des conditions de Lyapounov et de persistance d’excitation ;

2. une décomposition sous forme d’approximation polynomiale de l’erreur, voir [45, paragraphe 6] et
des inégalités de Burkhölder correspondant à chaque ordre de l’approximation ( [45, lemme B.1,
propositions B.2 et B.3]).

Le premier point est assez largement inspiré de résultats utilisés en poursuite mais, contrairement à ces
derniers, il permet un contrôle uniforme, indispensable en estimation non–paramétrique pour l’obtention
de vitesses minimax.

3.1.2 Estimation d’une fréquence en échantillonage irrégulier

Nous avons étudié dans [36], disponible en annexe, pour le modèle (2.27) décrit au paragraphe 2.2.4 un
estimateur de la fréquence f∗ basé sur le périodogramme cumulé adapté au cas des échantillons irréguliers
de la même façon que le périodogramme de Lomb-Scargle (voir (2.29) et défini par

Λn(f) =
1
n2

Kn∑
k=1

∣∣∣∣∣∣
n∑

j=1

Yje−2iπkfXj

∣∣∣∣∣∣
2

∝
Kn∑
k=1

ILS
n (kf) ,

où Kn est le nombre d’harmoniques considéré à régler par l’utilisateur (en théorie Kn → ∞ quand
n→∞, par exemple à la vitesse log n). Le cadre est semi–paramétrique car, en dehors d’une hypothèse
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d’identifiabilité de la fréquence maximale, les seules hypothèses sur s∗ sont des hypothèses de régularités
décrites par des conditions de décroissances de ses coefficients de Fourier. Par souci de simplification et bien
que ce ne soit pas indispensable, nous avons supposer que f∗ est dans un intervalle fermé [fmin, fmax] ⊂
(0,∞) connu.

Le fait de cumuler les multiples d’une même fréquence dans la définition de Λn est une pratique clas-
sique pour l’estimation de la fréquence d’une fonction non–sinusöıdale (voir [23]) qui permet d’obtenir un
estimateur robuste même quand la première harmonique n’est pas dominante, ce qui est en général le cas.
L’utilisation du périodogramme cumulé requiert néanmoins quelques précautions. En effet par construc-
tion, pour Kn grand, Λn(f/q) > Λn(f) pour q entier. Néanmoins si f correspond bien à l’harmonique la
plus basse Λn(f/q)− Λn(f) reste contrôlable. Aussi l’estimateur est définit en deux temps :

1. on définit tout d’abord f̃n par

Λn(f̃n) = Λ̃n où Λ̃n = sup
f∈[fmin,fmax]

Λn(f) ,

2. puis on définit, pour 0 < r < fmin/2 et une suite (κn) telle que κn → 0 quand n→∞,

B̃n(j) def= {f ∈ [fmin, fmax] : |f − jf̃n| ≤ r} ,

̂n = max

{
j : sup

f∈ eBn(j)

Λn(f) ≥ (1− κn)Λ̃n

}
,

f̂n = arg sup
f∈ eBn (̂n)

Λn(f) . (3.3)

Nous montrons, pour des choix appropriés pour Kn et κn que l’estimateur f̂n est consistent, [36,
théorème 1], sous les hypothèses très faibles pour s∗ de sommabilité de ses coefficients de Fourier et sans
aucune hypothèse supplémentaire pour les temps d’observation. La convergence n(f̂n − f∗) → 0 p.s. est
de plus obtenue si E[V 2

1 ] <∞.

Un théorème de la limite centrale est obtenu, [36, théorème 2], sous des hypothèses plus fortes (et plus
classiques, cf. [23]) sur les coefficients de Fourier de s∗. La vitesse de convergence est n−3/2. La variance
de la limite est explicitée en fonction de s∗ et Φ définie en (2.28). Cette variance n’égale pas la variance
optimale, bien connue dans le cas du temps continus et retrouvée par [29] dans le cas d’échantillons
irréguliers, mais elle s’en approche quand la variance du bruit de mesure est important. Néanmoins, à
notre connaissance, nos résultats sont les seuls disponibles concernant l’établissement d’un estimateur de
la période en échantillonage irrégulier atteignant la vitesse optimale. En effet, dans [29], un estimateur
de vitesse quasi–optimale est requis.

3.1.3 Estimation du paramètre de mémoire longue d’un processus linéaire
ou gaussien

Le cadre semi–paramétrique classique pour l’estimation du paramètre de mémoire longue d’un pro-
cessus X consiste à supposer que la mesure spectrale ν∗ définie par (2.4) a une densité spectrale f∗ pour
laquelle, pour λ dans un voisinage de la fréquence nulle, on a

|f∗(λ)− f∗(0)| ≤ γ f∗(0) |λ|β , (3.4)

où γ > 0, β est un indice de régularité höldérienne ponctuelle (au point λ = 0), β ∈ (0, 2] et f∗(0) 6= 0.
Cette condition implique donc que X admet d pour paramètre de longue mémoire au sens fort (voir
paragraphe 2.1.1. La présence de f∗(0) dans le membre de droite de (3.4) est une astuce simplificatrice
permettant de supposer f∗(0) = 1 sans perte de généralité dans les preuves sans avoir à modifier γ. Ce
cadre semi–paramétrique est héritée de la littérature étudiant les estimateurs de type Fourier du paramètre
d, voir par exemple [22]. On sait notamment, par cette dernière référence, que, sous l’hypothèse (3.4), la
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vitesse minimax de convergence pour l’estimation du paramètre d à partir de n observations consécutives
de X est n−β/(1+2β).

Le comportement asymptotique de la transformée en ondelette discrète de X est décrit au para-
graphe 2.1.3. Nous avons plus précisément étudié 2 estimateurs de type ondelette, tous deux basés sur le
comportement asymptotique des formes quadratiques

σ̂2
j = n−1

j

nj−1∑
k=0

W 2
j,k , (3.5)

où nj est le nombre de coefficients d’ondelette Wj,k disponibles à l’échelle j à partir des n observations
X1, . . . , Xn. A j fixé, quand n→∞, on a bien sûr σ̂2

j → Var(Wj,0) et nous avons vu au paragraphe 2.1.3
que, lorsque j →∞,

Var(Wj,0) = E[σ̂2
j ] ∼ f∗(0)Var(W (d)

0,0 )22jd .

En fait ce comportement peut être précisé sous la condition (3.4) (voir [48, théorème 1]) ; on obtient

Var(Wj,0) = f∗(0)Var(W (d)
0,0 )22jd

(
1 +O(2−βj)

)
(3.6)

Cette formule permet de contrôler le biais des estimateurs de d de type ondelettes. Pour le reste, l’analyse
de ces estimateurs se base sur des résultats de

(i) contrôle L2 de la variance empirique σ̂2
j définie par (3.5) pour les processus à mémoire longue linéaire

ou gaussien ([48, théorème 1]) ;
(ii) contrôle L2 du logarithme d’une forme quadratique de vecteurs gaussiens ([49, proposition 4]) ;
(iii) théorème de la limite centrale pour de telles formes quadratiques [48, lemme 12].

Les deux estimateurs que nous avons étudiés sont adaptés d’estimateurs proposés au cours des années
90 dans des cadres paramétriques par [62] et [1] et sont respectivement définis par

1. la minimisation d’un critère de type Whittle dans le domaine des ondelettes,

d̂w
n

def= arg inf
t∈R

log

 Un∑
j=Ln

nj σ̂
2
j 2−2tj

− ∑Un

j=Ln
nj log 2−2tj∑Un

j=Ln
nj

 . (3.7)

En référence aux approches de type Fourier, nous appelons cet estimateur l’estimateur de Whittle
en ondelette.

2. la log–régression de σ̂2
j , j = Ln, Ln + 1, . . . , Un,

d̂r
n

def=
Un∑

j=Ln

wj log σ̂2
j avec

Un∑
j=Ln

wj = 0 et 2 log(2)
Un∑

j=Ln

jwj = 1 .

Les échelles Ln et Un sont respectivement les indices des échelles la plus fine et la plus grossière
utilisées par les estimateurs. Le plus souvent, on considère Un − Ln fixé indépendemment de n, mais
rien n’empêche de considérer le cas où Un − Ln → ∞. Le choix de Ln est un choix de fréquence de
coupure similaire au paramètre m des estimateurs semi–paramétriques de type Fourier qui détermine la
plus haute fréquence des coefficients de Fourier utilisés. Son choix détermine la vitesse de convergence
car il influence à la fois le biais (contrôlé par l’hypothèse de régularité (3.4) et la variance (à travers le
nombre de coefficients d’ondelettes qui est de l’ordre n2−Ln à une constante multiplicative près quelque
soit le choix de Un). On a par exemple, dans le cadre des processus linéaires (voir [49, corollaire 4]),
pourvu que lim inf(Un − Ln) ≥ 2,

2Ln � n(1+2β)−1
⇒ d̂w

n = d+Op

(
n−β/(1+2β)

)
. (3.8)

Le détail des résultats dans les références en annexe se présente comme suit. Dans [49, théorème 2]
des résultats de contrôle de l’erreur quadratique moyenne de l’estimateur d̂r

n sous l’hypothèse gaussienne
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quand Un − Ln est fixe et Ln → ∞ ; Le théorème de la limite centrale de cet estimateur dans des
hypothèses similaires est donné par [47, théorème 1]. L’estimateur d̂w

n est étudié dans [48] : le théorème 3
fournit les vitesses de convergences valides dans un cadre général incluant les modèles linéaires et le
théorème 5 un théorème de la limite centrale dans le cas gaussien.

De ces travaux il ressort que les estimateurs de d par méthode d’ondelette atteignent la vitesse
minimax de convergence n−β/(1+2β) et s’appliquent facilement au cas où d /∈ (−1/2, 1/2), sans requérir
d’adaptations supplémentaires. Les constantes sont étudiées et plus généralement la comparaison avec les
estimateurs de type Fourier sont discutées dans [48, paragraphe 4.4].

3.2 Problèmes inverses

3.2.1 Estimation de la densité d’un mélange de distributions discrètes

Nous avons étudié un estimateur de projection de la densité de la mesure mélangeante µ à partir d’un
n-échantillon i.i.d. de loi πµ donné par (2.30), avec (πθ)θ∈Θ famille de densités connues par rapport à
une mesure dominante ζ. On note ν la mesure dominante pour µ et f la densité à estimer, dµ = fdν, et
par suite πf la loi correspondante pour les observations. Nous avons déjà mentionné des bornes minimax
de ce problème d’estimation non–paramétrique au paragraphe 2.3.1. Dans la suite nous considérerons
uniquement le cas où ζ est la mesure de comptage sur Z+. Notre analyse porte exclusivement sur le
risque quadratique intégré définie en supposant que la densité f du mélange appartient à l’espace de
Hilbert H = L2(ν) par

E[‖f̂ − f‖2H] = E
∫

(f̂ − f)2dν .

L’hypothèse f ∈ L2(ν) ne semble pas naturelle à première vue mais elle est nécessaire pour l’utilisation
du risque quadratique intégré, qui est classique en estimation non–paramétrique de densité. De plus cette
hypothèse est de toute façon impliquée par des hypothèses de régularités minimales pour f , généralement
considérées pour obtenir la consistance dans le cadre non–paramétrique. Nous allons voir que la structure
hilbertienne joue un rôle particulier pour l’estimateur de projection que nous avons étudié.

L’idée de l’estimateur repose sur l’utilisation d’une base particulière de H, construite à partir de la suite
d’espaces embôıtés de dimension finie Vm, m ≥ 1, définis par (2.32), déjà utilisée pour l’obtention de la
borne inférieure de la vitesse minimax. Les résultats assez généraux obtenus proviennent de l’observation
suivante. Si h : Y → R est telle que Πh = g ∈ H avec l’opérateur Π défini par (2.31), alors, pour tout
f ∈ H,

πfh = (Πh, f)H = (g, f)H .

Or on remarque que
1. d’une part πfh s’estime naturellement par Pnh = n−1

∑n
k=1 h(Yk) ;

2. d’autre part, la connaissance de (g, f)H pour g parcourant un espace vectoriel V donné suffit au
calcul du projeté orthogonal de f sur V .

D’où la définition de l’estimateur de projection, voir [53, définition 1]. L’expression la plus simple de cet
estimateur est donnée par

f̂m,n =
dm−1∑
k=0

[PnΠ−1φk] φk ,

où {φk, k = 0, . . . , dm−1} et une base orthonormée de Vm, par exemple obtenue par le procédé de Gram–
Schmidt. Par cette approche générale, une borne supérieure du risque quadratique intégré minimax est
obtenue, voir [53, théorème 2], qui complète la borne inférieure déjà mentionnée. Ces deux bornes ne
cöıncident pas en toute généralité et la suite de ce travail consiste à les expliciter dans des cas particuliers.

Trois classes de modèles de mélange sur Z+ sont considérés, pour lesquelles l’estimateur de projection
proposé est étudié.
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La classe la plus importante est celle des mélanges de séries entières sur Z+ définies par

πθ(k) = akθ
kZ̃(θ), k ∈ Z+ ,

où Z(t) =
∑

k≥0 akt
k est une série entière à coefficients positifs. Pour ν égale à la mesure de Lebesgue

restreinte à un intevalle compact, on montre que les classes fonctionnelles définies par les approximations
dans les espaces Vm, sont dans ce cas des espaces d’approximations décrits par des modules de régularités
particuliers (voir [53, propositions 7 et 8]). Des conditions générale sur {ak} sont ensuite données pour
lesquels les bornes supérieures et inférieures du risque minimax précédemment obtenues montrent que
l’estimateur de projection atteint la vitesse minimax pour un choix convenable de m en fonction de n. Ces
vitesses sont logarithmiques, voir sous–logarithmiques (cf. [53, corollaires 1 et 2]), ce dernier cas étant celui
des mélanges de lois de Poisson. Pour le mélange de lois de Poisson, des estimateurs de projections et des
estimateurs à noyaux ([31, 38]) avaient déjà été proposés mais sans montrer qu’ils atteignaient une vitesse
minimax, sauf pour des espaces de Sobolev d’indices entiers. Nos résultats fournissent un estimateur
de projection asymptotiquement efficace au sens minimax, ce qui corrobore les conclusions de l’étude
empirique menée par [39] indiquant que les estimateurs de projections ont de meilleurs performances que
les estimateurs à noyaux. Qui plus est, cette efficacité est obtenue pour un choix universelle de m en
fonction de n (c’est-à-dire ne dépendant pas des hypothèses de régularité pour f).

Les deux autres exemples de modèles de mélanges étudiés dans [53] illustrent le fait que l’estimateur
de projection proposé atteint en général la vitesse minimax, du moins quand on la connâıt. Pour un
des exemples, celui de la déconvolution discrète, la borne inférieure générale du risque décrite au para-
graphe 2.3.1 n’est pas optimale ; en fait cette borne ne semble optimale que lorsque les vitesses sont lentes,
au mieux logarithmiques, ce qui n’est cependant pas rares pour l’estimation de densité mélangeante.

Mentionnons pour conclure qu’une approche relativement générale pour l’estimation d’une densité
mélangeante est celle du maximum de vraisemblance non–paramétrique. Des vitesses de convergence de
cet estimateur ont été obtenues par [61]. Il serait sans doute intéressant de comparer cet estimateur avec
l’estimateur de projection, par exemple pour le mélange de lois de Poisson.

3.2.2 Estimation de la densité de la marque d’un processus shot-noise

Nous avons étudié dans [46, 60] deux estimateurs non–paramétriques de la densité des Yk, k ≥ 1
définis par (2.35) à partir des observations (X ′

k, Y
′
k), k = 1, . . . , n définies par (2.37) et (2.38) observables

à partir de la trajectoire du processus shot–noise (2.33).

Ces estimateurs s’inspirent de la formule (2.40). On pose, pour x réel et p complexe,

a(x, p) def= exp(λE[e−pY (x−X)+]) .

En interprétant la partie gauche de la formule (2.40) comme une transformée de Fourier, on obtient, par
inversion, pour tout c > 0 fixé, pour tout x ≥ 0 et tout p de partie réelle positive,

a(x, p) = 1 +
1
2π

∫ ∞

−∞

λ LP′(c+ iω, p)
(c+ iω + λ) {c+ iω + λ− λLP′(c+ iω, p)}

e(λ+c+iω)x dω . (3.9)

Le fait d’avoir pris c > 0 garantit que cette intégrale est correctement définie pour tout p de partie réelle
positive puisqu’alors |LP′(c + iω, p)| ≤ 1. Les estimateurs sont alors construits à partir des remarques
suivantes :

(E–1) λ s’estime facilement en utilisant les durées des périodes inactives {T ′1, T ′k − (T ′k−1 +X ′
k−1), k ≥ 2}

(i.i.d. de loi exponentielle de paramètre λ) ;

(E–2) la dérivée logarithmique de a(·, p) permet de retrouver la fonction caractéristique de Y , quand
x→∞,

∂x log a(x, p) = λE[e−pY
1(X ≤ x)] → λE[e−pY ] ; (3.10)
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(E–3) LP′ est facilement estimé à partir des observations (X ′
k, Y

′
k), k = 1, . . . , n ;

(E–4) un estimateur de ∂x log a(x, p) est obtenu à partir de la formule (3.9) ; la dérivée ∂xa(x, p) se fait
en deux étapes en décomposant la fraction rationnelle sous l’intégrale en deux termes : le premier
de ces deux termes est intégré explicitement en ω puis dérivé en x, l’intégral du second peut être
dérivé sous le signe intégral, voir [46, Eq. (14)–(17)].

(E–5) En utilisant (3.10) avec x grand et l’estimateur de ∂x log a(x, p) du point précédent, un estimateur
de E[e−pY ] est obtenu.

Les deux approches étudiées respectivement dans [46, 60] ont en commun cette succession d’opérations
mais les étapes (E–3) et (E–5) diffèrent :

(a) dans [46], LP′ est estimé par LP ′n, où P ′n est la loi empirique associée aux observations (X ′
k, Y

′
k), k =

1, . . . , n, puis la densité de Y est estimé par une inversion, lissée par un noyau de bande passante h,
de l’estimateur de sa fonction caractéristique obtenu à l’étape (E–4) ci–dessus ;

(b) dans [60], LP′ est estimé en lissant la seconde composante par un noyau de bande passante h, puis
la densité de Y est estimé par une inversion directe de l’estimateur de sa fonction caractéristique
obtenu à l’étape (E–4).

La différence consiste donc uniquement à changer la place de l’étape de lissage : ou bien lors de
l’inversion de l’estimateur de la fonction caractéristique de Y , ou bien lors de l’estimation de LP ′. Les
deux estimateurs obtenus dépendent de deux paramètres : la taille de la bande passante h utilisée lors
de l’étape de lissage et la valeur de x utilisée à l’étape 5. Le paramètre h est habituel en estimation
non–paramétrique de la densité par des méthodes à noyau. Le paramètre x règle la quantité de biais
due à l’approximation de E[e−pY ] par E[e−pY

1(X ≤ x)], cf. (3.10). Pour X borné, il suffit évidemment
de prendre x telle que P(X ≤ x) = 1. Le comportement asymptotique de l’estimateur (a) est plus
particulièrement étudié dans [46] où des bornes d’erreur d’estimation sont fournies. Nous montrons que
si X est borné, l’estimateur (a) atteint la vitesse usuelle n−β/(1+2β) de convergence sous des hypothèses
de régularité Sobolev d’indice β pour la densité, voir [46, théorème 4.1]. C’est donc la même vitesse
que celle obtenue à partir d’observations directs de Y1, . . . , Yn. Le cas où X n’est pas borné est aussi
examiné, voir [46, théorème 5.1]. En particulier, si la queue de distribution de X est sous–exponentielle
les bornes obtenues prévoient une très faibles perte de vitesse (n−β/(1+2β)+ε pour ε > 0 arbitrairement
petit), voir [46, corollaire 5.1]. En revanche pour des queues exponentielles et sur–exponentielle, une perte
significative de la vitesse est prévue par les bornes d’erreur données. En particulier, des queues de type
Pareto donnent des vitesses logarithmiques. Il semble donc que le comportement de queue de distribution
influe directement sur la qualité de l’estimation de la densité de Y à partir des observations indirectes
(X ′

k, Y
′
k), k = 1, . . . , n. La question de savoir (cf. 2) si cette conclusion correspond à une perte réelle

d’information reste cependant ouverte.

Cette analyse peut s’adapter à l’estimateur (b) mais c’est surtout l’implémentation numérique, le choix
des paramètres h et x d’après données et l’application à des données réelles qui sont traités dans [60].

3.2.3 Estimation de l’indice de queue de la marque d’un processus shot-noise

On considère le modèle de trafic du processus de flots à arrivées poissonniennes défini au para-
graphes 2.3.2 et 2.3.4 par (2.33) et (2.41) sous une hypothèse de queue lourde d’indice α ∈ (0, 2) comme
défini par (2.43).

Nous basant sur les similitudes entre les propriétés du second ordre du processus de flots à arrivées
poissonniennes d’indice α ∈ (0, 2), avec les processus à paramètre de mémoire longue égal à d = 1− α/2
mises en valeur au paragraphe 2.3.4, nous avons proposé et étudié dans [20] l’estimateur (3.7) appliqué aux
coefficients d’ondelettes de ce processus observé en temps continu, échantillonné à des temps discrets ou
enfin observé sous forme de moyennes locales. Exprimé comme un estimateur de α et non de d = 1−α/2,
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cet estimateur s’exprime

α̂n
def= arg inf

t∈R

log

 Un∑
j=Ln

nj σ̂
2
j 2(t−2)j

− ∑Un

j=Ln
nj log 2(t−2)j∑Un

j=Ln
nj

 . (3.11)

Dans cette formule, σ̂2
j est définie comme en (3.5) en prenant pour Wj,k les coefficients d’ondelettes de

X, en temps continu ou discret.

La consistance de α̂n est donnée par [20, théorème 4.1] sous la seule hypothèse que (2.43) soit valide
pour p = 0, 1, . . . , 4. Mais cette consistance repose sur des conditions pour Ln et Un différente de celles
du cas gaussien ou linéaire. Ces conditions dépendent de α mais nous montrons (voir [20, remarque 4.1])
que l’on peut choisir Ln et Un indépendemment de α et obtenir un estimateur consistant de α quelque
soit le schéma d’observation (temps continu, temps discret ou moyennes locales). Ce point nous semble
particulièrement important dans les applications de télé–trafic puisqu’il fournit un estimateur consistent
de l’indice α qui détermine la stabilité du modèle de trafic.

Alors que dans le cas linéaire, la consistance était obtenue avec 2Ln ∼ nγ pour n’importe quel γ ∈
(0, 1), dans le cas du processus de flots, il faut nécessairement γ < 1/α. Cette différence n’est pas due à
une difficulté technique mais :

(i) pour α ∈ [1, 2), à un comportement différent de la variance de σ̂2
j , en n−1

j 24dj dans le cas linéaire
(voir [48, théorème 1]) et en n−1

j 24dj2(α−1)j dans le cas processus de flots ;

(ii) pour α ∈ (0, 1], au comportement non–stationnaire de X et de sa transformée en ondelette qui
induit un biais supplémentaire dans le cas processus de flots.

Pour le processus de flots la coupure entre les cas α < 1 et α > 2 peut être précisé comme suit. On
montre (voir [20, lemme 5.2]) que

Var(σ̂2
j ) ∼ n−1

j 2δj avec δ = (4− 2α) ∨ (3− α) =
{

4d si α ≤ 1
4d+ (α− 1) sinon

On peut penser que le problème du biais pour α ≤ 1 peut être corrigé afin de permettre Ln ∼ nγ

avec γ ∈ [1/α, 1) comme dans le cas linéaire mais cette question reste à être prouvée. Pour le cas
α > 1, la question est plus fondamentalement reliée à la différence de comportement du processus de
flots poissonnien aux grandes échelles. On sait en effet par [44], que le processus agrégé en temps (2.42)
bien renormalisé se comporte asymptotiquement comme un processus de Lévy α–stable alors que pour
un processus linéaire, la renormalisation est différente, et la limite est un MBF.

Si nous discutons cette condition sur Ln pour la consistance, c’est surtout parce qu’elle a une forte
incidence sur les vitesses de convergence établies pour α > 1 dans [20, théorème 4.2]). Ces vitesses
dépendent du paramètre β donné par la condition

Var(Wj,0) = C 2(2−α)j (1 +O(2−βj)) , (3.12)

où {Wj,k} dénotent ici les coefficients d’ondelette de la version stationnaire du processus (qui existe
puisque α > 1). Cette condition est évidemment à rapprocher de (3.6) qui donnait déjà le biais (puis
la vitesse) dans le cas des processus linéaires. Alors que dans le cas linéaire cette condition permettait
d’obtenir la vitesse de convergence n−β/(1+2β), on obtient cette fois–ci la vitesse plus lente

α̂n = α+OP

(
n−β/(α+2β)

)
. (3.13)

Remarquons enfin que pour des observations à temps discrets, le coefficient β de la condition (3.12) ne
peut dépasser 2− α (c’est une conséquence de [20, lemme 5.6(iii)]).

Grâce à un résultat reliant les propriétés de queue de distribution de η ou de sa fonction caractéristique
en 0 de la condition (3.12) (voir [20, lemme 4.3]), les vitesses de convergences sont obtenues dans deux
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cas particuliers : η suit une loi de Pareto et η est la valeur absolue d’une v.a. α–stable symétrique (et,
pour simplifier, U et η sont indépendantes).

Ainsi dans le cas d’une durée de flot de loi de Pareto, la vitesse obtenue est n−(2−α)/(4−α) alors que
si les durées ηk étaient observées directement la vitesse serait n−1/2.

Un résultat plus positif est celui où l’on considère une classe semi–paramétrique plus large : celle
principalement définie par

L2(t) = c+O(t−β) quand t→∞, avec c > 0 . (3.14)

Dans ce cas en appliquant [20, lemme 4.3 et théorème 4.2], on obtient pour α > 1 un estimateur de α à
partir de X(t), t = 1, . . . , n de vitesse de convergence n−γ/(2γ+α) avec γ = β ∧ (2 − α) si β 6= 2 − α et
γ < 2 − α pour β = 2 − α. En particulier, si β < 2 − α, en définissant ρ > 0 par β = ρα, on trouve un
estimateur qui converge à la vitesse n−ρ/(1+2ρ). Or on sait (voir par exemple [19]) que pour la sous–classe
du modèle (3.14) définie par U indépendant de η et η de densité f telle que

f(t) = t−α−1(c+O(t−ρα)) quand t→∞ ,

la vitesse d’estimation optimale au sens minimax de α à partir dem observations η1, . . . , ηm estm−ρ/(1+2ρ).
Comme le nombre de flots présents dans les observations X(t), t = 1, . . . , n est précisément de l’ordre
m ∼ n quand n→∞, nous n’avons, pour le modèle défini par (3.14), aucune perte de vitesse par rapport
au modèle d’observations directes.

Nous avons donc partiellement répondu à la question (Q–2) : pour le modèle semi–paramétrique
défini par (3.14) avec β < 2− α, il n’y a pas de perte d’information au sens de la vitesse minimax pour
l’estimation de α quand les marques η1, . . . , ηm sont observées indirectement par X(t), t = 1, . . . , n, avec
n ∼ m, par exemple n = Tm.

Pour β ≥ 2 − α, ou même pour η de loi de Pareto, nous observons une perte de vitesse par rapport
au modèle d’observations directes. Il reste à savoir, comme au paragraphe 3.2.2, si cette perte de vitesse
est due à la méthode d’estimation ou à une perte d’information due au problème d’inversion des mesures
indirectes de ces durées à travers le processus X.

Une autre question ouverte liée à notre travail est celui de l’extension du modèle de flots à taux
constants (2.41) à des flots plus réalistes. Dans le cadre de la modélisation d’un trafic Internet au niveau
IP, l’hypothèse la plus contestable du modèle de flots à arrivées poissonniennes que nous avons considéré
est son idéalisation au “niveau paquets” : les flots correspondent souvent à une session TCP, lui-même
constitué par des échanges de paquets. Un modèle prenant en compte la modélisation du trafic IP au
niveau paquet a été proposé dans [21] ; dans ce modèle, le processus Z(t) est lui-même un processus
ponctuel dont les points sont les instants de passage d’un paquet du flot Z. Dans [21], une étude empirique
de l’estimateur que nous avons étudié pour les flots constants montre qu’il est robuste à ce modèle plus
fin des flots mais les résultats théoriques restent à établir.
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