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R E S U M O

Título: Modelagem e reconhecimento de objetos estruturados: uma
abordagem estatístico-estrutural
Esta tese de doutorado aborda os tópicos de modelagem e de reconhe-
cimento de objetos estruturados, ou sistemas estruturados de objetos,
em imagens. Um objeto ou sistema estruturado é aquele que pode
ser descrito através de elementos primitivos que o compõem e pelas
relações existentes entre esses elementos. Por exemplo, uma aeronave
pode ser descrita pelos seguintes elementos primitivos: asas direita e
esquerda, fuselagem e cockpit.

O aspecto relacional de um objeto estruturado direciona sua re-
presentação computacional e seu reconhecimento em imagens ao
paradigma estrutural de reconhecimento de padrões. Contudo, a vari-
abilidade das características dos seus elementos primitivos é melhor
representada através do paradigma estatístico de reconhecimento de
padrões. Devido à complementaridade dos paradigmas, a conjunção
dessas abordagens é um tema de pesquisa de interesse atual.

Para conjugar esses dois aspectos, esta tese propôs uma metodologia
que combina o conhecimento a priori das relações que caracterizam um
objeto estruturado com dados estatísticos coletados de amostras desse
objeto, num modelo híbrido denominado grafo estatístico-relacional
(GER).

Segundo essa representação, foi estudada uma abordagem proba-
bilística para reconhecer um objeto estruturado em imagens. Nesse
cenário, o GER modelo é considerado uma variável aleatória, enquanto
uma rotulação de uma imagem de entrada é interpretada como uma
potencial observação do modelo. A tarefa de reconhecimento foi então
formulada como um problema de otimização, que busca maximizar a
probabilidade da observação de acordo com o modelo.

O método foi aplicado à modelagem de órgãos abdominais em
imagens de ressonância magnética não-contrastadas. Esses órgãos
apresentam um arranjo espacial consistente em imagens distintas,
além de propriedades de aparência e anatômicas variáveis, o que vem
ao encontro da proposta da representação por GER e da abordagem
probabilística para o reconhecimento dos órgãos em novas imagens.

Palavras-chave: reconhecimento estrutural de objetos, reconhecimento
estatístico de objetos, modelagem de objetos estruturados, grafo relaci-
onal com atributos, função objetivo, segmentação
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A B S T R A C T

Title: Modeling and recognition of structured objects: a statistical-
relational approach
The purpose of this thesis was to propose a formalism for the pro-
blems of modeling and recognition of a structured object, or a system
of structured objects, in images. A structured object is one that may
be described in terms of its compound primitive elements and their
inherent relations. For instance, an aircraft may be described in terms
of the following primitives: right and left wings, fuselage, and cock-
pit.

The relational aspect of structured objects leads these problems to
solutions in structural pattern recognition, which describes patterns
as primitives and relations. Nevertheless, the variability of primitive
elements and of their relations is better modeled by traditional sta-
tistical pattern recognition methods. Because of the complementary
capabilities of these approaches, the fusion of both has recently been
pointed out as a trend in computer vision.

To consider these sources of information, the methodology presen-
ted herein combines relational cues inherent to a structured object
with statistical information learned from a set of object samples. A
hybrid model of a structured object is represented by means of a
statistical relational graph (SRG). The SRG is a prototype attributed re-
lational graph (ARG) in which nodes represent primitive elements
and arcs link nodes representing related primitives. Each node or arc
is associated with attributes which are parameters of probability dis-
tributions that describe random variables representing primitive or
relational attributes.

Based on this representation, a probabilistic approach was propo-
sed to tackle the problem of recognizing a structured object in an
input image. The model SRG is interpreted as a random variable,
whereas a labeling of the input image is considered a potential ob-
servation of the model. The recognition task was formulated as the
optimization of an objective-function that is actually a probability me-
asure to be maximized.

The proposed approach was applied to the modeling of abdominal
organs in non-contrasted magnetic resonance images. These organs
present consistent spatial arrangement in distinct images, as well as
varying appearance and anatomical properties, which meet the prin-
ciple of the SRG representation and the associated probabilistic recog-
nition scenario.
Keywords: structural pattern recognition, statistical pattern recogni-
tion, structured object modeling, attributed relational graph, objective
function, segmentation
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1
I N T R O D U Ç Ã O

classificação:
(. . . ) 2: arranjo sistemático de elementos em grupos ou categorias

de acordo com critérios pré-estabelecidos.
reconhecimento:

1: (. . . ) b: conhecimento ou percepção de alguém ou algo presente e
já visto antes. (. . . )

— Dicionário virtual Merriam-Webster

1.1 considerações sobre reconhecimento de objetos

Segundo a língua portuguesa, padrão é "o que serve de base ou norma
para avaliação; objeto que serve de modelo à feitura de outros" [Aur95].
Assim, reconhecer ou classificar1 um objeto envolve o conhecimento de
características discriminantes que o descrevem e a capacidade de uti-
lizar tal descrição para avaliar outros objetos e caracterizá-los como
exemplares desse conceito ideal. Por exemplo, uma vez que o con-
ceito de cão faça parte do universo de conhecimento de uma pessoa,
ela poderá reconhecer uma grande variedade de exemplos do mesmo
animal, variáveis em termos de cor, espécie, tamanho, entre outras
propriedades. Porém, todos os exemplares são observações concretas
do ideal de mamífero que representam.

O processo de reconhecimento de um objeto permeia as mais diver-
sas atividades humanas, desde aquelas que envolvem a sobrevivência
(por exemplo, a detecção de um animal ameaçador ou de expressão
de genes relacionados a uma dada doença) até outras mais cotidianas
como encontrar o carro no estacionamento.

Embora essa tarefa seja realizada com facilidade por grande parte
dos seres humanos, ela ainda constitui um desafio em visão com-
putacional, devido sobretudo às circunstâncias diversas que podem
ser retratadas numa imagem. Exemplos de tais dificuldades são ca-
racterísticas próprias do processo de aquisição de um certo tipo de
imagem, oclusões totais ou parciais com outros objetos da cena, vari-
ações de iluminação, além da própria variedade de características que
um exemplar de um objeto ideal pode apresentar, tais como texturas,
cores, alterações de posicionamento e de forma.

Apesar de desafiador, reconhecer objetos em imagens é uma etapa
elementar para extração de informações a partir de dados pictóricos,

1 Embora os termos reconhecer e classificar não possuam exatamente o mesmo signi-
ficado, eles serão aplicados de forma intercambiável ao longo do texto.
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2 introdução

e o sucesso do resultado obtido frequentemente valida ou inutiliza a
aplicação de sistemas de visão artificial a finalidades diversas, como
o processamento de imagens médicas, a biometria, a vigilância auto-
matizada, dentre outros.

1.1.1 Abordagens estatística e estrutural para reconhecimento de objetos

Em visão computacional, o problema de reconhecimento de objetos
em imagens compreende tanto a representação ou modelagem do objeto
no computador, quanto sua classificação ou seu reconhecimento numa
dada imagem. De modo geral, esses dois aspectos estão interligados
e definem uma abordagem a ser adotada na resolução do problema.

O paradigma de reconhecimento estatístico de padrões [DHS00,
JDM00] tem sido estudado ao longo de décadas, e consiste num
dos mais antigos para reconhecimento de objetos. Suas técnicas es-
tão fundamentadas sobre métodos matemáticos e estatísticos, e, de-
vido aos conhecimentos adquiridos e à sua popularidade, suas li-
mitações e vantagens são razoavelmente conhecidas. Nessa aborda-
gem, um objeto é descrito através de um conjunto de n características
ou medidas individuais, representadas por um ponto num espaço
n−dimensional, e o problema de reconhecimento consiste na classi-
ficação desse conjunto de características observadas para um objeto
segundo as classes de objetos representadas nesse espaço.

Se quisermos reconhecer um objeto estruturado, ou um sistema estru-
turado de objetos, podemos descrevê-lo de acordo com os elementos
primitivos que o compõem e as relações entre esses elementos, o que
também denominamos reconhecimento de objetos descritos por par-
tes.

Para tratar objetos estruturados, ou sistemas estruturados de obje-
tos, um outro paradigma, denominado reconhecimento estrutural de
padrões [Pav80, Sch92], é mais adequado. Essa outra frente surgiu
em meados dos anos 60, e propôs a representação dos elementos pri-
mitivos de um objeto estruturado através de um grafo, que é a repre-
sentação típica adotada para padrões segundo esse formalismo. Essa
representação permite descrever não apenas os objetos de acordo com
suas características individuais, mas também as relações que compar-
tilham com demais objetos numa cena.

As técnicas para reconhecimento estrutural de objetos envolvem a
adoção de algoritmos que podem ser bastante custosos de um modo
geral, pois recaem no problema de casamento entre grafos. Por esse
motivo, esse paradigma foi pouco explorado durante um longo pe-
ríodo, principalmente devido à limitação de recursos computacionais
necessários para validá-lo e aplicá-lo na época. Contudo, nas últimas
duas décadas, os métodos baseados em reconhecimento estrutural de
padrões têm suscitado novo interesse, graças à existência de maqui-
nário mais adequado e, principalmente, pelo poder de representação



1.2 abordagem híbrida para reconhecimento de objetos estruturados 3

que os grafos detêm, e também por toda a teoria que sustenta essa
estrutura.

Um breve resumo comparativo de aspectos distintos dessas duas
abordagens relevantes é apresentado na Tabela 1, enquanto um exem-
plo ilustrativo é dado nas Figuras 1 e 2

2.
Na Figura 1, temos dois exemplos de objetos representados no pa-

radigma estatístico. O coala é descrito por medidas de duas caracterís-
ticas: simetria bilateral e nível de cinza. Já o veleiro é descrito através
de medidas de duas características: altura do mastro e comprimento
do barco. Em ambos esses casos, os objetos são representados por um
ponto num espaço bidimensional de características.

Na Figura 2, temos dois exemplos de objetos estruturados repre-
sentados no paradigma estrutural. Cada elemento primitivo é repre-
sentado por um nó do grafo, e as relações entre esses elementos são
representadas por arcos conectando os nós. Nos exemplos, o avião
é decomposto em quatro elementos primitivos: cockpit, asas direita e
esquerda, e fuselagem. Esses elementos estão relacionados entre si da
seguinte maneira: o cockpit está em frente à fuselagem, que está à di-
reita da asa esquerda, e à esquerda da asa direita, e assim por diante.
Já o veleiro, nessa representação estrutural, é decomposto em três ele-
mentos primitivos, vela, mastro, e barco, que se relacionam em parte
da seguinte maneira: a vela é sustentada pelo mastro, que está acima
do barco.

1.2 abordagem híbrida para reconhecimento de objetos

estruturados

1.2.1 Objetivos

A modelagem e reconhecimento de objetos estruturados através do
paradigma estrutural já havia sido tema de estudo de uma série de
trabalhos do grupo de visão computacional [Gra07, Nom10, Pai10],
sendo que alguns deles [PGCJHJ08, NGCJ+12] foram trabalhos cola-
borativos da aluna. Nesses dois últimos trabalhos, as características
de aparência e relacionais de um objeto eram associadas aos vetores
de atributos de nós e arcos de um grafo relacional com atributos (GRA)
modelo. Contudo, esses atributos eram calculados a partir dos dados
de uma única imagem. Portanto, a reutilização do modelo para re-
conhecer um dado objeto em imagens distintas tornava-se restrita,
sendo aplicável, por exemplo, a imagens muito similares do mesmo
objeto, como em quadros distintos de sequências de imagens digitais
relativamente estáveis. Desse fato, surgiu então a idéia de conside-
rar a dimensão estatística dos atributos e integrá-la ao modelo, bem
como ao reconhecimento dos objetos.

2 Imagens obtidas do banco de imagens da Universidade de Berkeley (www.eecs.
berkeley.edu/Research/Projects/CS/vision/bsds/)

www.eecs.berkeley.edu/Research/Projects/CS/vision/bsds/
www.eecs.berkeley.edu/Research/Projects/CS/vision/bsds/
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Tabela 1: Resumo comparativo entre os métodos de reconhecimento de pa-
drões estatístico e estrutural.

Paradigma Estatístico Paradigma Estrutural

Representação de padrões espaço/vetor de caracte-
rísticas

primitivas e relações,
gramática, grafo, grafo
relacional com atributos

Métodos de classificação classificador bayesiano,
vizinhos mais próximos,
mínima distância ao pro-
tótipo, etc.

inferência de gramáticas,
casamento entre grafos
(exato, inexato)

Histórico da área pesquisa intensa desde a
década de 60

interesse inicial na dé-
cada de 60, mas avanços
significativos concentra-
dos nos últimos 15 anos

Desafios e limitações redução de dimensio-
nalidade, determinação
de características discri-
minantes, incapacidade
de representação de pa-
drões com propriedades
estruturais/relacionais
relevantes

complexidade de tempo
e espaço dos métodos de
classificação

nível de cinza médio

grau de simetria

255

1.0

amostra

comprimento barco

altura mastro

1.0

1.0

amostra

Figura 1: Representação estatística de objetos: veleiro e coala, e exemplos
de características observadas para uma amostra de cada objeto,
representadas no espaço de características.
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Asa
dir.

Asa
esq.

Cockpit

Fuse-
lagem

atrás de em frente a

`a dir. de

`a esq. de `a esq. de

`a dir. de

Vela

Mastro

Barco

sustenta
é sustentada
por

abaixo de acima de

Figura 2: Representação estrutural de objetos: avião e veleiro, e exemplos de
respectivos grafos relacionais. Cada nó representa um elemento
primitivo que compõe o objeto, e cada arco indica uma proprie-
dade relacional entre os elementos primitivos.

Essa idéia também foi corroborada pela tendência atual em bus-
car meios de integrar as abordagens estatística e estrutural de reco-
nhecimento de padrões, de modo a conjugar os fundamentos e o co-
nhecimento dos conceitos e algoritmos comumente usados em reco-
nhecimento estatístico de padrões com a generalidade e abrangência
da representação dos métodos estruturais baseados em grafos para
reconhecimento de objetos em visão computacional [BIN05, CFH05,
WH97, NB04, SAS03].

Portanto, nesta tese de doutorado, propusemos uma representação
híbrida para objetos estruturados, através da qual descrevemos os
elementos primitivos em termos de estatísticas de aparência e de rela-
ções, e desenvolvemos uma metodologia para reconhecimento desses
objetos segundo um modelo, na qual ambas as fontes de conheci-
mento a priori são consideradas.

1.2.2 Contribuições

Para modelar uma classe de objetos estruturados, propusemos uma
representação híbrida através de um grafo estatístico-relacional (GER).
Essa representação consiste num grafo relacional com atributos (GRA),
em que cada nó corresponde a um elemento primitivo, e cada arco
conecta pares de nós que se relacionam de alguma forma. Assim, a
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estrutura do grafo reflete as relações espaciais, ou de outra natureza,
existentes entre os elementos primitivos, como na representação habi-
tual por grafos de acordo com o paradigma estrutural.

Porém, ampliamos essa representação através da associação de cada
vértice a um conjunto de variáveis aleatórias, que correspondem a ca-
racterísticas de aparência do respectivo elemento primitivo, e suas dis-
tribuições de probabilidade estimadas. Da mesma forma, associamos
cada arco a um conjunto de variáveis aleatórias, que correspondem
a características relacionais do respectivo par de elementos primiti-
vos, e suas distribuições de probabilidade estimadas. Dessa forma, o
GER corresponde a um modelo para uma classe de objetos estrutura-
dos, o qual descreve tanto características de aparência e relacionais,
quanto estatísticas dessas propriedades, transmitindo noções sobre a
variabilidade dos elementos primitivos e de suas relações.

Mediante essa representação, procedemos ao reconhecimento do
conteúdo de uma imagem de entrada de acordo com os elementos
modelados. O reconhecimento de objetos baseado em modelo equi-
vale à determinação de uma rotulação das regiões da imagem que
correspondem a um dado elemento modelado. Para utilizar as infor-
mações contidas no GER, extraímos da imagem de entrada medidas
que equivalem a observações das variáveis aleatórias representadas
por esse grafo modelo. Em seguida, criamos um grafo a partir dessa
rotulação da imagem de entrada e das medidas calculadas, o qual
denominamos grafo de observação.

Finalmente, formulamos o problema de reconhecimento sob uma
ótica probabilística, em que avaliamos a hipótese de que a entrada
seja, de fato, uma observação do modelo. Para tanto, investigamos
duas formas de descrever essa probabilidade: a primeira, de acordo
com a hipótese de independência estatística entre os elementos pri-
mitivos do modelo e suas correspondentes variáveis aleatórias; a se-
gunda, de acordo com a hipótese de dependência condicional entre
os elementos primitivos do modelo e suas correspondentes variáveis
aleatórias.

Para ilustrar o interesse prático da metodologia desenvolvida, apli-
camos seus conceitos ao domínio de imagens de ressonância magné-
tica, visando a modelagem de órgãos abdominais e sua segmentação
nesse tipo de imagem. A escolha desse domínio se justifica pela ade-
quação da proposta da modelagem por GER às características dos ór-
gãos abdominais: as diferentes fontes de variabilidade (anatômica, ra-
diométrica, etc.) dos órgãos podem ser expressas através do aspecto
estatístico do GER, enquanto o arranjo espacial e as relações desse
sistema estruturado de órgãos são descritas através da topologia do
grafo.
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1.3 organização do texto

O Capítulo 2 apresenta um levantamento do estado-da-arte em reco-
nhecimento estrutural de padrões, com enfoque sobre os métodos ba-
seados em grafos e que procuram associar essa vertente com a aborda-
gem estatística para classificação de objetos em visão computacional.
O Capítulo 3 descreve a metodologia híbrida que desenvolvemos du-
rante o doutorado. Nele, definimos a modelagem por grafo estatístico-
relacional e descrevemos a interpretação probabilística para o reco-
nhecimento de objetos baseado nesse modelo. Em seguida, o Capí-
tulo 4 apresenta a aplicação da metodologia ao domínio de imagens
de ressonância magnética abdominais, e a avaliação experimental re-
alizada nesse âmbito. Finalmente, o Capítulo 5 traz um breve recapi-
tulativo da metodologia, bem como conclusões sobre seus resultados
e perspectivas futuras do trabalho.





2
R E V I S Ã O B I B L I O G R Á F I C A

As coisas têm peso, massa, volume, tamanho, tempo, forma, cor,
posição, textura, duração, densidade, cheiro, valor, consistência,
profundidade, contorno, temperatura, função, aparência, preço,

destino, idade, sentido. As coisas não têm paz.

— Trecho da letra de As coisas, de Arnaldo Antunes

Neste capítulo, discutiremos alguns trabalhos que versam sobre o
reconhecimento de objetos representados por grafos, dentro do pa-
radigma estrutural, mas com tratamento estatístico e probabilístico
para realizar a classificação de objetos almejada.

2.1 definições preliminares

Em primeiro lugar, nesta seção definiremos alguns conceitos impor-
tantes de teoria dos grafos e outros de grafos aplicados à visão com-
putacional. Nas seções seguintes, discorreremos sobre os métodos do
estado-da-arte que fazem uso de grafos.

2.1.1 Conceitos elementares de teoria dos grafos

Um grafo G é uma estrutura de dados denotada pelo par ordenado
G = (V ,E), composto por um conjunto V de vértices, também de-
nominados nós, e um conjunto E ⊆ V × V de arestas. Se V e E são
conjuntos finitos, G constitui um grafo finito. As notações |V | e |E|

serão adotadas para indicar a cardinalidade dos conjuntos V e E res-
pectivamente. |V | também é denominado ordem de G, enquanto |E| é
denominado tamanho de G.

Cada aresta de G está associada a um par de vértices do grafo,
sendo denotada por a = (v,w), com v e w ∈ V . O grafo é dito dirigido,
ou dígrafo, se o par (v,w) é ordenado, com v representando a ponta
inicial da aresta, enquanto w representa sua ponta final. Uma aresta
de um grafo dirigido também pode ser chamada de arco. Quando
v e w são coincidentes, a aresta é denominada laço. O dígrafo G é
dito simétrico se, para cada aresta da forma (v,w), existe uma aresta
da forma (w, v), v,w ∈ V . No outro extremo, um grafo não-dirigido
é aquele em que as arestas consistem em pares não-ordenados de
vértices, ou seja, se v,w ∈ V , v 6= w, e (v,w) ∈ E, então (w, v) =

(v,w) ∈ E.
Dois vértices v e w de um dígrafo são adjacentes, ou vizinhos, se, e

somente se, são extremidades de um arco de G, ou seja, se (v,w) ∈

9
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E ou (w, v) ∈ E. Para grafos não-dirigidos, tal relação é simétrica,
pois (v,w) = (w, v) ∈ E por definição. O conjunto NE de vértices
adjacentes ou vizinhos a um vértice v ∈ V é definido como NE(v) =
{wi ∈ V : (v,wi) ∈ E ou (wi, v) ∈ E}. Se os vértices de G são dois a
dois adjacentes, então o grafo é dito completo.

Um caminho PG num grafo dirigido é uma sequência finita e não
vazia de vértices distintos e arestas PG = (v0,a1, v1,a2, . . . ,ak, vk),
em que ai = (vi−1, vi) ∈ E,∀i = 1, . . . ,k, k 6 |V |, de comprimento k.
Um caminho entre dois vértices v e w é mínimo se não existe caminho
de comprimento menor entre os mesmos vértices. Se existe ainda um
arco a = (vk, v0) ∈ E, então PG somado a a constitui um ciclo de G.
No caso de grafos não-dirigidos, a noção de ciclo é válida quando
k > 3.

Um grafo G é conexo se, para cada par de vértices distintos v,w ∈ V ,
existe um caminho ligando v a w. Se esta condição não for observada,
G é considerado desconexo. Um grafo é acíclico se não apresenta ci-
clos em sua estrutura. Nesse caso, é também chamado floresta. Uma
floresta conexa é denominada árvore.

A distância d entre dois vértices v e w, denotada dG(v,w), é defi-
nida como o comprimento do caminho mínimo existente entre ambos.
Há também a noção de vizinhos de ordem-k de um vértice v ∈ V , os
quais formam o conjunto de vértices wi que distam k arcos de v, ou
seja, dG(v,wi) = k. Se não existe caminho entre v e w, pode-se dizer
que a distância entre ambos é infinita.

Um subgrafo G ′ = (V ′,E ′) de G = (V ,E), ou G ′ ⊆ G, é um grafo
tal que V ′ ⊆ V e E ′ ⊆ E e, para cada aresta a ∈ E ′, seus extremos em
V ′ são também extremos em V . Por sua vez, um clique é um subgrafo
completo de G, ou seja, um subgrafo cujos vértices são dois a dois
adjacentes. Um clique maximal é tal que nenhum outro clique o inclui.
Finalmente, uma componente é um subgrafo conexo maximal de G, ou
seja, a inclusão de outros vértices ou arestas em tal subgrafo viola a
condição de conectividade do mesmo.

Nas próximas seções e demais capítulos, os grafos apresentados
são todos finitos, podendo ser dirigidos ou não.

2.1.2 Grafos e representação de dados pictóricos

Como mencionado no capítulo introdutório, reconhecimento de pa-
drões em visão computacional abrange tanto a representação de um
padrão quanto a classificação do mesmo. Para a abordagem de reco-
nhecimento estrutural, a representação do padrão se dá por meio de
gramáticas ou grafos, sendo essa segunda forma a de interesse para
o presente trabalho.

De particular interesse é o grafo relacional com atributos (GRA) (ou
ARG, do inglês attributed relational graph), uma extensão do conceito
de grafo, cujos vértices e arestas são associados a vetores de atributos
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contínuos ou discretos, que exprimem um conjunto de características
dos elementos que representam, ou de relações entre eles.

O trabalho de Tsai e Fu [TF79] foi um dos primeiros a definir essa
estrutura no contexto de reconhecimento de padrões e, usualmente,
ela é definida como uma tupla G = (V ,E,LV ,LE), em que V e E ex-
pressam os mesmos conceitos apresentados anteriormente, enquanto
LV : V → ΣV e LE : E → ΣE são funções de interpretação, respectiva-
mente, dos vértices e arestas do grafo, onde ΣV e ΣE são os conjuntos
de rótulos ou domínios de atributos possíveis associados aos vértices
e arestas num dado problema.

Em reconhecimento de objetos representados por grafos, os vértices
usualmente referem-se a elementos pictóricos da imagem, como um
único pixel, um subconjunto de pixels (regiões) que compartilham
propriedades similares (por ex., intensidade), formas geométricas es-
pecíficas e até objetos inteiros. Já o conjunto de arestas do grafo pode
representar inúmeros tipos de relações, como adjacências entre pi-
xels ou regiões, posicionamento relativo no espaço (ao lado de, entre,
acima, abaixo, etc.), pertinência (um objeto está contido em outro) e
quaisquer outras relações possíveis.

Embora essa definição seja bastante genérica, diferentes trabalhos
apresentam definições levemente diferenciadas de GRA, principalmente
em relação à semântica associada aos conjuntos de atributos. Quando
pertinente, essas definições específicas serão explicitadas.

No restante do texto, a seguinte nomenclatura será adotada para
definir instâncias de grafos no problema de reconhecimento de pa-
drões, ou objetos, em imagens:

• grafo de entrada: designa um grafo obtido a partir de dados de
entrada, tipicamente, uma imagem 2D ou 3D;

• grafo modelo ou protótipo: designa um grafo representante de um
ideal de padrão ou objeto, utilizado como referência no pro-
cesso de classificação de um grafo de entrada representante de
padrão desconhecido.

reconhecimento de objetos e grafos . Dentro da represen-
tação de padrões por grafos, o problema de reconhecimento é inter-
pretado como a busca por um mapeamento entre o conjunto de vér-
tices do grafo de entrada e aquele do grafo modelo, ao que se deno-
mina casamento entre grafos. Mais formalmente, o casamento entre um
grafo G1 = (V1,E1) e outro G2 = (V2,E2) corresponde a uma função
de mapeamento f : V1 → V2.

Duas formas de abordar essa questão aparecem na literatura: méto-
dos exatos e métodos inexatos. A primeira categoria impõe restrições
rígidas quanto ao mapeamento e a preservação de estrutura, permi-
tindo, principalmente, isomorfismos, isomorfismos de subgrafos, e
homomorfismos. Na prática, esses métodos são pouco viáveis ou res-
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tritos a situações específicas, já que modelo e entrada costumam apre-
sentar discrepâncias. A categoria inexata pretende, assim, ser mais
flexível e permitir encontrar uma solução sempre, através da atribui-
ção de custos a cada mapeamento possível. Evidentemente, inúmeros
mapeamentos existem, porém, nem todos são desejáveis. Para evitar
soluções inadequadas, heurísticas e restrições de naturezas distintas
são adotadas. Para um extenso estudo sobre as técnicas de casamento
entre grafos existentes em reconhecimento de padrões e visão compu-
tacional, o leitor deve se referir ao artigo [CFSV04]. Essa etapa funda-
mental para o reconhecimento de um objeto constitui, ainda, um dos
limitantes da abordagem estrutural, pois seu consumo de tempo é,
na maior parte das técnicas, bastante elevado.

2.2 abordagens híbridas para reconhecimento de obje-
tos

Uma interpretação probabilística natural para o problema de reconhe-
cimento de objetos baseados em grafos pode ser derivada da seguinte
maneira: um grafo protótipo ou modelo representa uma classe de pa-
drões ou objetos similares, enquanto um grafo de entrada gerado a
partir de uma imagem pode retratar uma realização, ou observação de
tal classe. Assim, um grafo modelo deve ser capaz, idealmente, de sin-
tetizar a variabilidade existente numa mesma classe de objetos como
se fosse um gerador dos padrões por ela caracterizados. Por outro
lado, um grafo de entrada qualquer pertencerá a uma determinada
classe de objetos de acordo com a probabilidade de ter sido gerado
por um dado grafo modelo.

Essa interpretação permite a adoção de métodos estatísticos e pro-
babilísticos em diferentes etapas do processo de reconhecimento de
objetos representados por grafos:

• definição das características discriminantes dos objetos a serem
reconhecidos e que serão utilizadas tipicamente como atributos
associados a vértices e arestas do grafo;

• criação ou aprendizagem do grafo modelo;

• processo de casamento entre grafos, para determinar a corres-
pondência entre modelo e entrada.

Esses três aspectos podem ser usados para definir uma taxonomia
para classificação dos trabalhos mais expressivos existentes na litera-
tura e que buscam uma abordagem híbrida entre os reconhecimentos
estrutural e estatístico. Em particular, os métodos híbridos existentes
relativos à etapa de seleção de características (ou atributos) consistem
simplesmente na aplicação de técnicas de seleção de características,
como aquelas discutidas em [DHS00, JZ97, JDM00]. Nas próximas
subseções, portanto, serão discutidas apenas as técnicas que adotam
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uma interpretação estatística para a geração do modelo e para a etapa
de classificação por casamento entre grafos.

2.2.1 Métodos híbridos e geração de modelo

Uma classe de padrões ou objetos pode ser descrita em função de
propriedades que a caracterizam, levando-se em consideração a varia-
bilidade entre as suas diferentes expressões. Dentro da interpretação
probabilística para reconhecimento estrutural de objetos representa-
dos por grafos, uma classe pode ser representada por um grafo mo-
delo ou protótipo, construído a partir de amostras, e com o qual os
dados desconhecidos, representados por grafos de entrada, são com-
parados.

grafos aleatórios . Diferentes construções para tal grafo mo-
delo são apresentadas na literatura. Um conceito inicial relevante é
o de grafos aleatórios [Mar04], os quais aproximam os domínios de
teoria dos grafos e de probabilidade. Um grafo aleatório é formado
por um processo aleatório, tipicamente constituído pela adição de
arestas aleatórias entre os vértices que o compõem. Os processos alea-
tórios que originam um tal grafo determinam diferentes distribuições
de probabilidade sobre os grafos gerados. Esse conceito compreende,
portanto, apenas a variabilidade estrutural possível para conjuntos de
grafos com um mesmo número de vértices.

Uma extensão desses grafos aleatórios para grafos relacionais com
atributos aplicados ao reconhecimento estrutural de padrões foi pro-
posto por Wong e Shen [WS90]. Essa extensão trouxe a definição de
grafos aleatórios genéricos (GRG, do inglês, generalized random graphs), os
quais associavam os atributos de vértices e arestas a variáveis ale-
atórias seguindo uma distribuição de probabilidade conjunta. Em-
bora essa formulação seja extremamente poderosa, ela é intratável do
ponto de vista computacional devido à complexidade da estimativa
das probabilidades conjuntas.

Algumas simplificações sobre essa definição foram propostas. Wong
e You [WY85] impuseram uma forte suposição de independência en-
tre vértices, entre arestas, e entre vértices e arestas não conectados,
tornando o método praticável, mas muito generalista para a criação
de modelos de classes que preservem efetivamente características im-
portantes.

grafos descritos por funções . Em busca de uma definição
mais robusta e ainda praticável, foi introduzido o conceito de grafo
descrito por funções (do inglês, function-described graph ou FDG) [SAS03].
Essa estrutura foi utilizada para sintetizar, num modelo, informações
presentes numa série de GRA num conjunto de referência, e que repre-
sentam, em particular, diferentes faces de um objeto tridimensional.
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Tal modelo é criado de forma a aceitar GRA que façam parte da classe
do objeto e rejeitar os que a ela não pertençam, conforme esses obe-
deçam ou violem certas regras estruturais representadas por funções,
além de ser utilizado como gerador de grafos de realização de um FDG.

Informalmente, um FDG é representado por seu conjunto de vér-
tices aleatórios e de arestas aleatórias, aos quais são associadas va-
riáveis aleatórias definidas sobre um dado domínio de atributos de
vértices ou de arestas. Vértices ou arestas ditas nulas também podem
ser criadas no modelo para representar elementos que não estejam
presentes numa face do objeto, mas que sejam visíveis em outra. A
viabilidade do modelo na prática é atribuída à suposição de indepen-
dência dos atributos entre vértices e entre arestas, mas limitando a
existência de arestas não-nulas, as quais devem sempre conectar dois
vértices também não-nulos. Já a robustez do modelo é associada às
funções de antagonismo, ocorrência e existência definidas sobre pa-
res de vértices, as quais representam, respectivamente, elementos que
nunca aparecem simultaneamente num GRA do conjunto de referên-
cia, elementos que sempre aparecem simultaneamente, e a existência
de pelo menos um dos elementos da classe representada pelo FDG em
um dos GRA de referência.

Para realizar o reconhecimento de um GRA em relação a um FDG,
os autores propuseram um algoritmo sub-ótimo para determinar o
casamento inexato entre ambos os grafos. O algoritmo chamado efi-
ciente realiza essa tarefa através da minimização de uma medida de
dissimilaridade entre os grafos que é uma aproximação da máxima
probabilidade a posteriori de uma função de rotulação de vértices. Um
fator desfavorável dessa formulação por FDG é a complexidade de es-
paço do FDG, que aumenta exponencialmente com o número de rela-
ções a serem consideradas (e.g.: relação entre vértices versus relação
entre vértices e arestas).

grafos relacionais generalizados com atributos . Ou-
tra
proposta para modelar conjuntos de GRA foi introduzida em [FGV00]:
grafos relacionais generalizados com atributos (GARG, do inglês gene-
ralized attributed relational graphs). Um GARG é um GRA cujos conjuntos
de tipos possíveis para os atributos de vértices e arestas compreen-
dem um valor especial φ, que pode ser usado como um “coringa",
ou seja, é compatível com qualquer tipo de atributo e sem parâme-
tros próprios. Nesta metodologia, a partir de um conjunto de GRA

previamente rotulados, pertencentes a uma única classe de objetos
ou não, é possível derivar automaticamente grafo relacional genérico
com atributos (generalized attributed relational graph) (GARG) protóti-
pos que os representem. Para determinar esses modelos, o algoritmo
parte de protótipos triviais (por ex.: um grafo com um único vértice)
e os incrementa até que se tornem consistentes e completos. Esses
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dois conceitos referem-se, respectivamente, à existência de um GARG

gerador para todo grafo do conjunto de referência e a certeza de que,
se um GARG pode gerar um dado GRA de referência, então a classe
ou rótulo de ambos é a mesma. Para avaliar o primeiro aspecto, uma
medida de entropia relativa à representação da classe em bits foi uti-
lizada, enquanto o segundo aspecto considerou apenas o número de
GRA de referência que podem ser gerados por um certo GARG. O mé-
todo foi aplicado sobre um banco de imagens de dígitos e apresentou
resultados encorajantes. Porém, o tempo levado para construção dos
conjuntos de protótipos é ainda uma questão que penaliza a viabili-
dade da técnica para conjuntos de padrões mais complexos.

modelos de estruturas pictóricas . Em [FH05], os autores
propõem um método estatístico para gerar modelos de objetos repre-
sentados por partes e seu respectivo arranjo deformável, chamados de
estruturas pictóricas, a partir de exemplos. O método proposto permite
não apenas aprender modelos, mas também reconhecer instâncias de
um objeto presentes numa imagem. Esse último aspecto, porém, será
discutido na subseção seguinte. Uma estrutura pictórica é descrita
por um grafo modelo não-dirigido em que os vértices correspondem
às partes do objeto representado, enquanto as arestas conectam cer-
tos pares de partes relacionados. Uma instância de um objeto é dado
por uma configuração do conjunto de dados das localizações (como
posição, orientação) das partes do mesmo.

Dado um conjunto dem imagens de referência (ou treinamento) de
um objeto e suas respectivas configurações de localização, deseja-se
obter uma estimativa dos parâmetros θ = (u,E, c) que caracterizam
um modelo de estrutura pictórica, em que u se refere aos parâmetros
de aparência de cada uma das partes, E é o conjunto de conexões
entre partes e c é um conjunto de parâmetros das conexões presentes
em E. Para obter θ, é utilizado o método de máxima verossimilhança
para estimar tanto a aparência, quanto as dependências entre as par-
tes. No entanto, os arranjos deformáveis permitidos entre as partes
restringem-se àqueles que obedecem uma condição de distância entre
as localizações originais das partes e uma transformada dessas loca-
lizações para um novo espaço discretizado, que resultem em grafos
acíclicos (árvores), para fins de otimização da desempenho compu-
tacional. O método foi aplicado aos problemas de detecção de faces
e de articulações do corpo humano em imagens 2D, com resultados
bastante satisfatórios.

2.2.2 Métodos híbridos e casamento entre grafos

Conforme mencionado na subseção anterior, o método discutido em [FH05]
também permite o reconhecimento de objetos em imagens e não ape-
nas a criação de modelos. Dentro do arcabouço estatístico, o problema
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de casamento entre um modelo de estrutura pictórica e uma imagem
de entrada pode ser entendido como a busca da localização mais pro-
vável do objeto numa dada imagem, o que é realizado através da
estimação da máxima probabilidade a posteriori (MAP) de tal locali-
zação. Apesar dessa estimativa representar um problema NP-difícil
para grafos e funções arbitrárias, os autores sustentam que as restri-
ções impostas sobre o modelo (limites sobre as distâncias entre partes)
permitem torná-lo mais eficiente para problemas práticos. Para casos
em que não se deseja encontrar apenas a melhor localização estimada
do objeto na imagem, mas sim um conjunto de localizações prováveis,
os autores propõem também a realização de amostragem a partir da
distribuição a posteriori do objeto, dados os parâmetros definidos para
seu modelo e uma imagem de entrada.

2.3 tendências no estudo de casamento entre grafos

O artigo de Bunke et al. [BIN05] analisa o problema de casamento
entre grafos para reconhecimento de padrões, sugerindo tendências e
caminhos para aprimorar as técnicas existentes na literatura ou desen-
volver novos métodos. Em particular, os autores propõem o estudo de
equivalências entre métodos recentes de reconhecimento estatístico
de padrões e métodos estruturais, com destaque para as seguintes
abordagens: sistemas de multi-classificadores, aprendizagem de cus-
tos para algoritmos de edição de grafos.

Algoritmos para edição de grafos consistem em procedimentos de
transformação de um grafo em outro, de acordo com operações como
inserção, remoção, ou substituição de vértices e/o arestas. De modo
geral, custos são associados a cada tipo de operação, de acordo com
sua importância num dado problema. A distância de edição entre
dois grafos permite comparar o grau de compatibilidade ou seme-
lhança entre ambos e é usualmente definida como o mínimo custo
calculado dentre todas as sequências de operações que transformam
um grafo no outro. Essa medida pode ser utilizada para classificar
um grafo de entrada em relação a diversos grafos modelos, por exem-
plo. Assim, a determinação de custos adequados para as operações
elementares é primordial na obtenção de uma distância de edição
satisfatória. Em busca de tal objetivo, os autores sugerem a proposi-
ção de técnicas automáticas de aprendizagem computacional desses
custos, discutindo um método em particular baseado em mapas orga-
nizáveis, criados a partir de um conjunto de grafos de referência.

Já a idéia dos multi-classificadores surgiu em reconhecimento esta-
tístico de padrões e consiste na composição das saídas de classifica-
dores distintos, para determinar um classificador geral supostamente
mais robusto. Para a temática dos métodos híbridos, os autores apon-
tam a criação de sistemas multi-classificadores que agregam tanto
classificadores estatísticos quanto classificadores estruturais, já que
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ambos costumam ser suficientemente distintos em sua natureza, po-
dendo trazer benefícios ao processo de classificação se reconhecerem
a entrada sob critérios complementares.

No próximo capítulo, discutiremos uma proposta híbrida que incor-
pora estatísticas e probabilidade à modelagem por grafos relacionais
com atributos e, igualmente, à etapa de casamento entre grafos.





3
M O D E L A G E M E R E C O N H E C I M E N T O D E O B J E T O S
E S T R U T U R A D O S

Os olhos, eles mesmos, são estúpidos. Eles não têm o poder para discriminar
as coisas dignas de serem vistas das coisas não dignas de serem vistas. (. . . )

A capacidade de discriminar não pertence aos olhos. Pertence ao olhar.

— Rubem Alves em Sobre Ciência e Sapiência

Um objeto estruturado é aquele cuja integralidade pode ser descrita
através de elementos primitivos que o compõem. Retomando os exem-
plos apresentados no Capítulo 1, são objetos estruturados: veleiro,
composto por barco, vela, e mastro; avião, composto por suas asas
direita e esquerda, cockpit, e fuselagem.

Da mesma forma, um sistema estruturado de objetos é aquele que
pode ser descrito segundo os objetos (elementos primitivos) que o
compõem. Alguns exemplos de sistemas estruturados são: rosto, com-
posto por lábios, nariz, olhos, sobrancelhas, pele; corpo humano, sub-
dividido em cabeça, tronco, braços e pés direito e esquerdo, mãos e
pernas direita e esquerda.

Todos esses objetos ou sistemas apresentam características de apa-
rência e, sobretudo, relacionais, que são preservadas entre indivíduos
distintos dessas classes, ainda que haja um certo grau de variabili-
dade entre eles. A estrutura típica de cada objeto, bem como as rela-
ções existentes entre os elementos primitivos, definem uma rede se-
mântica [GW93], que configura um modelo conceitual do objeto estru-
turado em questão. Essa rede semântica pode ser expressa computaci-
onalmente através de um grafo relacional com atributos, tipicamente
adotado no paradigma de reconhecimento estrutural de padrões, em
que nós representam os elementos primitivos, e arcos exprimem as
relações entre eles. Já a variabilidade intrínseca aos elementos primi-
tivos e às suas relações pode ser modelada através de aprendizagem
supervisionada de atributos que os descrevem e métodos estatísticos,
como propõe a abordagem de reconhecimento estatístico de padrões.

Dessa forma, a modelagem de objetos ou sistemas estruturados
apresenta um caráter híbrido que se enquadra diretamente no con-
texto de pesquisa mencionado no Capítulo 1, ou seja, a investigação
de maneiras de combinar os métodos estatísticos de reconhecimento
de padrões àqueles de reconhecimento estrutural de padrões, para
usufruir dos benefícios e conhecimentos provenientes de ambas as
abordagens.

Portanto, neste capítulo, descrevemos a proposta estatístico-estrutu-
ral que desenvolvemos durante esta tese de doutorado, para modelar
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objetos estruturados através de uma representação híbrida, e utili-
zar esse tipo de modelo para reconhecer um dado objeto estruturado
numa imagem.

3.1 definições e notações

No restante do presente capítulo, adotaremos os conceitos e notações
descritos nesta seção. Considere a representação digital P de uma
imagem. O domínio de P é uma região do espaço dada pelo seguinte
conjunto de elementos pictóricos, se P é bidimensional:

R = {(x,y)0 6 x < h, 0 6 y < w, (w,h) ∈N2
+}, (3.1)

em que w é o número de colunas da imagem, e h é seu número de
linhas.

Se P é uma imagem tridimensional, então seu domínio é dado por:

R = {(x,y, z), 0 6 x < h, 0 6 y < w, 0 6 z < d, (w,h,d) ∈N3
+}, (3.2)

em que w e h são como no caso bidimensional, e d é sua profundi-
dade.

Denotaremos a função de intensidade associada a um elemento pic-
tórico (pixel ou voxel) de P por I : R 7→ R+, i.e., I(x,y) (I(x,y, z)) é o
valor da intensidade do elemento pictórico dado pelas suas respecti-
vas coordenadas. O número total de elementos pictóricos da imagem
é dado por |R| = w× h (|R| = w× h× z).

Seja L o conjunto de rótulos representantes dos elementos primi-
tivos de um objeto estruturado (ou sistema estruturado de objetos)
a serem modelados, e ρ, um rótulo associado a todo o universo não
representado por L. Considere também L∗ = L∪ {ρ}.

Uma segmentação completa [SHB08] da imagem P, baseada num
modelo representando L∗, consiste numa partição S de R tal que
S = {s1, . . . , smax},max 6 |R|, associada a um mapeamento f : S 7→ L∗.
Cada si, também denominado região refinada, corresponde a um sub-
conjunto de pontos pertencentes a R. Esses conjuntos obedecem às
seguintes propriedades [GW93]:

1.
max⋃

i=0

si = R;

2. cada si é uma região conexa;

3. si ∩ sj = ∅, ∀i 6= j;

4. f(si) ∈ L∗, ∀i = 1, . . . ,max.
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Note que, num caso extremo, S corresponde ao conjunto de sub-
conjuntos unitários de R, ou seja, cada elemento pictórico da imagem
corresponde a uma região si. Outro caso extremo é aquele em que
toda a imagem é considerada como uma única região (S = R).

Definiremos ainda um conjunto sl, referente a cada elemento l ∈ L∗,
tal que sl = {si ⊂ S : f(si) = l}, ou seja, sl é um conjunto de regiões
disjuntas às quais um mesmo rótulo foi atribuído. O conjunto sl tam-
bém será denominado conjunto das regiões expandidas. Denotaremos
ainda |si| o número de voxels pertencentes a si, e |sl| o número total
de regiões associadas a l em S.

Uma única imagem P pode ser associada a diferentes segmentações.
Quando houver necessidade de nos referirmos a segmentações distin-
tas de uma mesma imagem, utilizaremos a seguinte notação: Sj, para
a partição referente à j−ésima segmentação de P (j = 1, . . . ,maxj,
maxj = (2|R|)|L

∗|); fj, para o respectivo mapeamento; sjl, para o con-
junto de regiões de Sj rotuladas como pertinentes ao órgão l.

Ainda, para nos referirmos às segmentações correspondentes a di-
ferentes imagens P1, P2, . . . , adotaremos a notação a seguir: Ik, para
a função de intensidade referente à k−ésima imagem Pk (k = 1, . . . );
Rk, para o domínio de PK; Sk, para uma partição de RK; fk, para o
seu respectivo mapeamento; skl , para o conjunto de regiões de Sk
rotuladas como pertinentes ao elemento primitivo l.

3.2 modelagem de objetos estruturados

3.2.1 Modelo conceitual

Um modelo conceitual de um objeto ou sistema estruturado consiste
numa descrição do conhecimento existente acerca desse objeto, consi-
derando as limitações decorrentes da representação pictórica digital
do mesmo. Para reunir os conhecimentos necessários para definir um
objeto de acordo com os paradigmas estrutural e estatístico, o modelo
conceitual deve fornecer as seguintes informações:

• quais são elementos primitivos que compõem o objeto ou sis-
tema de interesse, o que define o conjunto |L∗|;

• qual é o arranjo estrutural dos elementos primitivos;

• quais são as características de aparência que podem ser extraí-
das dos elementos primitivos;

• quais são as características relacionais que podem ser extraídas
dos elementos primitivos, respeitando o arranjo estrutural.

Para responder a essas perguntas, é preciso considerar uma série
de aspectos, dentre os quais, o quão discriminantes e robustos são os
descritores de aparência e relacionais, e o quão facilmente eles podem
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ser observados em imagens contendo um dado objeto. Portanto, a
definição do modelo conceitual é um passo crítico da metodologia.

Os métodos de seleção de características [JZ97, DHS00] oriundos
de reconhecimento estatístico de padrões propõem soluções eficien-
tes para tratar essas questões quando as características de aparência
e relacionais são facilmente quantificáveis, e se resumem a um valor
numérico. Essa observação é relevante sobretudo em termos das ca-
racterísticas relacionais, já que alguns descritores não se resumem a
um número, como é o caso de relações espaciais (por ex. “A à direita
de B”), que podem determinar toda uma região do espaço em que
essa relação é válida entre dois objetos. Nesses casos, uma solução
é substituir a relação por alguma medida mais simples que a repre-
sente.

Para ilustrar o modelo conceitual, retomemos o exemplo da repre-
sentação de um avião apresentado no Capítulo 1. Um modelo concei-
tual possível para esse objeto pode ser assim definido:

• elementos primitivos: cockpit, asa direita, asa esquerda, fusela-
gem;

• arranjo estrutural: o cockpit está à frente da fuselagem, a asa
direita está à direita da fuselagem, e a asa esquerda está à es-
querda da fuselagem;

• características de aparência: intensidade, tamanho;

• características relacionais: contraste, proporção, ângulo entre os
eixos principais de cada elemento primitivo.

É importante observar que o modelo conceitual permite descrever
um objeto de maneira bastante detalhada. Porém, é desejável que ele
seja o mais conciso possível, para que sua representação computacio-
nal não seja excessivamente complexa.

3.2.2 Modelo computacional: grafo estatístico-relacional

Mediante o modelo conceitual, transferimos sua descrição para uma
única estrutura de dados, que denominamos grafo estatístico-relacional
(GER, ou SRG, para o inglês statistical relational graph1).

Formalmente, definimos o grafo estatístico-relacional como uma
quádrupla Gm = (Vm,Em, θ̂obj, θ̂rel) em que:

• Vm é o conjunto de nós do grafo Gm. |Vm| representa a ordem
de Gm e |Vm| = |L∗|. Cada nó representa um único elemento
primitivo pertencente a L∗ e pode ser denotado por vm, ou vim,
i = 1, . . . , |Vm|, segundo a necessidade;

1 Essa mesma nomenclatura foi adotada no artigo [CH93]; entretanto, a definição do
grafo não corresponde àquela proposta nesta tese.
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• Em é o conjunto de arcos do grafo Gm. |Em| representa o ta-
manho de Gm. Cada arco representa as relações existentes en-
tre elementos primitivos pertencentes a L∗. Denotamos um arco
entre os nós vim ∈ Vm e vjm ∈ Vm por eijm = (vim, vjm), ou,
simplesmente por em, quando os nós conectados não forem es-
pecificados;

• θ̂obj(
−→
X (vm)) = [θ̂(X1(vm)), . . . , θ̂(Xν(vm))], vm ∈ Vm é um ma-

peamento do vetor de variáveis aleatórias
−→
X associadas a um nó

vm para um vetor de parâmetros estimados das distribuições re-
ferentes às variáveis aleatórias que representam as propriedades
do elemento primitivo modelado pelo nó vm. O símbolo νVm de-
nota o número de propriedades de aparência consideradas para
esse elemento primitivo;

• θ̂rel(
−→
Y (em)) = [θ̂(Y1(em)), . . . , θ̂(YνEm (em))], em ∈ Em é um

mapeamento do vetor de variáveis aleatórias
−→
Y (em) de um arco

em para um vetor de parâmetros estimados das distribuições re-
ferentes às variáveis aleatórias representantes das relações parti-
lhadas entre os elementos primitivos modelados pelos vértices
conectados pelo arco em. O símbolo νEm denota o número de
relações consideradas.

Asa
dir.

Asa
esq.

Cockpit

Fuse-
lagem

Figura 3: Representação de objetos por GER: avião e exemplo de respectivo
GER. Cada nó do grafo está associado a um conjunto de variáveis
aleatórias, representando atributos de aparência, e aos parâmetros
de suas densidades de probabilidade. Da mesma forma, cada arco
do grafo está associado a um conjunto de variáveis aleatórias, re-
presentando atributos relacionais, e aos parâmetros de suas densi-
dades de probabilidade.
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A Figura 3 representa um GER, correspondente ao avião apresen-
tado no Capítulo 1. Cada nó representa um elemento primitivo, en-
quanto os arcos indicam o arranjo espacial desses elementos e a exis-
tência de relações entre eles. Finalmente, vetores de parâmetros refe-
rentes às variáveis aleatórias, que modelam as características de apa-
rência e relacionais, são associados tanto aos nós quanto aos arcos do
GER.

criação do grafo modelo e escolha dos atributos . Para
calcular os vetores de parâmetros das características dos elementos
primitivos e suas relações, a metodologia requer um conjunto de
amostras de treinamento representativas da classe de objeto estru-
turado de interesse. Dessas imagens serão extraídos esses mesmos
descritores e estimados os parâmetros para as suas distribuições de
probabilidade associadas.

A observação das amostras disponíveis permite também auxiliar na
escolha dos atributos e das relações através dos métodos de seleção de
características, ou do conhecimento a priori fornecido por especialistas
para uma certa aplicação.

Para extrair as medidas de interesse, as imagens de treinamento
devem ser segmentadas de modo supervisionado manualmente, ou-
por um método semi-automático [NGCJ+12], em que os elementos
primitivos, definidos no modelo conceitual, sejam rotulados. Essas
rotulações serão consideradas ideais (ground truth).

De posse dessas informações, a criação do grafo modelo Gm segue
a sequência de passos ilustrados na Figura 4, e apresentados no algo-
ritmo da Figura 5. Seja N o total de imagens de treinamento disponí-
veis. O algoritmo recebe um vetor P[1 . . .N], contendo as N imagens
de treinamento de um dado objeto, e um segundo vetor P ′[1 . . .N]

contendo as N imagens correspondentes às rotulações ideais das ima-
gens de treinamento. Para criar o GER, também são fornecidos os se-
guintes parâmetros: o conjunto L∗ e uma matriz de adjacências biná-
ria mtz_adj, com dimensões |L∗| times|L∗|, para indicar os elementos
primitivos que estão relacionados.

Para cada imagem de treinamento, o algoritmo primeiro calcula
as características (compX) de aparência para cada elemento primi-
tivo li ∈ L∗, a partir das regiões assim rotuladas na k-ésima imagem
ideal e sua respectiva original. Esses dados são reservados num ve-
tor de características para cada imagem e cada elemento primitivo
(linhas 4-9). Da mesma forma, as características relacionais são cal-
culadas (compY) para cada par de elementos primitivos li ∈ L∗ e
lj ∈ L∗, segundo a estrutura dada por mat_adj, e armazenados num
vetor de características para cada imagem e cada par de elementos
relacionados (linhas 10-18).

Em seguida, o grafo Gm pode ser gerado: os nós são criados para
cada elemento primitivo modelado, e os parâmetros das caracterís-
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Asa
dir.

Asa
esq.

Cockpit

Fuse-
lagem

Conjunto de treinamento Anotação das imagens
Rotulação/segmentação

Cálculo de 
características

Aprendizagem 
supervisionada
de parâmetros 

Figura 4: Passos para gerar um GER. A partir de um conjunto de imagens de
treinamento, em que cada elemento primitivo foi devidamente ro-
tulado de maneira supervisionada, calculamos medidas de aparên-
cia e relacionais com base em cada imagem e as regiões rotuladas.
Essas medidas servirão para estimar os parâmetros das leis de pro-
babilidade que regem as respectivas variáveis aleatórias. O grafo
estatístico-relacional é então gerado em função desses elementos.

ticas de aparência que os descrevem são estimados (estimaParams)
segundo os vetores de características armazenados anteriormente (li-
nhas 20-24); do mesmo modo, os arcos são criados para cada par de
elementos primitivos relacionados segundo mat_adj, e os parâme-
tros das características relacionais que os descrevem são estimados
(estimaParams) (linhas 26-31).

A implementação dos procedimentos compX e compY depende
das características escolhidas. Apresentaremos um exemplo completo
do cálculo dessas características distintas no Capítulo 4, quando es-
tudarmos um problema de modelagem de órgãos abdominais. Da
mesma forma, o procedimento estimaParams) depende do método
escolhido (por ex., estimador Bayesiano, ou estimador de máxima
verossimilhança) para estimar os parâmetros das características, con-
forme as suposições estatísticas feitas para cada objeto estruturado
modelado.

3.3 reconhecimento estatístico-estrutural baseado em

modelo

O modelo de um objeto estruturado introduz conhecimento a priori
a respeito desse objeto, e pode ser considerado um protótipo dos
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criaGER(P[1 . . n],P ′[1 . . n],L∗,mtz_adj)

1 // Cálculo de características para cada elemento primitivo
2 // em cada imagem de treinamento
3 for k = 1 to n
4 // para cada elemento primitivo li rotulado em P ′[k]
5 for i = 1 to |L∗|
6 // para cada observação xidx associada a v.a. Xidx
7 // de li em P ′[k]
8 for idx = 1 to νVm
9 xidx[li][k] = compX(li, idx,P[k],P ′[k])

10 // para cada par de elementos primitivos rotulados em P ′[k]
11 // e relacionados segundo mtz_adj
12 for i = 1 to |L∗|
13 for j = 1 to |L∗|
14 // para cada observação yidx associada a v.a. Yidx
15 // do par de elementos li, lj em P ′[k]
16 for idx = 1 to νEm
17 if mtz_adj[i][j] == true

18 yidx[li][lj][k] = compY(li, lj, idx,P[k],P ′[k])
19 // Construção de Gm
20 // Criar nó associado ao elemento primitivo li e adicioná-lo a Gm
21 for i = 1 to |L∗|
22 vim = Nó(li)
23 Vm = Vm ∪ {vim}

24 θ̂obj(
−→
X (vim)) = estimaParams(x[li][n])

25 // Criar um arco para cada par de objetos
26 // relacionados segundo mtz_adj
27 for i = 1 to |L∗|
28 for j = 1 to |L∗|
29 if mtz_adj[i][j] == true

30 e
ij
m = Arco(li, lj)

31 Em = Em ∪ {eijm}

32 θ̂rel(
−→
Y (eijm)) = estimaParams(y[li][lj][n])

33 return Gm

Figura 5: Pseudo-código para a criação de um GER (Gm).

diferentes exemplares desse objeto. Por sua vez, o problema de reco-
nhecimento baseado em modelo pretende considerar essas informa-
ções no processo de classificação do conteúdo de uma imagem, para
nela reconhecer as regiões que correspondem aos elementos primiti-
vos modelados. Portanto, no restante desta seção, discutiremos uma
metodologia para reconhecer objetos estruturados representados por
GER numa dada imagem.
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3.3.1 Da representação digital da imagem ao reconhecimento segundo mo-
delo

Uma imagem P é representada digitalmente de diferentes maneiras.
A representação por grade, ou matricial, é baseada em elementos
pictóricos (pixels ou voxels) que representam pontos do domínio R.
Nessa representação, os elementos pictóricos são associados a uma
função de intensidade I apenas, e a estrutura entre eles deriva da
topologia da grade.

Outra representação de P é aquela dada por regiões. Nesse caso, o
conteúdo da imagem P é representado por um conjunto de regiões
correspondentes a uma partição S de P. Por agregar os elementos
pictóricos da imagem, o uso de regiões conduz a uma representação
mais compacta de P, que permite também o cálculo de característi-
cas para cada si que complementam a intensidade das regiões, e de
relações entre si e sj distintos, tipicamente adjacentes.

Uma partição S pode ser obtida a partir de algoritmos de segmen-
tação, tais como os algoritmos de linha de partição de águas (wa-
tershed) [VS91], ou quad-trees [SW85]. Nesses casos, cada si corres-
ponde a uma região disjunta produzida por um tal algoritmo.

Por exemplo, numa segmentação por linha de partição de águas do
gradiente de uma imagem P, cada si corresponde a uma bacia de cap-
tação de águas. Em geral, essa técnica produz uma supersegmentação
da imagem de entrada, ou seja, resulta em diversas micro-regiões in-
duzidas pelas intensidades da imagem e a configuração espacial dos
elementos pictóricos. Embora a segmentação produza esse efeito, o
algoritmo de watershed costuma ser bastante eficiente e a superseg-
mentação não impede a recuperação dos verdadeiros contornos dos
objetos a partir das regiões que os compõem.

O reconhecimento de objetos estruturados em P, baseado no mo-
delo estatístico-estrutural, equivale à rotulação de todos seus pixels
(voxels) ou regiões de acordo com os elementos primitivos modela-
dos a que correspondem. Apesar de haver um número exponencial
de rotulações possíveis para P, apenas algumas são desejáveis, a saber,
aquelas em que as regiões refinadas correspondem de fato a elemen-
tos primitivos do modelo.

Portanto, procuramos uma rotulação f para S que produza um con-
junto de regiões expandidas sl para cada elemento primitivo l ∈ L∗
presente em P. Além disso, as características de aparência e relacio-
nais medidas a partir dessas regiões expandidas devem ser compatí-
veis com as informações estatísticas armazenadas no modelo.

Porém, pixels (voxels) e regiões provenientes de supersegmenta-
ções não pertencem à mesma escala de representação em que se
encontram os elementos primitivos do modelo estatístico-relacional,
como ilustrado na Figura 6. Logo, as características de aparência e, so-
bretudo, as relações provenientes dessas representações refinadas não
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Representação por elementos pictóricos 

Representação por regiões

Modelo

Figura 6: Representação da imagem através de elementos pictóricos (pi-
xel/voxel) em grade (acima à esq.), através de regiões (abaixo à
esq.) e representação do modelo (à dir.) que caracteriza a integra-
lidade dos elementos primitivos. As características obtidas a par-
tir dessas representações fazem parte de escalas diferentes e, por-
tanto, não são diretamente comparáveis aos dados de alto nível
contidos no modelo.

são diretamente comparáveis àquelas transmitidas pelo GER modelo,
que se referem a elementos primitivos em sua integralidade.

Para passar da representação refinada à expandida e avaliar a com-
patibilidade da entrada em relação ao modelo, propusemos uma re-
presentação auxiliar, que denominaremos grafo de observação, definida
a seguir.

3.3.2 Grafo de observação

Um grafo de observação é definido como um GRA, em que seus con-
juntos de nós e de arcos representam, respectivamente, conjuntos de
regiões expandidas e suas relações. Além disso, os vetores de atri-
butos associados aos nós são um conjunto de observações tomadas
de cada sl, e correspondentes às variáveis aleatórias que descrevem
características de aparência do modelo. De modo similar, os vetores
de atributos associados aos arcos são um conjunto de observações
tomadas de pares de regiões expandidas, correspondentes às variá-
veis aleatórias que descrevem características relacionais do modelo.
A Figura 7 ilustra esse conceito.

As medidas que geram essas observações são extraídas a partir das
propriedades de cada um dos conjuntos sl de pixels (voxels) da ima-
gem de entrada que correspondem a um único rótulo identificador
de um elemento primitivo l no modelo. Logo, diferentes segmenta-
ções e rotulações produzem conjuntos distintos de pixels rotulados e,
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Imagem original Segmentação Rotulação 

Grafo de observação

Asa
dir.

Asa
esq.

Cockpit

Fuse-
lagem

Cálculo das
características

Figura 7: Exemplo de grafo de observação: dada uma imagem contendo um
objeto estruturado de interesse (nesse caso, o avião), consideramos
um particionamento S dessa imagem e uma rotulação f para as re-
giões produzidas pela segmentação. Em seguida, calculamos as
medidas referentes às variáveis aleatórias descritas pelo GER se-
gundo os dados de S e f, para cada conjunto de regiões de mesmo
rótulo, armazenando-os como atributos de nós e arcos no respec-
tivo grafo de observação.

consequentemente, os respectivos grafos de observação conterão me-
didas diferentes para cada objeto (nó) e suas relações com os demais
(arcos).

Essa representação pressupõe uma rotulação f da imagem de en-
trada P, que é interpretada como uma possível observação do modelo
estatístico-relacional. Essa rotulação pode ser obtida inicialmente de
modo aleatório, ou segundo alguma outra estratégia de inicialização.

Portanto, a partir de P, S, e f, podemos definir um grafo de observação
como sendo uma quádrupla gobs = (Vobs,Eobs,

−→x ,−→y ), em que:

• Vobs é o conjunto de nós de gobs. O número total de nós é
denotado por |Vobs| e |Vobs| = |L∗|. A notação vi ∈ Vobs, i =
1, . . . , |Vobs| será adotada para identificar um nó do conjunto.
Cada nó vi representa um elemento primitivo l e suas respecti-
vas regiões expandidas sl de S;

• Eobs é o conjunto de arcos de gobs. Um arco é criado entre
os nós representantes de dois conjuntos de regiões expandidas,
referentes a um par de elementos primitivos que estão relacio-
nados em Gm. O número total de arcos é denotado por |Eobs| e
|Eobs| = |Em|. A notação eij = (vi, vj) será utilizada para iden-
tificar um arco cujas extremidades são os nós vi ∈ Vobs (ponta
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inicial) e vj ∈ Vobs (ponta final). A notação ej, j = 1, . . . , |Eobs|,
também será aplicada quando o contexto não precisar os nós
que compõem o arco;

• −→x (vi) = [x1(v
i), . . . , xνVm (v

i)] é uma função que devolve o vetor
de valores observados xp, p = 1, . . . ,νVm , relativos às variáveis
aleatórias Xi que descrevem as propriedades dos elementos pri-
mitivos do modelo. Esses valores são calculados para o conjunto
de regiões expandidas correspondentes ao nó vi;

• −→y (eij) = [y1(e
ij), . . . ,yνEm (e

ij)] é uma função que devolve o
vetor de valores observados yq, q = 1, . . . ,νEm , relativos às va-
riáveis aleatórias Yj que descrevem as relações entre os elemen-
tos primitivos do modelo. Esses valores são calculados para o
par de conjuntos de regiões expandidas representadas pelos nós
conectados por eij.

criação do grafo de observação. Como mencionado anteri-
ormente, um grafo de observação exprime uma segmentação S asso-
ciada a uma rotulação possível f, cujo domínio é L∗, de uma imagem
de entrada P. Seja P ′ uma imagem contendo as regiões produzidas
pela partição S, rotuladas segundo f. Então o grafo de observação
extraído de P e P ′, segundo a estrutura de Gm dada por sua matriz
de adjacências mtz_adj, segue os passos do algoritmo apresentado
na Figura 8. Observe que, para cada rotulação possível, obtém-se um
grafo com atributos diferentes.

O algoritmo cria cada nó do grafo segundo os elementos primitivos
modelados e o insere na estrutura de dados. Em seguida, ele calcula
as observações referentes a uma dada variável aleatória Xidx refe-
rente a um elemento primitivo li representado pelo modelo (linhas
2-7). Esse cálculo é feito sobre as regiões de P ′ que tenham recebido
o rótulo associado a li, e segundo os respectivos dados originais da
imagem original P (ex.: intensidade). O procedimento para criar os
arcos é similar (linhas 9-17), e o cálculo das observações referentes às
relações depende das regiões rotuladas como li e lj em P ′, segundo
os dados de P. Como medimos observações, os procedimentos compX
e compY são os mesmos utilizados na etapa de aprendizagem super-
visionada da criação do GER Gm.

3.3.3 Formulação probabilística

Na abordagem estatística, o reconhecimento de objetos se dá através
do cálculo de observações das características descritas pelo modelo,
e conseguinte classificação dessas observações segundo algum classi-
ficador probabilístico. Por outro lado, na abordagem estrutural, esse
reconhecimento se dá através de casamento entre grafos (Capítulo 2),
dado que o modelo e a imagem são representados através de grafos.
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criaGrafoObservacao(P,P ′,L∗,mtz_adj)

1 // Construção de gobs
2 for i = 1 to |L∗|
3 vi = Nó(li)
4 Vobs = Vobs ∪ {vi}
5 // para cada observação xidx associada a li em P ′

6 for idx = 1 to νVm
7 xidx(v

i) = compX(li, idx,P[k],P ′[k])
8 // para cada par de objetos relacionados segundo mtz_adj
9 for i = 1 to |L∗|

10 for j = 1 to |L∗|
11 if mtz_adj[i][j] == true

12 eij = Arco(li, lj)
13 Eobs = Eobs ∪ {eij}
14 // para cada observação yidx associada ao par
15 // de elementos li, lj em P ′

16 for idx = 1 to νEm
17 yidx(e

ij) = compY(li, lj, idx,P[k],P ′[k])
18 return gobs

Figura 8: Criação de um GRA de observação (gobs).

No conceito estatístico-estrutural, temos um modelo que combina a
representação por grafo às estatísticas de características de aparência
e relacionais do objeto. Portanto, dado um grafo de observação para
uma imagem de entrada P, podemos formular o reconhecimento ba-
seado em GER como um casamento entre grafos num arcabouço pro-
babilístico, com restrições estruturais.

Logo, queremos avaliar a compatibilidade estatística entre um dado
gobs e o modelo Gm. Para isso, interpretamos gobs como sendo uma
potencial observação do GER modelo.

Para determinar a validade dessa hipótese, desejamos avaliar a pro-
babilidade de que o grafo de observação gobs tenha sido gerado pela
descrição estatística contida no grafo modelo Gm. Nesse contexto pro-
babilístico, definimos a probabilidade dada pela Equação 3.3 para me-
dir a compatibilidade entre modelo e observação:

P(Gm = gobs) = P(
−→
X (v1m) = −→x (v1), . . . ,−→X (v

|Vm|
m ) = −→x (v|Vm|)),

−→
Y (e1m) = −→y (e1), . . . ,P(−→Y (e|Em|

m ) = −→y (e|Em|))

(3.3)

Essa probabilidade conjunta é a fórmula mais genérica relacionando
todas as variáveis que compõem os grafos modelo e de observação.



32 modelagem e reconhecimento de objetos estruturados

Asa
dir.
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dir.

Asa
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Cockpit
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grafo de observação

Figura 9: Ilustração do cálculo da probabilidade de um dado grafo de obser-
vação gobs ter sido gerado pelo modelo expresso por Gm.

Inicialmente, podemos assumir que todas as variáveis dessa formu-
lação são mutuamente dependentes umas das outras, ou seja, existe
uma dependência total entre os elementos primitivos do modelo. Nesse
caso, para calcular tal probabilidade, é possível adotar uma distribui-
ção multivariada, como uma Normal ou algum modelo misto, esti-
mar seus parâmetros, e aplicar a fórmula diretamente às medidas de
entrada disponíveis. A vantagem dessa abordagem é a facilidade no
cômputo do valor de P(Gm = gobs) para cada observação, uma vez
que os parâmetros da distribuição tenham sido estimados.

Contudo, como a dimensionalidade associada aos vetores aleató-
rios de Gm e de gobs implicam numerosas variáveis, estimar os pa-
râmetros se torna um problema matemática e computacionalmente
intenso e difícil, exigindo também a disponibilidade de um grande
número de amostras para que sejam estimados corretamente.

Portanto, assim como nos tópicos acerca de grafos aleatórios, uma
questão naturalmente evocada é como expressar a probabilidade
P(Gm = gobs) de modo que esta faça uso de toda a informação pos-
sível transmitida pelo modelo e que flexibilize a condição de total
dependência entre as variáveis envolvidas.

Há diversas maneiras de se calcular a probabilidade desejada sem
relacionar todas as variáveis simultaneamente, buscando um equilí-
brio entre representação e custo computacional. Logo, é possível es-
crever P(Gm = gobs) de formas distintas, o que também pode ser en-
tendido como um modo de projetar vários tipos de funções-objetivos.

Esse fato permite derivar fórmulas que atendem requisitos desejá-
veis previamente especificados, tais como convergência (i.e., que boas
segmentações correspondam a altas probabilidades), robustez (pro-
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babilidades que reflitam uma tolerância a variações de iluminação,
transformações afins na imagem, etc.), bom desempenho computaci-
onal, projeto algorítmico facilitado (por exemplo, fácil paralelização),
dentre outros.

A seguir, analisaremos duas hipóteses para amenizar a condição de
dependência total.

3.3.4 Hipótese de independência mútua

No outro extremo da dependência total está a hipótese de que todas
os elementos primitivos do modelo são independentes uns dos ou-
tros, e de que o conhecimento acerca de um deles nada revela sobre
os demais. Essa simplificação conceitual é expressa na fórmula de
P(Gm = gobs) através da condição de independência mútua entre os
elementos primitivos modelados, resultando na seguinte equação:

P(Gm = gobs) =
∏

i=1,...,|Vm|

P(
−→
X (vim) = −→x (vi))∏

j=1,...,|Em|

P(
−→
Y (ejm) = −→y (ej))

(3.4)

Em particular, o interesse nessa simplificação é sua facilidade de
cálculo, já que todos os termos correspondem a probabilidades inde-
pendentes, cada uma proveniente de um único elemento primitivo.
Contudo, por esse mesmo fato, certas dependências inerentes aos ele-
mentos primitivos podem não ser explicitamente consideradas na mo-
delagem probabilística.

Apesar dessa aparente restrição dessa condição, as informações es-
truturais e relacionais entre os elementos primitivos são expressas
através das probabilidades das variáveis associadas aos arcos, e não
através de dependências estatísticas entre os elementos primitivos.

Note que podemos supor ainda que as variáveis aleatórias referen-
tes à características de um elemento primitivo ou relação são também
mutuamente independentes. Portanto, cada termo da Equação 3.4 é
escrito como:

P(
−→
X (vim) = −→x (vi)) =

∏
p=1,...,νVm

P(Xp(v
i
m) = xp(v

i)), (3.5)

ou

P(
−→
Y (eijm) = −→y (eij)) =

∏
q=1,...,νEm

P(Yq(e
ij
m) = yq(e

ij)). (3.6)

Interpretando a fórmula de maneira prática, o fato de considerar-
mos os vetores aleatórios de aparência e relacionais de um elemento
primitivo independentemente dos demais pode ser compreendido,
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por exemplo, como uma indicação de que o conhecimento da pro-
porção entre a asa direita e a fuselagem não fornece qualquer pista
sobre a proporção entre a fuselagem e o cockpit.

otimização. Os problemas de casamento entre grafos exigem a
definição de uma medida de similaridade para poder compará-los, e
a definição de um mapeamento adequado entre ambos deve ser reali-
zada por algum algoritmo de otimização adequado. Da mesma forma,
nesta proposta probabilística, a probabilidade P(Gm = gobs) deve ser
maximizada através de algum algoritmo de otimização. Na literatura,
encontramos trabalhos comparativos desses algoritmos [CJBBL05], e
a escolha do mais adequado poderá depender da aplicação de inte-
resse.

3.3.5 Hipótese de independência condicional

A suposição de independência mútua entre os elementos primitivos,
embora válida, não representa necessariamente todas as interações
existentes entre os elementos representados pelo modelo. Devido à
estrutura do modelo e às relações partilhadas entre os elementos pri-
mitivos, podemos assumir a hipótese de independência condicional
entre os elementos primitivos e utilizar esse conhecimento no pro-
cesso de reconhecimento. Para explorar essa hipótese, vamos recorrer
à teoria de campos aleatórios de Markov (MRF, de Markov random
field) [Per98, Li09], ou Markovianos. A seguir, apresentaremos um
estudo introdutório acerca de como desenvolver a hipótese de inde-
pendência condicional segundo essa teoria.

Campos aleatórios Markovianos

Considere o conjunto de regiões refinadas resultantes de uma parti-
ção S de P. Considere também um grafo de observação gobs derivado
de S, mas não associado a uma rotulação. Nesse caso |Vobs| = |S|, e a
sua respectiva topologia deriva da adjacência entre as regiões de S. As
observações das variáveis aleatórias do modelo, associadas aos nós e
arcos de gobs, também são calculadas a partir das regiões refinadas
de S.

Seja ainda o sistema de vizinhança derivado da topologia do grafo
gobs:

NVobs = {Nvi : v
i ∈ Vobs}, (3.7)

em que,

Nvi = {vj : vi, vj ∈ Vobs, vi 6= vj e ∃eij ∈ Eobs e ∃eji ∈ Eobs}. (3.8)

Convém observar que Vobs é finito e Nvi é limitado.
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A cada vi, vamos associar uma variável aleatória Fi, cujas realiza-
ções fi assumem valores em L∗, discreto. Então, definimos o campo
aleatório Markoviano F = (F1, . . . , F|Vobs|), cujas realizações
f = (f1, . . . , f|Vobs|) assumem valores em Ω = |L∗||Vobs|, e cujo sistema
de vizinhança é dado por NVobs .

Portanto, um campo aleatório de Markov consiste num modelo grá-
fico representado por um grafo não-dirigido G = (V ,E) em que V é
um conjunto de nós, que aqui representam variáveis aleatórias associ-
adas aos rótulos das regiões refinadas, e E é um conjunto de arestas,
que representam as dependências condicionais entre os rótulos das
regiões, dadas por NVobs .

A realização f é chamada de configuração de F, dentre todas as con-
figurações possíveis, que aqui será denotada por Fall. Esta suposição
é possível porque podemos verificar as seguintes propriedades:

• P(F = f) > 0, ∀f ∈ Fall: supomos que todas as configurações
do campo aleatório são prováveis, embora algumas delas sejam
menos desejáveis do que outras;

• P(Fi = fi|Fj = fj, vi 6= vj) = P(Fi = fi|Fj = fj, vj ∈ N(vi)),∀vi ∈
Vobs e f ∈ Fall: o rótulo atribuído a um sítio do campo aleatório
depende apenas dos rótulos atribuídos a seus vizinhos diretos.

Graças ao teorema de Hammersley-Clifford, sabemos que uma con-
figuração de um campo aleatório Markoviano obedece a uma distri-
buição de Gibbs:

P(F = f) =
1

Z
exp(−U(f)/T), (3.9)

em que Z e T são constantes. O termo U(f) é uma função de energia
equivalente à soma de todos os potenciais de cliques φc(f) presentes
na configuração do campo Markoviano, i.e., uma fatoração do con-
junto total de variáveis, como descrito na equação 3.10:

U(f) =
∑
c∈C

φc(f) , (3.10)

em que C é o conjunto de cliques associados ao sistema de vizinhança
do campo Markoviano, enquanto φc(f) é um potencial de clique,
equivalente a medidas das interações locais entre os descritores das
regiões refinadas e as de seus vizinhos.

Os potenciais aqui adotados são de ordem 1, φc1(fi), ou de ordem
2, φc2(fi, fi ′), e, portanto, o conjunto de cliques considerados global-
mente é dado por:

U(f) =
∑
i∈C1

φc1(fi) +
∑

{i,i ′}∈C2
φc2(fi, fi ′). (3.11)
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Apenas esses dois tipos de cliques serão considerados, para simpli-
ficar a modelagem do problema. Como estamos lidando com relações,
cliques de ordem maior do que 2 implicariam no tratamento de rela-
ções mais complexas do que relações binárias, e exigiriam adotar a
estrutura de hipergrafos tanto para representar o GER, quanto o grafo
de observação.

O potencial de ordem 1 (potencial simples) pode avaliar o conhe-
cimento a priori acerca da aparência de um elemento primitivo, se-
gundo observações de medidas provenientes diretamente da imagem
P, como é o caso da intensidade. Por outro lado, através do potencial
de ordem 2, podemos incentivar a rotulação uniforme de regiões re-
finadas vizinhas que pertençam a um mesmo elemento primitivo, de
acordo com alguma medida relacional que seja aplicável entre regiões
refinadas, tal como o gradiente entre as duas regiões.

Há um número exponencial de configurações possíveis para um
dado campo Markoviano, o que equivale ao número de rotulações
possíveis para as regiões de S. Logo, procuramos uma configuração
ótima f∗ de rótulos, no sentido de máximo a posteriori. Dentro do ar-
cabouço Bayesiano, essa configuração é traduzida pela seguinte pro-
babilidade:

f∗ = arg maxf∈FallP(F = f|Vobs,Vm) (3.12)

e, aplicando-se a regra de Bayes, temos:

P(F = f|Vobs,Vm) ∝ P(Vobs|F = f,Vm)P(f) (3.13)

Seja P(Vm = Vobs|F = f) a probabilidade de ocorrência de uma
dada realização do campo aleatório, que, neste caso, corresponde a
uma rotulação da imagem, dada a partição S. Assumimos que os
atributos de cada região são independentes daqueles provenientes de
outras regiões e escrevemos:

P(Vobs|F = f,Vm) =
∏|Vobs|
i=1 P(vi|fi)

=
∏|Vobs|
i=1

∏ν
k=1 P(xk(v

i)|f(vi))
(3.14)

Cada probabilidade condicional dada por P(xk(vi)|f(vi),Xk(vm))

pode ser facilmente obtida a partir das informações estatísticas arma-
zenadas em Gm para cada órgão. Como os parâmetros θ̂obj(

−→
X (vm))

são estimados para cada variável aleatória, e temos disponíveis os
respectivos valores observados −→x (vi), podemos calcular P(

−→
X (vim) =

−→x (vi)).
Através das equações 3.9 e 3.14, podemos resolver a equação 3.12

através de um método de otimização para campos Markovianos, tais
como o tradicional recozimento simulado [DHS00, Li09] (simulated
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annealing), alfa-expansões, ou trocas alfa-beta (alpha-beta swaps), pro-
postas por Boykov, Veksler e Zabih [BVZ01].

Este é um problema clássico de segmentação de imagens através do
arcabouço MAP-MRF, de Maximum a posteriori-Markov Random Field.
Contudo, apenas alguns aspectos do conhecimento a priori existente
são utilizados. Como a topologia do campo Markoviano é dada, nesse
caso, pelas adjacências entre regiões refinadas de uma partição inicial
S de P, o algoritmo de otimização para o cálculo da Equação 3.9 não
se beneficiará diretamente das características relacionais. Isso ocorre
porque as relações calculadas entre regiões refinadas (micro-regiões)
adjacentes não são diretamente comparáveis àquelas que caracteri-
zam os pares de elementos primitivos (macro-regiões), como discuti-
mos na Seção 3.3.1.

Portanto, o desafio nesse formalismo, sob a hipótese de indepen-
dência condicional, consiste em incorporar gradativamente as infor-
mações relacionais de acordo com as regiões expandidas que se for-
mam a cada passo do algoritmo de otimização, permitindo que es-
sas informações o auxiliem a percorrer o espaço de configurações de
modo eficaz e coerente com as relações do modelo.

3.4 resultados experimentais

Para testar experimentalmente a hipótese de independência dentro
da interpretação probabilística para o reconhecimento do conteúdo
de uma imagem de entrada em função do GER modelo, realizamos
um conjunto de simulações com dados sintéticos no ambiente de pro-
gramação R. O objetivo desses experimentos consistiu em avaliar o
comportamento da probabilidade P(Gm = gobs) segundo várias con-
figurações dos dados e suas respectivas segmentações, e verificar sua
plausibilidade como uma função-objetivo.

3.4.1 Dados simulados

Os dados simulados representam um objeto estruturado tridimensi-
onal composto de quatro elementos primitivos l1, l2, l3, l4. Cada ele-
mento primitivo está associado às seguintes características de aparên-
cia:

• intensidade, representada pela variável aleatória X1;

• coordenadas 3D (x,y,z) do centróide, representadas pelas variá-
veis aleatórias X2, X3, X4, respectivamente.

Relações entre pares de elementos primitivos estão representadas
pelas seguintes características quantitativas:

• distância entre centróides, representada pela variável aleatória
Y1;
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• ângulo entre o plano xy e a reta suporte que conecta os cen-
tróides de cada elemento primitivo, representado pela variável
aleatória Y2.

O GER modelo Gm que representa a descrição conceitual do modelo
simulado corresponde ao grafo ilustrado pela Figura 10. Esse grafo é
definido por:

• Vm = {v1m, v2m, v3m, v4m}, vértices representando os quatro ele-
mentos primitivos l1, l2, l3 e l4 respectivamente, ;

• Em = {(v1m, v2m), (v1m, v4m), (v3m, v4m)}, arestas representando pa-
res de elementos primitivos relacionados;

• θ̂obj(
−→
X (vm)) = [θ̂(X1(vm)), . . . , θ̂(X4(vm))], vm ∈ Vm, em que

cada
−→
X i, i = 1 . . . 4, é o vetor de parâmetros estimados para

cada distribuição Normal associada aos atributos de aparência
do elemento primitivo representado por vm;

• θ̂rel(
−→
Y (em)) = [θ̂(Y1(em)), θ̂(Y2(em))], em ∈ Em, em que cada−→

Y j, j = 1, 2, é o vetor de parâmetros estimados para cada dis-
tribuição Normal associada aos atributos relacionais entre ele-
mentos primitivos representados pelos nós conectados por em.
A magnitude e o ângulo médios para cada relação foram calcu-
lados com base nas coordenadas dos centróides dos elementos
primitivos em questão. Já a variância de cada relação foi estipu-
lada manualmente para cada simulação.

Cada GRA criado para simular o grafo obtido para uma dada seg-
mentação (ou seja, uma observação), consistiu num grafo gobs tal
que:

• Vobs = {v1, v2, v3, v4}, representando quatro conjuntos de re-
giões expandidas referentes aos quatro elementos primitivos
modelados;

• Eobs = {(v1, v2), (v1, v4), (v3, v4)}, relações bidirecionais entre os
mesmos pares de elementos primitivos relacionados no modelo;

• −→x (vi) = [x1(v
i), . . . , x4(vi)], em que cada xk(vi), k = 1, . . . , 4 é

uma amostra sorteada a partir da distribuição Normal dada por
Xi(v

i
m);

• −→y (ej) = [y1(e
j),y2(ej)], em que cada medida é calculada se-

gundo as coordenadas dos centróides dos elementos primitivos
em questão.

Um exemplo ilustrativo para gobs é dado também na Figura 10.
Nesse exemplo, o vértice v1 compreende três regiões refinadas, rotu-
ladas como pertinentes ao elemento primitivo l1; o vértice v2 compre-
ende duas regiões refinadas, rotuladas como pertinentes ao elemento
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Figura 10: Representação gráfica dos grafos simulados: um exemplo de GRA

gobs (à dir.), em que cada nó corresponde a uma amostra obtida
a partir de um elemento primitivo representado pelo GER modelo
Gm (à esq.). As cores dos nós estabelecem uma relação entre os
elementos primitivos representados no modelo e os rótulos asso-
ciados a cada amostra.

primitivo l2, e assim por diante. Nas simulações realizadas, cada re-
gião refinada corresponde a uma amostra gerada para um dado ele-
mento primitivo.

Para cada experimento, assumimos distribuições Normais para as
variáveis aleatórias que modelam os atributos de aparência e rela-
cionais do GER, e seus respectivos parâmetros µ e σ foram fixados
manualmente de acordo com o efeito que desejamos analisar.

3.4.2 Configurações do experimento

Cada experimento consistiu de duas etapas. A primeira delas foi res-
ponsável por gerar um conjunto de amostras para cada elemento es-
truturado modelado, às quais foram associados os respectivos rótulos
verdadeiros. Em seguida, os atributos relativos às variáveis aleatórias
de interesse foram calculados para cada conjunto de amostras gera-
das de mesmo rótulo. Finalmente, foi calculada P(Gm = gobs), ou
seja, a probabilidade da solução correta (ground truth). Assumimos
a hipótese de independência mútua entre as variáveis do modelo, o
que leva ao cálculo da seguinte probabilidade para cada observação:

P(Gm = gobs) =
∏

i=1,...,4

P(
−→
X (vim) = −→x (vi))

∏
j=1,...,3

P(
−→
Y (ejm) = −→y (ej))

(3.15)
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Por sua vez, cada atributo foi também considerado independente
dos demais. Assim, a probabilidade das medidas de atributos é tam-
bém escrita como o produto de suas probabilidades individuais. No
caso dos atributos de aparência de um elemento primitivo represen-
tado por vim, temos:

P(
−→
X (vim) = −→x (vi)) = P(Xi1 = xi1)P(Xi2 = xi2)P(Xi3 = xi3)P(Xi4 = xi4)

(3.16)

e, no caso dos atributos relacionais entre um par de elementos primi-
tivos, temos:

P(
−→
Y (ejm) = −→y (ej)) = P(Yj1 = y

j
1)P(Y

j
2 = y

j
2) (3.17)

Em resumo, para cada elemento primitivo li, essa primeira etapa
consiste em:

1. gerar n amostras para li, representado por seus atributos de
aparência e relacionais e rotulá-los com o rótulo li;

2. calcular os valores médios de todos os seus atributos de acordo
com todas as amostras geradas para esse elemento primitivo;

3. calcular as respectivas medidas dos atributos relacionais indu-
zidos para essa amostragem, segundo as relações dadas pela
topologia de Gm.

A segunda etapa de cada experimento consistiu na introdução de
erros na rotulação associada a cada amostra, seguida da análise de
como esses erros influenciam a probabilidade global de um dado
grafo de observação. Desejamos testar a hipótese de que, conforme o
número de erros aumenta, a probabilidade P(Gm = gobs) deveria de-
crescer. Para verificar essa hipótese, realizamos a troca sistemática de
rótulos associados às mesmas amostras geradas na etapa precedente.
A troca dos rótulos é feita de maneira gradual e crescente, ou seja,
a cada teste, mais erros são introduzidos na rotulação. Além disso,
cada teste efetuado com troca de m rótulos, m = 1 . . . namostras,
associados a m amostras distintas, é repetido k vezes, para que se
calcule uma média dos valores obtidos para P(Gm = gobs) e reduzir
a possibilidade de gerar erros aleatórios pouco representativos.

Essa segunda etapa pode ser resumida nos seguintes passos:
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repetir k vezes

1. trocar m rótulos, m = 1 . . . namostras, namostras = n× |Vm|

(introduzir erros, variando desde um único rótulo incorreto até
a troca de todos os rótulos);

2. criar o respectivo GRA gobs:

• para cada elemento primitivo, calcular os atributos médios
para cada conjunto de amostras que levam o seu respectivo
rótulo;

• para cada par de elementos primitivos relacionados segundo
a topologia de Gm, calcular os atributos relacionais induzi-
dos pelas amostras do passo anterior;

3. calcular P(Gm = gobs), de acordo com a equação 3.4;

4. atualizar a média de P(Gm = gobs) para m erros aleatórios.

Os experimentos relatados a seguir mostram os gráficos de P(Gm =

gobs) em função do número de regiões representantes de um ele-
mento primitivo, denotado por n, e o número de testes repetidos k.
Note que a variação de n simula o número de regiões refinadas pro-
duzidas pelo algoritmo de particionamento adotado na metodologia.

Em cada experimento, também foi calculado o valor de P(Gm =

g∗obs), que corresponde à probabilidade de uma observação, dada
por g∗obs, cujos rótulos estão todos corretos (ground truth) e cujos atri-
butos correspondem exatamente às médias calculadas para cada atri-
buto de cada elemento primitivo ou relação contido em Gm. Esse
valor permite estimar um limite superior para P(Gm = g∗obs), que é a
probabilidade de uma solução perfeita segundo o modelo. Note que
essa probabilidade não é necessariamente igual a 1, já que é resul-
tado de um produto de probabilidades. Nos gráficos, P(Gm = g∗obs)
é representada por um ponto vermelho.

Finalmente, os dados amostrados em cada experimento (conforme
a descrição da Etapa 1) são exibidos num gráfico em que cada ponto
corresponde a uma amostra sorteada para um dado elemento pri-
mitivo (ou nó de Gm), identificado por uma cor específica. Pontos
representados por uma estrela correspondem à média das amostras
sorteadas.
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3.4.3 Simulação 1

Objetivo: testar o comportamento de P(Gm = gobs) sob a hipótese de
independência mútua entre os nós e as variáveis aleatórias que repre-
sentam atributos e relações. As variáveis aleatórias que representam
o nível de cinza e as coordenadas espaciais do conjunto de elementos
primitivos são regidas, neste caso, por distribuições de probabilidade
que não se sobrepõem, e cujos desvios-padrões são relativamente pe-
quenos, para representar elementos primitivos com características de
pouca variabilidade.

• θ̂obj(
−→
X (v1m)) = [X1(v

1
m) ∼ N(128, 10),X2(v1m) ∼ N(0, 0.01),

X3(v
1
m) ∼ N(5, 0.01),X4(v1m) ∼ N(0, 0.01)];

• θ̂obj(
−→
X (v2m)) = [X1(v

2
m) ∼ N(220, 15),X2(v2m) ∼ N(10, 0.01),

X3(v
2
m) ∼ N(5, 0.01),X4(v2m) ∼ N(0, 0.01)];

• θ̂obj(
−→
X (v3m)) = [X1(v

3
m) ∼ N(75, 30),X2(v3m) ∼ N(0, 0.01),

X3(v
3
m) ∼ N(5, 0.01),X4(v3m) ∼ N(10, 0.01)];

• θ̂obj(
−→
X (v4m)) = [X1(v

4
m) ∼ N(10, 5),X2(v4m) ∼ N(10, 0.01),

X3(v
4
m) ∼ N(4, 0.01),X4(v4m) ∼ N(10, 0.01)];
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Figura 11: Simulação 1: densidades de probabilidade das variáveis aleató-
rias representantes das características de aparência de cada ele-
mento primitivo modelado: l1 (amarelo), l2 (azul), l3 (vermelho),
l4 (verde).
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Amostras dos elementos primitivos
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Figura 12: Resultados para Simulação 1: dados amostrados e respectivas cur-
vas probabilidade × erros para k = 1 e n = 1.
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Amostras dos elementos primitivos
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Figura 13: Resultados para Simulação 1: dados amostrados e respectivas cur-
vas probabilidade × erros para k = 5 e n = 50.
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Amostras dos elementos primitivos
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Figura 14: Resultados para Simulação 1: dados amostrados e respectivas cur-
vas probabilidade × erros para k = 100 e n = 25.
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3.4.4 Simulação 2

Objetivo: testar o comportamento de P(Gm = gobs) sob a hipótese
de independência mútua entre os nós e as variáveis aleatórias que re-
presentam atributos e relações. As variáveis aleatórias que represen-
tam os níveis de cinza dos elementos primitivos apresentam, neste
caso, médias que não se assemelham, mas cujos desvios-padrões são
amplos, para representar elementos primitivos com características de
aparência distintas, mas de grande variabilidade. Por outro lado, as
variáveis aleatórias que representam as coordenadas espaciais dos ele-
mentos primitivos são regidas por distribuições de probabilidade bas-
tante distintas. Dessa forma, a posição dos elementos primitivos e
suas respectivas relações deveriam compensar a similaridade de apa-
rência dos mesmos, permitindo distinguir uma segmentação correta
de outras menos desejáveis.

• θ̂obj(
−→
X (v1m)) = [X1(v

1
m) ∼ N(128, 50),X2(v1m) ∼ N(0, 0.01),

X3(v
1
m) ∼ N(5, 0.01),X4(v1m) ∼ N(0, 0.01)];

• θ̂obj(
−→
X (v2m)) = [X1(v

2
m) ∼ N(220, 30),X2(v2m) ∼ N(10, 0.01),

X3(v
2
m) ∼ N(5, 0.01),X4(v2m) ∼ N(0, 0.01)];

• θ̂obj(
−→
X (v3m)) = [X1(v

3
m) ∼ N(75, 40),X2(v3m) ∼ N(0, 0.01),

X3(v
3
m) ∼ N(5, 0.01),X4(v3m) ∼ N(10, 0.01)];

• θ̂obj(
−→
X (v4m)) = [X1(v

4
m) ∼ N(10, 25),X2(v4m) ∼ N(10, 0.01),

X3(v
4
m) ∼ N(4, 0.01),X4(v4m) ∼ N(10, 0.01)];
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Figura 15: Simulação 2: densidades de probabilidade das variáveis aleató-
rias representantes das características de aparência de cada ele-
mento primitivo modelado: l1 (amarelo), l2 (azul), l3 (vermelho),
l4 (verde).
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Figura 16: Resultados para Simulação 2: dados amostrados e respectivas cur-
vas probabilidade × erros para k = 1 e n = 1.
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Figura 17: Resultados para Simulação 2: dados amostrados e respectivas cur-
vas probabilidade × erros para k = 5 e n = 50.
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Figura 18: Resultados para Simulação 2: dados amostrados e respectivas cur-
vas probabilidade × erros para k = 100 and n = 25.
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3.4.5 Simulação 3

Objetivo: testar o comportamento de P(Gm = gobs) sob a hipótese
de independência mútua entre os nós e as variáveis aleatórias que
representam atributos e relações. As variáveis aleatórias que repre-
sentam os níveis de cinza e as coordenadas espaciais dos elementos
primitivos apresentam, neste caso, desvios padrões bastante significa-
tivos, fazendo com que grande parte de suas respectivas funções de
densidade de probabilidade se sobreponham. Dessa forma, a simu-
lação busca representar elementos primitivos com características de
aparência e relacionais menos discriminantes, e avaliar a capacidade
de detectar esse fenômeno através da probabilidade da observação.

• θ̂obj(
−→
X (v1m)) = [X1(v

1
m) ∼ N(128, 50),X2(v1m) ∼ N(0, 1),

X3(v
1
m) ∼ N(5, 1),X4(v1m) ∼ N(0, 1)];

• θ̂obj(
−→
X (v2m)) = [X1(v

2
m) ∼ N(220, 30),X2(v2m) ∼ N(5, 1),

X3(v
2
m) ∼ N(5, 1),X4(v2m) ∼ N(6, 1)];

• θ̂obj(
−→
X (v3m)) = [X1(v

3
m) ∼ N(75, 40),X2(v3m) ∼ N(5, 1),

X3(v
3
m) ∼ N(3, 1),X4(v3m) ∼ N(8, 1)];

• θ̂obj(
−→
X (v4m)) = [X1(v

4
m) ∼ N(50, 45),X2(v4m) ∼ N(7, 1),

X3(v
4
m) ∼ N(4, 1),X4(v4m) ∼ N(7, 1)];
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Figura 19: Simulação 3: densidades de probabilidade das variáveis aleató-
rias representantes das características de aparência de cada ele-
mento primitivo modelado: l1 (amarelo), l2 (azul), l3 (vermelho),
l4 (verde).
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Amostras dos elementos primitivos
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Figura 20: Resultados para Simulação 3: dados amostrados e respectivas cur-
vas probabilidade × erros para k = 1 e n = 1.
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Figura 21: Resultados para Simulação 3: dados amostrados e respectivas cur-
vas probabilidade × erros para k = 5 e n = 50.
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Figura 22: Resultados para Simulação 3: dados amostrados e respectivas cur-
vas probabilidade × erros para k = 100 and n = 25.
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3.4.6 Análise das simulações

Uma análise dos resultados das simulações revela os seguintes aspec-
tos do comportamento probabilístico:

• a melhor rotulação possível (g∗obs), corresponde, de fato, àquela
em que cada amostra sorteada recebe o rótulo do elemento pri-
mitivo que a gerou e que resulta numa observação cujas medi-
das equivalem às médias das distribuições das variáveis aleató-
rias contidas em Gm. A probabilidade mais alta corresponde a
esse caso ideal;

• uma outra rotulação correta, em que cada amostra sorteada re-
cebe o rótulo do elemento primitivo que a gerou, mas resulta
numa observação com medidas diferentes das médias (o que
está mais próximo do que realmente ocorre com imagens verda-
deiras), apresenta a maior probabilidade média após aquela do
caso ideal.

• conforme o número de erros numa solução aumenta, a probabi-
lidade média para tal número de erros diminui. Logo, soluções
incorretas são menos prováveis em relação aos dados transmiti-
dos pelo GER modelo do que soluções que estão mais próximas
da rotulação correta. Contudo, esse resultado é válido assinto-
ticamente. Quando o número de erros é pequeno em relação
ao número de amostras, as probabilidades não necessariamente
decaem monotonicamente.

Em relação à hipótese de independência, observamos que seu com-
portamento assintótico está de acordo com o esperado, dado que ro-
tulações equivalentes a segmentações muito ruins têm probabilidade
menor do que rotulações equivalentes a segmentações melhores. Po-
rém, a probabilidade média não necessariamente decaiu monotonica-
mente quando o número de erros foi menos expressivo em função do
número de amostras. Esse fato pode ser devido à aleatoriedade das
amostras que, mesmo rotuladas incorretamente, podem alterar pouco
as medidas globais. Ainda, esse fato pode ser devido à escolha dos
atributos, que, por serem simples, não discriminam bem as soluções
em todas as situações. Contudo, de maneira global, o desempenho
do método sob essa hipótese, dada sua simplicidade, pode ser con-
siderado bastante satisfatório, e o comportamento de P(Gm = gobs)

demonstra seu potencial como função-objetivo.
É importante salientar que a simulação proposta teve por objetivo

avaliar a hipótese de independência total mútua sob condições contro-
ladas, mas passíveis de ocorrerem em problemas práticos. No Capí-
tulo 4 a seguir, apresentaremos uma aplicação da modelagem por GER

ao domínio de imagens de ressonância magnética, para representar
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um subconjunto de órgãos abdominais, e discutiremos experimentos
sob essa mesma hipótese, realizados com essas imagens.



4
A P L I C A Ç Õ E S

Eu escuto, e depois esqueço;
eu vejo, e depois me lembro;

eu faço, e então aprendo.

— Confúcio

A metodologia descrita neste documento se destina ao reconhe-
cimento de objetos em imagens de maneira geral, graças à ampli-
tude do conceito de objeto adotado e da representação por grafos
estatístico-relacionais, que comporta tanto a modelagem de imagens
bidimensionais quanto tridimensionais. No entanto, sua aplicabili-
dade favorece o tratamento de imagens contendo objetos que podem
ser decompostos em partes integrantes, ou conjuntos estruturados
compostos por diferentes objetos. Em especial, neste capítulo, discuti-
remos uma aplicação da metodologia à modelagem e à segmentação
de órgãos abdominais em imagens de ressonância magnética (IRM)1.

4.1 modelagem e segmentação de imagens de ressonân-
cia magnética

O processamento de imagens médicas é uma aplicação de visão com-
putacional que frequentemente inclui o reconhecimento de objetos
como um de seus tópicos de pesquisa [MK06, OS01], sobretudo para
detectar estruturas anatômicas específicas ou anômalas. Essas ima-
gens possuem características bastante variáveis e dificuldades intrín-
secas de processamento de acordo com o método de aquisição (por
ex.: tomografia computadorizada, ressonância magnética, ultrassom,
etc.), o conteúdo de estudo (partes do corpo humano ou de seres
vivos a serem analisadas), as dimensões da imagem adquirida (2D,
3D, vídeo), dentre muitos outros aspectos. As informações extraídas
de imagens médicas permitem auxiliar o profissional de medicina a
realizar diagnósticos de forma (semi)automática, planejar e efetuar
cirurgias, implementar estudos de caráter psico-físico, anatômico, ou
descobrir características de patologias diversas, entre outros.

Em geral, os elementos estudados através de imagens médicas, se-
jam eles macro ou micro elementos do corpo humano, podem apre-
sentar propriedades estruturais e relacionais bastante próprias, ainda

1 A aplicação da metodologia ao domínio de imagens de ressonância magnética e à
modelagem do abdome foi desenvolvida durante estágio de doutorado sanduíche
junto ao Institut Télécom ParisTech, sob supervisão da Profa. Isabelle Bloch, no pe-
ríodo de março/2010 a janeiro/2011.
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que com alto grau de variabilidade entre indivíduos diferentes. Por-
tanto, é desejável considerar características relacionais apresentadas
entre os órgãos, bem como estatísticas sobre esses elementos, para
lidar também com a variabilidade inter-indivíduo.

Diversos estudos concentram-se na segmentação e reconhecimento
de estruturas cerebrais [GCBE98], cardíacas e torácicas [NvBF+02].
Porém, comparativamente, poucos trabalhos se dedicam ao processa-
mento de imagens abdominais, cujo estudo permite a criação de mé-
todos não-invasivos para diagnóstico de doenças gastro-intestinais,
como a endoscopia virtual [Bar05, WFM+05], diagnóstico de tumo-
res [BRB08], dentre outros avanços importantes para a área de medi-
cina virtual.

O desenvolvimento de técnicas de visão computacional para seg-
mentação de órgãos abdominais em imagens médicas representa um
nicho de pesquisa de grande interesse, pois tais técnicas são uma
etapa importante constituinte de várias aplicações médicas [MK06].
Particularmente, grande parte dos métodos destinados à segmenta-
ção do abdome está voltada para o tratamento de imagens proveni-
entes de tomografia computadorizada (TC) [Var02, CCP10]. Contudo,
é interessante explorar também a segmentação de imagens obtidas
por ressonância magnética (RM). Além do caráter não-radioativo, essa
modalidade de imageamento médico apresenta vantagens sobre ima-
geamento por TC em certas circunstâncias como, por exemplo, no
diagnóstico de tumores, alterações no fígado, na vesícula, ou nos rins,
além de detecção de abscessos na região abdominal.

Contudo, a segmentação manual de órgãos requer bons conheci-
mentos anatômicos por parte do usuário que realiza a segmenta-
ção (por ex., o radiologista). Além disso, ela é uma tarefa exaustiva,
dado que os órgãos a serem segmentados aparecem em numerosos
cortes da imagem. Portanto, o desenvolvimento de métodos (semi-
)automáticos para segmentação de imagens RM pode auxiliar no diag-
nóstico ou tratamento de diferentes patologias. Além disso, técnicas
de segmentação auxiliadas por computador facilitariam a utilização
de grande volume de dados de imageamento médico na criação de
modelos, ou atlas, computacionais.

Do ponto de vista técnico, a segmentação automática de órgãos
abdominais em imagens é um desafio devido tanto à variabilidade
anatômica e funcional que lhes é inerente, quanto às especificidades
dos equipamentos de ressonância magnética. Órgãos podem apresen-
tar variabilidade inter-indivíduo em termos de tamanho e formato,
ou intra-indivíduo, quando são comparadas aquisições distintas de
um mesmo paciente em momentos diversos de sua vida. Um mesmo
órgão também pode ser caracterizado por diferentes radiometrias em
imagens distintas, segundo o seu conteúdo específico quando da aqui-
sição (por ex.: água, ar, gordura, etc.). Outras variações radiométricas
entre imagens podem ser causadas por aquisições feitas com equi-
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pamentos regulados de forma distinta, ou que pertencem a modelos
diferentes (fabricante ou série), ou, ainda, devido à degradação natu-
ral sofrida por um equipamento ao longo do tempo.

Toda essa variabilidade anatômica e de aquisição de imagens afeta
diretamente o sucesso dos métodos automáticos para segmentação,
sobretudo aqueles que se apóiam em características de aparência dos
órgãos [CGX08, Jö06, LHS08, WPNK08]. Embora essas propriedades
sejam relevantes [Kar90], outras fontes de conhecimento a priori po-
dem ser exploradas na descrição dos órgãos. Particularmente, os ór-
gãos abdominais apresentam um arranjo espacial padrão que permite
situá-los individualmente em relação às posições de outros órgãos.
Além disso, os rins, por exemplo, apresentam um certo grau de si-
metria bilateral. Essas relações comuns aos órgãos da maioria dos
seres humanos podem auxiliar o processo de segmentação de ima-
gens e torná-lo mais robusto. Na literatura específica, ainda são pou-
cos os trabalhos que investem nas características relacionais entre os
órgãos [PBM03, ZB07].

Todas essas fontes de informação sobre os órgãos são relevantes
para o problema de segmentação automática de órgãos abdominais,
e a combinação de vários desses aspectos num único formalismo se-
ria de grande valia. Esse fato vem ao encontro da metodologia base-
ada em modelo descrita no capítulo precedente. Portanto, neste capí-
tulo descreveremos a aplicação desse formalismo ao processamento
de imagens de ressonância magnética não-contrastadas da região ab-
dominal, visando prover um modelo simplificado do sistema gastro-
intestinal representado por um grafo estatístico-relacional, bem como
estudar sua aplicabilidade ao reconhecimento dos órgãos de interesse
em novas imagens.

Essa proposta define dois problemas a serem tratados: criação de
um grafo estatístico-relacional (GER) modelo representante dos ór-
gãos, seguida de segmentação desses órgãos numa nova imagem se-
gundo o modelo. A etapa de obtenção do grafo modelo consiste no
aprendizado supervisionado dos atributos desse grafo a partir de um
conjunto de imagens de treinamento em que os órgãos de interesse
foram previamente segmentados e rotulados à mão e validadas por
um especialista médico.

Numa segunda etapa, dada uma imagem de RM da cavidade abdo-
minal, obtém-se uma segmentação inicial por regiões (subconjuntos
de voxels) dessa imagem e um GRA é extraído desse particionamento.
A segmentação dos órgãos de interesse na imagem de entrada é de-
rivada da classificação das regiões representadas pelo GRA de acordo
com as características e relações contidas no GER modelo. O casa-
mento entre os grafos, que corresponde a uma segmentação, é en-
tão interpretado de uma maneira probabilística, em que verificamos
a hipótese do GRA observado ser uma realização do GER modelo.
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O caráter híbrido (estatístico-estrutural) da modelagem proposta
permite o uso efetivo de relações entre propriedades dos órgãos, ou
de relações espaciais, na etapa de classificação, o que pode ser de-
cisivo no caso de imagens médicas, dado que fatores estruturais e
relacionais também são bastante discriminantes. Ao mesmo tempo,
são consideradas as informações estatísticas de propriedades dos ór-
gãos, como se faz nas abordagens puramente estatísticas. Além disso,
a representação das imagens em função de regiões (subconjuntos de
voxels) é mais compacta do que aquela baseada em unidades (voxel-
a-voxel), permitindo também a formulação de hipóteses mais elabo-
radas e o raciocínio sobre informações de mais alto nível em termos
de relações espaciais e características de forma ou de objeto. Já no
processamento baseado em elementos pictóricos individuais, a conec-
tividade se restringe às relações de vizinhança da grade que define
a imagem, enquanto as características de aparência dos elementos
restringem-se praticamente à intensidade.

Todos esses aspectos da metodologia serão descritos no decorrer
deste capítulo.

4.2 dados de ressonância magnética abdominal

Nesta aplicação voltada para o tratamento de imagens médicas, uti-
lizamos imagens de ressonância magnética não-contrastadas, obtidas
durante exames clínicos de rotina de 10 pacientes com idades en-
tre 10 e 17 anos. Todos esses dados foram obtidos por protocolos de
aquisição do tipo T1, e cada volume apresenta resolução de 1.3mm
× 7.2mm × 1.3mm, nas direções axial, coronal e sagital, respectiva-
mente. A Figura 23 apresenta alguns cortes dessas imagens compre-
endendo o abdome.

Todas as imagens foram concedidas pela equipe de radiologia pe-
diátrica do Hospital St. Vincent de Paul, em Paris, no âmbito de uma
cooperação com o projeto KidPocket desenvolvido pela France Télé-
com em parceria com a Télécom ParisTech. Esse projeto prevê a mo-
delagem 3D do corpo humano, por computação gráfica, para avaliar
os possíveis efeitos biológicos induzidos por ondas eletromagnéticas
provenientes de dispositivos móveis, como aparelhos celulares. O pro-
jeto já cobriu estudos com enfoque sobre o cérebro humano, pacientes
grávidas e seus fetos, e prevê o abdome em sua continuação. A cons-
trução dessa representação 3D por computação gráfica se apóia em
imagens médicas de pacientes reais, previamente segmentadas em
elementos de interesse para o modelo 3D, como ossos, pele, órgãos,
entre outros. Portanto, a segmentação de órgãos abdominais proposta
mostra-se útil também no contexto desse projeto.

A partir dessas imagens, podemos criar um modelo computacional
do abdome, para utilizá-lo dentro do paradigma de segmentação de
imagens baseada em modelo.
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Figura 23: Imagens de RM de pacientes distintos, obtidas durante protoco-
los de aquisição para o corpo inteiro, porém com volumes restri-
tos à cavidade abdominal e à região pélvica de interesse. Note
que os mesmos órgãos aparecem com características variadas, de
acordo com as especificidades anatômicas de cada paciente, do
conteúdo do órgão no instante da aquisição (por ex.: ar, líquido)
ou mudanças de forma devido à elasticidade do órgão (por ex.:
estômago/bexiga vazio/a ou cheio/a), dentre outros fatores.

4.3 o modelo abdominal

4.3.1 Definições e notações

Ao longo deste capítulo, reutilizaremos os conceitos e notações descri-
tos na Seção 3.1. Contudo, recapitulamos alguns deles explicitamente,
para precisar o sentido que assumem na aplicação de IRM.

Considere P a representação digital de uma imagem tridimensional
de ressonância magnética, e R o seu domínio, segundo a descrição
em N3

+. O número total de voxels da imagem será dado por |R| =

w×h× z, sendo w o número de colunas da imagem, h o seu número
de linhas, e d sua profundidade.
I : R 7→ R+ denota a função de radiometria associada a um voxel

de P, i.e., I(x,y, z) é o valor da radiometria quantizada para o voxel
dado pelas coordenadas x, y, z. Finalmente, L representa o conjunto
de rótulos representantes de órgãos abdominais a serem modelados,
e ρ, um rótulo associado a todos os órgãos não representados em L.
Ainda, L∗ = L∪ {ρ}.
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4.3.2 Descrição conceitual

Um primeiro passo para a criação de um modelo computacional do
abdome é definir um modelo conceitual para descrever os dados de
ressonância magnética. Em primeiro lugar, é necessário selecionar
os órgãos que deverão ser objeto do estudo em questão. Adotamos
L = {fígado, estômago, coluna vertebral, rim direito, rim esquerdo}
como o conjunto de órgãos a serem modelados. Decidimos criar esse
modelo simplificado representando apenas esses órgãos, pois os mes-
mos estavam presentes e visíveis em todas as imagens disponíveis.
Demais órgãos abdominais, tais como pâncreas e duodeno, não fo-
ram modelados, pois não apareciam em todas as imagens devido à
resolução das mesmas. Apesar da coluna não ser uma víscera abdo-
minal, ela é sempre vísivel em ressonâncias magnéticas abdominais
e constitui uma estrutura relevante a partir da qual derivam várias
relações espaciais, daí a sua presença no modelo.

Embora o objetivo seja modelar os órgãos de interesse do abdome,
é necessário considerar também as relações que esses têm com outras
regiões do corpo circunvizinhas e que não são modeladas detalha-
damente. Para incorporar essas regiões ao modelo, introduzimos um
elemento genérico denominado fundo, representado pelo símbolo ρ.
Logo, L∗ = L ∪ {ρ} consiste no conjunto final de órgãos (classes) de
interesse.

O conhecimento espacial acerca do arranjo dos órgãos de interesse
é representado pela rede semântica exibida na Figura 24. Como o
fundo circunda todos os órgãos, ainda que de maneiras distintas, ele
foi omitido da rede apresentada nessa mesma figura.

4.3.3 Propriedades dos órgãos abdominais e suas relações

Uma vez selecionado o conjunto de órgãos a modelar, diversas propri-
edades podem ser derivadas. A descrição proposta para cada órgão é
baseada na inspeção visual e na análise qualitativa das imagens dispo-
níveis, bem como nas informações anatômicas compiladas em [Val03],
ou ontologias existentes para o corpo humano, tais como o Modelo
Fundamental de Ontologia Anatômica (Foundational Model of Ana-
tomy Ontology - FMA) [FMA95] e Galen [Ope10].

fígado : o fígado é um órgão de destaque no abdome, pois é a maior
glândula do corpo humano. É composto de um grande lóbulo
direito e outro menor esquerdo. Seu tecido é predominante-
mente composto de água, cuja porcentagem varia conforme a
faixa etária do indivíduo (em média 71% na idade adulta e
73% na infância). Normalmente, o fígado está localizado no qua-
drante superior direito da cavidade abdominal e sua extensão
abrange tanto as partes anterior quanto posterior.
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Figura 24: Uma rede semântica para modelar os órgãos abdominais de inte-
resse.

estômago : esse órgão funciona como uma bolsa vazia que se dis-
tende de acordo com a quantia de alimento ingerido, o que oca-
siona alta variabilidade em termos de forma e dimensões. Além
desse fator, os movimentos peristálticos, a contração muscular
própria do músculo, e também a das paredes abdominais, po-
dem influenciar sua aparência. Contudo, habitualmente ele está
localizado anteriormente no quadrante superior esquerdo da ca-
vidade abdominal e apresenta a forma de um gancho quando
visto em relação a uma pessoa em pé.

rins direito e esquerdo : esses dois órgãos têm forma similar a
de um grão de feijão, e suas dimensões são próximas às de
uma mão bem fechada. Seus tecidos são compostos majoritari-
amente de água (76% em média). Ambos estão localizados na
parte posterior do abdome, estando o rim direito abaixo do fí-
gado e ligeiramente deslocado para baixo em relação ao rim
esquerdo.

coluna vertebral : graças a sua posição axial no corpo, a coluna
vertebral pode ser facilmente relacionada espacialmente com
outros órgãos para determinar suas posições.

De acordo com essas descrições, podemos derivar medidas para
representar essas características próprias da aparência de cada órgão,
ou das relações entre eles.
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Em particular, para os atributos de aparência, adotamos as seguin-
tes medidas:

• radiometria média;

• volume do órgão;

• coordenadas do centróide.

A radiometria da imagem RM pode ser associada a um órgão gra-
ças a sua permeabilidade a um dado tipo de meio orgânico (água, ar),
pois, dependendo do protocolo utilizado, sabe-se que esses meios ten-
dem à aparência mais clara, ou mais escura. Logo, órgãos compostos
majoritariamente de moléculas de água estarão associados a uma ra-
diometria distinta de outros tais como a coluna, composta de material
ósseo.

Contudo, não existe uma escala de radiometria padrão para cada
órgão quando se comparam imagens de ressonância magnética obti-
das através de aquisições ou protocolos distintos em geral. Isso di-
ficulta a associação de cada órgão a uma faixa radiométrica espe-
cífica para imagens inter-indivíduo, ou mesmo para imagens intra-
indivíduo.

Para amenizar esse problema, faz-se necessário normalizar a radio-
metria das imagens, por exemplo, através do aprendizado de um his-
tograma padrão para um dado protocolo de aquisição e subsequente
mapeamento das imagens para esse histograma, conforme descrito
em [JNF+07].

Por sua vez, o volume de um órgão permite distinguí-lo dos demais
de acordo com a escala de tamanho em que se encontra, ainda que
essa medida não seja tão expressiva para órgãos muito deformáveis,
como o estômago. Já o centróide de um órgão permite exprimir a sua
localização aproximada na imagem.

Quanto ao conjunto de relações verificáveis entre os órgãos perten-
centes a L, selecionamos os seguintes atributos relacionais:

• contraste entre as intensidades médias de um par de órgãos;

• proporção entre volumes;

• distância euclidiana entre centróides.

O contraste é calculado com base na radiometria média de um ór-
gão, e se comporta de maneira satisfatória para órgãos relativamente
homogêneos. Uma outra possibilidade para tratar órgãos como o estô-
mago, que pode ter aparência variável conforme seu conteúdo, seria
o cálculo de contraste entre as superfícies externas de dois órgãos. A
proporção permite avaliar o par de órgãos em questão de maneira
independente do tamanho do volume que os contém. Esse fator per-
mite comparar proporções calculadas sobre imagens de pacientes dis-
tintos, independentemente de suas alturas. Finalmente, a distância
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euclidiana entre os centróides é uma medida compacta e simples de
se calcular, que fornece dados acerca do arranjo espacial dos órgãos.
Embora possa haver dois órgãos distintos com mesma distância em
relação a um terceiro órgão, essa medida, em conjunto com as de-
mais, permite caracterizar corretamente diferentes pares de órgãos.
Uma medida de distância entre superfícies também poderia ser ado-
tada, se a caracterização por distância euclidiana não fosse suficiente.

É importante observar que qualquer uma dessas características, to-
madas de modo isolado, podem ser similares para órgãos distintos
(por exemplo: radiometria dos rins direito e esquerdo), ou relações
distintas (por exemplo: proporção entre cada rim e a coluna vertebral).
Daí a importância da utilização conjunta dos atributos de aparência
e relacionais, que serve como mecanismo regulador na segmentação
de um dado órgão, observando suas interações com os demais.

Nas seções seguintes, discutiremos como representar essas infor-
mações anatômicas computacionalmente e utilizá-las na segmentação
supervisionada de imagens RM conforme o arcabouço descrito no Ca-
pítulo 3.

4.4 segmentação de órgãos abdominais em irm

A segmentação de uma imagem P de ressonância magnética do ab-
dome segundo um modelo pode ser interpretada dentro do contexto
da abordagem estatístico-estrutural apresentada no Capítulo 3.

De acordo com essa formulação, o modelo conceitual é traduzido
num grafo estatístico-relacional, que descreve tanto as informações esta-
tísticas, quanto o conhecimento anatômico sobre o arranjo espacial do
sistema estruturado de órgãos discutido na Seção 4.3.3. Neste caso, o
GER modelo é um grafo relacional com atributos em que nós represen-
tam os órgãos de interesse em L∗, e arcos indicam as relações entre
esses órgãos. Além disso, cada nó ou arco está associado a vetores
de atributos que representam os parâmetros das distribuições de pro-
babilidade estimados para as características e relações descritas na
Subseção 4.3.3.

Por outro lado, consideramos uma segmentação da imagem P, dada
por S e f, como uma possível observação do modelo abdominal, a
qual é representada por um grafo relacional com atributos, denomi-
nado grafo de observação. Nesse grafo, os atributos são observações das
variáveis aleatórias referentes às propriedades e relações do modelo.

Com base nessas representações, podemos então avaliar essa seg-
mentação dada para P segundo o modelo estatístico-relacional, de
modo probabilístico.
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4.4.1 Representação de uma segmentação por grafo de observação

Considere uma partição S de P em regiões disjuntas, obtida através
de algoritmos de segmentação 3D tais como os algoritmos de linha
de partição de águas (watershed), ou quad-trees. Nesses casos, cada si
corresponde a uma região disjunta produzida por um tal algoritmo.
Por ex.: cada si corresponde a uma bacia de captação de águas prove-
niente de uma segmentação por linha de partição de águas do gradi-
ente de uma imagem P. A essa partição, associamos um mapeamento
f, que corresponderá à rotulação de cada si de acordo com os elemen-
tos em L∗, segundo algum critério de inicialização.

Com base em S e f, calculamos as medidas observadas e equiva-
lentes às propriedades de aparência e relacionais de cada órgão de
interesse (Seção 4.3.3) em P. Assim, cada órgão está associado a um
vetor aleatório que corresponde às seguintes observações:

• radiometria média, denotada por x1;

• volume do órgão, denotado por x2.

• coordenadas do centróide, denotadas por xx3, xy3 , e xz3.

Além disso, cada relação presente entre órgãos está associada a um
vetor aleatório que comporta as seguintes observações:

• contraste entre as intensidades médias de um par de órgãos,
denotada por y1;

• proporção entre áreas, denotada por y2;

• distância entre centróides, denotada por y3.

A partir desses elementos, definimos um grafo de observação gobs =
(Vobs,Eobs,

−→x ,−→y ), em que:

• Vobs é o conjunto de nós de gobs. Cada nó vi representa um
elemento l ∈ L (um órgão, ou o fundo ρ) e as respectivas re-
giões expandidas sl de S. Assumimos |Vobs| = |L∗| para aplicar
o procedimento de reconhecimento estatístico-estrutural poste-
riormente;

• Eobs é o conjunto de arcos de gobs. Um arco é criado entre os
vértices representantes de dois conjuntos de regiões expandidas,
representando órgãos que estão relacionados em Gm;

• −→x (vi) = [x1(v
i), . . . , xνVm (v

i)] é uma função que devolve o vetor
de valores observados xp, p = 1, . . . ,νVm , relativos às variáveis
aleatórias Xi que descrevem as propriedades dos órgãos do mo-
delo. Esses valores são calculados para o conjunto de regiões
expandidas correspondentes ao nó vi;
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• −→y (eij) = [y1(e
ij), . . . ,yνEm (e

ij)] é uma função que devolve o
vetor de valores observados yq, q = 1, . . . ,νEm , relativos às va-
riáveis aleatórias Yj que descrevem as relações entre os órgãos
do modelo. Esses valores são calculados para o par de conjun-
tos de regiões expandidas representadas pelos nós conectados
por eij.

Calculando atributos de aparência e relacionais

A partir de I, de S, e de f, podemos medir os valores observados para
cada variável aleatória representando atributos de aparência de um
dado órgão l ∈ L∗ na imagem P, representado por um nó v ∈ |Vobs|.
Ainda, podemos medir também os valores observados para cada va-
riável aleatória representando atributos relacionais de um par de ór-
gãos em L∗, representados por vi e vj, cujas relações são expressas por
eij. Todas essas medidas serão armazenadas nos vetores de atributos
associados ao nó v e ao arco eij de gobs.

Para calcular as observações referentes aos atributos de aparência
de v, procedemos conforme a descrição a seguir.

radiometria média . Para medir a radiometria média x1 de um
conjunto de regiões contidas em sl, i.e., regiões cujos voxels foram
rotulados como pertinentes ao órgão l numa dada segmentação S,
simplesmente calculamos a média aritmética de suas radiometrias.

x1(v) = 1∑
si⊂sl

|si|

∑
(x,y,z)∈si,si⊂sl

I(x,y, z)
(4.1)

tamanho. O tamanho de um órgão é proporcional ao número de
voxels das regiões contidas em sl para uma dada segmentação, de
acordo com as dimensões do voxel. Portanto, de modo simplificado,
tomamos x2 como sendo a soma das cardinalidades dos conjuntos
contidos em sl:

x2(v) =
∑
si⊂sl

|si|. (4.2)

centróide . As coordenadas do centróide de um órgão l são me-
didas a partir das coordenadas de todos os voxels pertencentes às
regiões contidas no respectivo conjunto sl. O cálculo da coordenada
“x” do centróide (xx3) é dado por:

xx3(v) = 1∑
si⊂sl

|si|

∑
(x,y,z)∈si,si⊂sl

x
(4.3)
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As medidas referentes às demais coordenadas são calculadas de
modo análogo, substituindo-se os valores de x por y e z respectiva-
mente.

Já os valores observados para as variáveis aleatórias que represen-
tam os atributos relacionais para eij são calculados como descrito a
seguir.

contraste . Medimos o valor do contraste de Michelson [Pel90]
(y1) entre vi e vj através da seguinte fórmula:

y1(e
ij) =

|x1(v
i)−x1(v

j)|
x1(vi)+x1(vj)

(4.4)

proporção. Medimos a proporção y2 entre vi e vj através da se-
guinte fórmula:

y2(e
ij) =

x2(vi)/x2(vj) se x2(vi) 6 x2(vj),

x2(v
j)/x2(v

i) c.c..
(4.5)

distância euclidiana . Medimos a distância Euclidiana (y3)
entre os centróides de vi e vj através da seguinte fórmula:

y3(e
ij) =

√
dx2 + dy2 + dz2, (4.6)

em que dx = |xx3(v
i) − xx3(v

j)|, dy = |x
y
3 (v

i) − xy3 (v
j)|, and dz =

|xz3(v
i) − xz3(v

j)|. Os valores xx3(v
i), xy3 (v

i), e xz3(v
i) são as respecti-

vas coordenadas do centróide obtido para vi. O mesmo se aplica às
coordenadas do centróide de vj.

4.4.2 Representação computacional do modelo conceitual

De acordo com a modelagem estatístico-relacional, um GER modelo
é uma representação para os elementos que compõem um sistema
estruturado de objetos, que, neste caso, são os órgãos abdominais de-
finidos em L∗, bem como dados estatísticos acerca das propriedades
de aparência e de relações definidas para esses órgãos.

Na clássica abordagem de reconhecimento estatístico de padrões
[JDM00], cada órgão de interesse corresponde a uma classe, enquanto
suas características são traduzidas em variáveis aleatórias que podem
ser observadas a partir de cada exemplar da classe. A variabilidade
de expressões de uma classe é, então, expressa por funções de proba-
bilidade (distribuições/densidades), as quais podem ser estimadas a
partir de dados de treinamento representativos.

No caso do GER modelo, cada vértice representante de um órgão
equivale a uma dessas classes. Porém, o caráter relacional apresen-
tado pelos órgãos é expresso pela topologia do GER, que segue aquela
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da rede semântica que descreve as inter-relações dos órgãos, como já
mostramos na Figura 24.

As propriedades de um órgão são consideradas como variáves ale-
atórias, para as quais adotamos a hipótese de que seguem uma distri-
buição de probabilidade Normal 2. Portanto, de acordo com as cons-
tatações feitas na seção 4.2, as características das regiões da imagem
que compõem um órgão (Seção 4.3.3) são dadas pelas seguintes va-
riáveis aleatórias:

• radiometria média, denotada por X1 ∼ N(µ1,σ1);

• volume do órgão, denotado por X2 ∼ N(µ2,σ2).

• coordenadas do centróide, denotadas por Xx3 ∼ N(µx3,σx3), X
y
3 ∼

N(µy3 ,σy3 ), e Xz3 ∼ N(µz3,σz3).

Para tratar também o aspecto relacional, associamos variáveis alea-
tórias a cada relação entre órgãos com base nas imagens RM. Supomos
que cada variável aleatória segue uma distribuição de probabilidade
Normal e representa uma das propriedades relacionais relatadas na
Seção 4.3.3:

• contraste entre as intensidades médias de um par de órgãos,
denotada por Y1 ∼ N(µrel1 ,σrel1 );

• proporção entre áreas, denotada por Y2 ∼ N(µrel2 ,σrel2 );

• distância entre centróides, denotada por Y3 ∼ N(µrel3 ,σrel3 ).

A partir desses elementos, podemos definir formalmente o grafo
estatístico-relacional como uma tupla Gm = (Vm,Em, θ̂obj, θ̂rel) tal
que:

• Vm é o conjunto de nós do grafo Gm. Cada nó representa um
único órgão pertencente a L∗ e |Vm| = |L∗|;

• Em é o conjunto de arcos do grafo Gm. Cada arco representa as
relações existentes entre órgãos pertencentes a L∗;

• θ̂obj(
−→
X (vm)) = [θ̂(X1(vm)), . . . , θ̂(Xν(vm))], vm ∈ Vm é um ma-

peamento do vetor de variáveis aleatórias
−→
X associadas a um

nó vm para um vetor de parâmetros estimados das distribuições
referentes às variáveis aleatórias que representam as proprieda-
des do órgão modelado pelo nó vm. O símbolo νVm denota o
número de propriedades de órgãos consideradas;

2 Para órgãos cujo aspecto varia conforme o seu conteúdo, uma distribuição bimodal
pode ser mais adequada.
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• θ̂rel(
−→
Y (em)) = [θ̂(Y1(em)), . . . , θ̂(YνEm (em))], em ∈ Em é um

mapeamento do vetor de variáveis aleatórias
−→
Y (em) de um arco

em para um vetor de parâmetros estimados das distribuições re-
ferentes às variáveis aleatórias representantes das relações par-
tilhadas entre os órgãos modelados pelos vértices conectados
pelo arco em. O símbolo νEm denota o número de relações con-
sideradas.

Aprendizado supervisionado do modelo

Os parâmetros das distribuições de probabilidade que regem as va-
riáveis aleatórias associadas aos atributos dos nós e arcos de Gm são
estimados através do aprendizado supervisionado baseado num con-
junto de imagens de treinamento de ressonância magnética do ab-
dome, nas quais os órgãos de interesse foram manualmente segmen-
tados e rotulados por um especialista capacitado a reconhecer os ór-
gãos de interesse pertencentes a L∗.

Seja esse conjunto de treinamento formado porN imagens P1, P2,. . .
PN. Cada imagem de treinamento deve ser segmentada manualmente,
de modo que suas respectivas segmentações (S1, f1), (S2, f2),. . . ,
(SN, fN) representem de fato uma partição e rotulação corretas dos
órgãos de interesse, ou seja, que sejam ideais do ponto de vista de
um especialista médico.

Para cada segmentação correspondente a uma imagem de treina-
mento, calculamos um respectivo GRA g1obs, . . . ,g

N
obs. Esses grafos

são obtidos da mesma forma que os grafos de observação, e o cál-
culo de seus vetores aleatórios é realizado da maneira relatada na
Seção 4.4.1. Assim, temos um conjunto de grafos de observação que
serão utilizados no treinamento e aprendizado do modelo.

A partir desses dados, podemos estimar a média e o desvio pa-
drão das distribuições normais que modelam as variáveis aleatórias
associadas aos atributos de Gm. Esse aprendizado é feito através da
estimação da máxima-verossimilhança [DHS00] desses parâmetros,
calculada a partir das medidas extraídas desse conjunto de amostras.
A seguir, vamos mostrar como estimar os parâmetros para cada atri-
buto específico de órgão ou relacional.

Considere um órgão l representado por um nó vm ∈ Gm, assim
como cada nó correspondente vk ∈ Vkobs, k = 1, . . . ,N. Os parâme-
tros das distribuições relativas aos seus atributos de aparência são
calculados conforme descrito a seguir.



4.4 segmentação de órgãos abdominais em irm 73

radiometria média . Estimamos os parâmetros da população
Normal associada à variável aleatória (X1) representando a radiome-
tria média do órgão representado por vm da seguinte maneira:

µ̂1(vm) =
1

N∑
k=1

∑
si⊂skl

|si|

N∑
k=1

∑
(x,y,z)∈si,si⊂skl

Ik(x,y, z)
(4.7)

e

1
N∑
k=1

∑
si⊂skl

|si|

N∑
k=1

∑
(x,y,z)∈si,si⊂skl

(Ik(x,y, z) − µ̂1(vm))2.
(4.8)

µ̂1(vm) é a média amostral da radiometria média, enquanto σ̂12(vm)

é sua variância.

tamanho. Estimamos os parâmetros da população Normal asso-
ciada à variável aleatória (X2) representando o tamanho do órgão
representado por vm da seguinte maneira:

µ̂2(vm) = 1
N

N∑
k=1

∑
si⊂skl

|si| (4.9)

e

σ̂2
2(vm) = 1

N

N∑
k=1

((
∑
si⊂skl

|si|) − µ̂2(vm))2. (4.10)

µ̂2(vm) é a média amostral do tamanho de um órgão, enquanto
σ̂2
2(vm) é sua variância.

centróide . Estimamos os parâmetros das populações normais
associadas às variáveis aleatórias “x” (Xx3), “y” (Xy3 ), e “z” (Xz3) re-
presentando as coordenadas do centróide do órgão representado por
vm da seguinte maneira:

µ̂x3(vm) =
1

N∑
k=1

∑
si⊂skl

|si|

N∑
k=1

∑
(x,y,z)∈si,si⊂skl

x
(4.11)
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e

σ̂x3
2
(vm) =

1
N∑
k=1

∑
si⊂skl

|si|

N∑
k=1

∑
(x,y,z)∈si,si⊂skl

(x− µ̂1(vm))2.

(4.12)

µ̂x3(vm) é a média amostral da coordenada “x” do centróide, en-

quanto σ̂x3
2
(vm) é sua variância. O cálculo dos parâmetros das distri-

buições associadas às demais coordenadas é feito analogamente.
Agora, considere dois órgãos l1 e l2 representados por Gm e relaci-

onados segundo a topologia desse grafo. Considere que esses órgãos
são representados por vim ∈ Vm e vjm ∈ Vm e que os parâmetros esta-
tísticos de suas relações são armazenados em e

ij
m. Considere também

cada par de nós correspondentes vik ∈ Vkobs e vjk ∈ Vkobs, k = 1, . . . ,N,
e suas respectivas observações dos atributos relacionais armazenadas
em e

ij
k . Então estimamos os parâmetros que regem os atributos rela-

cionais desse par de órgãos conforme a descrição a seguir.

contraste . Estimamos os parâmetros para a população Normal
associada à variável aleatória (Y1) relativa ao contraste entre um par
de órgãos representados pelas extremidades de um arco eijm da se-
guinte maneira:

ˆµrel1 (eijm) = 1
N

N∑
k=1

y1(e
ij
k ) (4.13)

e

ˆσrel1
2
(eijm) = 1

N

N∑
k=1

(y1(e
ij
k ) −

ˆµrel1 (eijm))2. (4.14)

ˆµrel1 (eijm) é a média amostral do contraste, enquanto ˆσrel1
2
(eijm) é

sua variância.

proporção. Estimamos os parâmetros para a população Normal
associada à variável aleatória (Y2) relativa à proporção entre um par
de órgãos representados pelas extremidades de um arco eijm da se-
guinte maneira:

µ̂2
rel(eijm) = 1

N

N∑
k=1

y2(e
ij
k ) (4.15)
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e

ˆσrel2
2
(eijm) =

1

N

N∑
k=1

(y2(e
ij
k ) −

ˆµrel2 (eijm))2. (4.16)

ˆµrel2 (eijm) é a média amostral da proporção, enquanto ˆσrel2
2
(eijm) é

sua variância.

distância euclidiana . Estimamos os parâmetros para a popu-
lação Normal associada à variável aleatória (Y3) relativa à distância
Euclidiana entre um par de órgãos representados pelas extremidades
de um arco eijm da seguinte maneira:

ˆµrel3 (eijm) = 1
N

n∑
k=1

y3(e
ij
k ) (4.17)

e

ˆσrel3
2
(eijm) = 1

N

n∑
k=1

(y3(e
ij
k ) −

ˆµrel3 (eijm))2. (4.18)

ˆµrel3 (eijm) é a média amostral da distância euclidiana, enquanto
ˆσrel3
2
(eijm) é sua variância.

Aspectos computacionais

Para estimar os parâmetros das variáveis aleatórias representadas por
Gm, é necessário acessar todos os dados disponíveis para cada órgão
no conjunto de imagens de treinamento. A simples adição de muitos
termos pode levar a erros de aritmética computacional relacionados
ao limite de armazenamento de valores numa variável de ponto flu-
tuante para estimar a média ou a variância de uma variável aleatória.
Portanto, para evitar um possível overflow da variável, utilizamos a
técnica de estatísticas consecutivas (do inglês, running statistics), que
consiste numa manipulação das equações para cálculo da média e da
variância amostrais, tal que, a cada passo, os valores armazenados
são limitados dentro do intervalo de valores que a variável aleatória
correspondente pode assumir.

Cada média µ, associada a uma variável aleatória, é calculada da
seguinte maneira:

µ = µ ′ +
(v− µ ′)
n

, (4.19)
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e a respectiva variância é medida através do seguinte cálculo:

σ2 =
(acc+ ((v− µ ′)× (v− µ)))

n− 1
, (4.20)

sendo que

acc = acc+ ((v− µ ′) ∗ (v− µ)). (4.21)

Portanto, para cada atributo de órgão ou relacional, µ é a média
atualizada e estimada para a respectiva variável aleatória, de acordo
com as n 6 N amostras disponíveis até aquele instante, µ ′ é a mé-
dia estimada antes da amostra atual tornar-se disponível, acc é uma
variável acumuladora que auxilia a atualização da variância σ2, e v
é o valor medido para a nova amostra disponível. Dessa forma, a
cada nova amostra, temos os valores atualizados dos momentos es-
tatísticos para o conjunto de dados já avaliados. Quando todas as
amostras tiverem sido disponibilizadas, teremos os valores finais esti-
mados para µi e σi. O pseudo-código dado pela Figura 25 apresenta
uma classe de métodos que processam esses valores para uma dada
variável aleatória.

Os valores values µ ′, acc, e namostras começam com o valor 0.0,
e são atualizados conforme novas amostras são consecutivamente dis-
ponibilizadas. Então, para determinar a média, a variância, e o desvio
padrão, relativos ao conjunto de amostras já processadas, basta cha-
mar os métodos calcMedia, calcVariancia, calcDesvPadrao.

4.4.3 Segmentação probabilístico-estrutural dos órgãos abdominais

De posse de um grafo estatístico-relacional expresso por Gm, o ob-
jetivo é utilizá-lo para avaliar a segmentação dos órgãos modelados
que estejam presentes numa imagem RM abdominal P.

Cada rotulação de P origina um grafo gobs distinto, que pode ser
interpretado como uma potencial observação de Gm. Intuitivamente,
podemos imaginar que segmentações melhores, segundo o modelo,
apresentarão probabilidades maiores do que segmentações de qua-
lidade inferior. Para testar essa hipótese, calculamos P(Gm = gobs)

para diferentes gobs, de modo que essa probabilidade seja utilizada
como uma função-objetivo num processo de otimização para obten-
ção de um reconhecimento satisfatório dos órgãos em P.

Como discutido na seção 3.3.3, a partir da fórmula genérica dada
pela equação 3.3, derivam diversas simplificações dessa probabili-
dade em termos de dependência condicional, ou de independência,
entre as variáveis aleatórias, mas sempre considerando as proprie-
dades dos órgãos e as relações existentes entre eles. A seguir, ana-
lisaremos a hipótese de independência para tratar as imagens de
ressonância magnética (RM) do abdome.
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RunningStats::inicializa()

1 namostras = 0

2 µ = 0.0
3 acc = 0.0

RunningStats::novaAmostra(v)

1 // Uma nova amostra de valor v está disponível.
2 namostras = namostras + 1
3 // Se esta é a primeira amostra, a média é igual ao seu valor.
4 // Nesse caso, a variância é indefinida (adotamos o valor 0.0 por convenção).
5 if namostras < 2
6 µ = v

7 else
8 µ ′ = µ

9 µ = µ ′ + ((v − µ ′)/namostras)
10 acc = acc + ((v − µ ′) ∗ (v − µ))

RunningStats::calcMedia()

1 if namostras < 1
2 return 0.0
3 return µ

RunningStats::calcVariancia()

1 if namostras < 2
2 return 0.0
3 return acc/(namostras − 1))

RunningStats::calcDesvPadrao()

1 if namostras < 2
2 return 0.0
3 return

√
acc/(namostras − 1)

Figura 25: Pseudo-código para obter as estatísticas consecutivas para um
conjunto de amostras.
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Probabilidade da solução e a hipótese de independência mútua

O interesse particular na condição de independência mútua provém
de sua facilidade de cálculo, já que todos os termos são oriundos de
probabilidades independentes. Contudo, por esse mesmo fato, cer-
tas dependências entre os órgãos podem não ser consideradas dire-
tamente na modelagem probabilística. Ainda assim, essas dependên-
cias são introduzidas pelo modelo através das características relacio-
nais associadas aos arcos.

Além da hipótese de independência entre os órgãos expressa pela
Equação 3.4, supomos que as variáveis aleatórias referentes aos atribu-
tos de um órgão ou relação são mutuamente independentes. Portanto,
cada termo da equação é escrito como:

P(
−→
X (vim) = −→x (vi)) = P(X1(v

i
m) = x1(v

i))P(X2(v
i
m) = x2(v

i))

P(Xx3(v
i
m) = xx3(v

i))P(Xy3 (v
i
m) = xy3 (v

i))

P(Xz3(v
i
m) = xz3(v

i)),
(4.22)

ou

P(
−→
Y (ejm) = −→y (ej)) = P(Y1(e

j
m) = y1(e

j))P(Y2(e
j
m) = y2(e

j))

P(Y3(e
j
m) = y3(e

j)).
(4.23)

Como cada uma dessas variáveis aleatórias segue uma distribuição
Normal por hipótese, temos, para cada atributo de aparência dado
por Xp, p = 1, 2, 3, associado a um órgão representado por vim em
Gm, e por vi em gobs:

P(Xp(v
i
m) = xp(v

i)) =
1√

2π(σp(vim))2
exp(−(xp(v

i))2/2(σp(v
i
m))2).

(4.24)

De modo similar, para cada relação existente entre dois órgãos, as-
sociada à variável aleatória Yq, q = 1, 2, 3, e modelada pelo arco ejm
em Gm, e por ej em gobs, temos:

P(Yq(e
j
m) = yq(e

j)) =
1√

2π(σq(e
j
m))2

exp(−(yq(e
j))2/2(σq(e

j
m))2).

(4.25)

Nesta aplicação, a hipótese de que existe independência entre as va-
riáveis é razoável, já que as propriedades de um órgão não são influ-
enciadas umas pelas outras em geral (por ex., o volume de um órgão
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não depende de sua radiometria, nem de sua posição). Além disso,
as relações entre órgãos distantes são menos significativas (embora
úteis) do que aquelas partilhadas entre órgãos vizinhos. Por exemplo,
o estômago pode influenciar o volume e posicionamento de órgãos
ao seu redor, caso esteja cheio ou vazio, provocando deslocamentos.
Contudo, ele não influencia o rim direito, órgão um pouco mais dis-
tante, com o qual não tem contato direto.

Na Seção 4.5, discutiremos os resultados experimentais da adoção
dessa hipótese no reconhecimento dos órgãos.

aspectos computacionais e implementação. As probabili-
dades de cada variável aleatória, calculadas nas equações 4.24 e 4.25,
podem resultar em valores muito pequenos e muito próximos de zero.
Ao multiplicá-las, é necessário considerar a possibilidade de ocorrên-
cia de underflow. Num sistema Linux Ubuntu, tal como o que usamos
em nossos experimentos, um underflow ocorre quando uma variável
tenta armazenar um valor abaixo de 2.22507e− 308. Para tratar esse
problema, calculamos o log(P(Gm = gobs)) ao invés da probabili-
dade diretamente, o que nos leva ao cálculo de uma soma de logarit-
mos de probabilidades, ao invés da multiplicação dos termos indivi-
dualmente:

log(P(Gm = gobs)) =
∑

i=1,...,|Vm|

log(P(
−→
X (vim) = −→x (vi)))∑

j=1,...,|Em|

log(P(
−→
Y (ejm) = −→y (ej))).

(4.26)

Portanto, ao invés de multiplicarmos diversos valores entre 0 e 1,
transformamos esse produto de probabilidades numa soma de loga-
ritmos, sem que haja comprometimento da ordem relativa entre os
valores. Contudo, os logaritmos também são suscetíveis a underflows,
já que −∞ 6 log x 6 0. Portanto, é preciso cuidar para que essa soma
não resulte num valor inferior ao menor valor negativo representável
para um dado tipo de dado numérico (neste caso, double).

Adotamos a política de substituir um logaritmo que resulte em
−∞ por um valor constante e suficientemente negativo. Embora haja
um impacto sobre o valor da soma (probabilidade) final, esses va-
lores “singulares” ocorrem principalmente quando a solução local
(Equações 4.24 e 4.25) é muito ruim em relação ao modelo. Portanto,
é menos crítico que essas soluções sejam atribuídas a um valor ne-
gativo suficientemente pequeno, ou ao verdadeiro valor −∞, já que
uma soma com muitas soluções locais ruins terá mais fatores iguais
a essas constantes negativas. O importante é que o método ainda seja
capaz de detectar quando uma solução é ruim e de penalizá-la ade-
quadamente. A adição dessas contantes negativas permite, de fato,
sinalizar a ocorrência de uma solução ruim, além de fornecer um va-
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lor numérico global para P(Gm = gobs) que possa ser comparado a
outros valores obtidos para outras segmentações.

4.5 resultados experimentais

O protocolo experimental descrito a seguir teve por objetivo avaliar a
eficácia do modelo estatístico-relacional do abdome (Seção 4.4.2), e da
hipótese de independência aplicada à probabilidade P(Gm = gobs)

(Equações 4.22 e 4.26), em discriminar a qualidade de diferentes seg-
mentações possíveis dos órgãos abdominais de interesse sobre uma
imagem de entrada. Para esse fim, o conjunto de experimentos con-
sistiu nos seguintes passos:

1. dado um conjunto de treinamento de imagens RM do abdome,
segmentamos manualmente os órgãos abdominais de interesse
sobre cada uma dessas imagens, associando um rótulo único
aos voxels que pertencem a um dado órgão, resultando em más-
caras com rótulos anotados para cada imagem de treinamento
(Seção 4.5.1);

2. calculamos um grafo estatístico-relacional a partir desse con-
junto de treinamento já segmentado manualmente e anotado
(Seção 4.5.1);

3. para cada imagem de treinamento segmentada, calculamos seu
respectivo grafo relacional com atributos, que corresponde a um
grafo de observação obtido de uma segmentação ideal (ground
truth) dessa imagem (Seção 4.5.2);

4. modificamos ligeiramente cada segmentação manual original,
para que correspondessem a uma segmentação imperfeita, mas
pouco distante da original; então calculamos o seu respectivo
grafo de observação (Seção 4.5.3). A modificação realizada con-
sistiu simplesmente na dilatação da região rotulada como fí-
gado na segmentação ideal por um elemento estruturante 3D
(18-conectividade);

5. trocamos os rótulos das regiões segmentadas como rim direito
e rim esquerdo em cada segmentação ideal, e calculamos seus
respectivos grafos de observação (Seção 4.5.3). Essa modificação
teve por objetivo simular um erro mais dramático de segmenta-
ção em relação à segmentação ideal;

6. trocamos, aleatoriamente, os rótulos de uma porcentagem do to-
tal de voxels de uma segmentação ideal, produzindo uma nova
segmentação e seu respectivo grafo de observação (Seção 4.5.3).
A porcentagem de erros introduzidos nas segmentações varia
sistematicamente entre 1% e 10% do total de voxels, com au-
mento de 1% na taxa de erros gerados entre uma segmentação
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e outra, e de 10% a 100%, com aumento de 10% na taxa de erros
gerados entre uma segmentação e outra;

7. calculamos a probabilidade de cada grafo de observação gerado
nos passos anteriores em relação ao GER modelo calculado no
segundo passo.

8. comparamos as probabilidades obtidas, para avaliar o compor-
tamento do método quanto à sua capacidade de discriminar
entre soluções distintas (Seção 4.5.4).

Esses passos serão explicados em detalhe a seguir.

4.5.1 Grafo estatístico-relacional

O conjunto de treinamento.

O conjunto de treinamento consiste nas N = 4 imagens RM ilustradas
na Figura 26, cada uma correspondendo a um paciente distinto iden-
tificado como P1, P2, P3, ou P4, e todas obtidas por protocolo do tipo
T1 de um mesmo equipamento. Essas imagens foram escolhidas por
apresentarem melhor qualidade do que outras imagens disponíveis
em termos de visibilidade dos órgãos.

Embora esse número de amostras de treinamento seja pequeno
para estimar as estatísticas desejadas de modo robusto, ele é justifi-
cado pela dificuldade em se obter muitas rotulações manuais a partir
das imagens abdominais de ressonância magnética, já que, para cada
uma, é preciso rotular os órgãos de interesse no volume inteiro, como
explicaremos a seguir.

Figura 26: Imagens RM selecionadas para compor o conjunto de treina-
mento que originou o grafo estatístico-relacional aplicado aos ex-
perimentos.

Em cada imagem de treinamento, segmentamos manualmente os
órgãos denotados pelo conjunto L descrito na Seção 4.3, ou seja, fí-
gado, rins direito e esquerdo, estômago, e coluna, além do elemento
genérico dito “fundo”. Um único rótulo identificador foi associado a
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Órgão Rótulo Identificador Cor (RGB)

Fígado 51 (0,0,255) (azul)

Rim direito 52 (118,238,198) (ocre)

Rim esquerdo 53 (255,69,0) (verde)

Estômago 54 (255,62,150) (rosa)

Coluna vertebral 50 (193,205,205) (cinza)

Fundo 0 (0,0,0) (preto)

Tabela 2: Correspondência entre órgãos, rótulos identificadores, e cores para
identificação visual.

Figura 27: Imagens de treinamento após a segmentação manual dos órgãos
abdominais: fígado (azul), estômago (rosa), rim direito (ocre), rim
esquerdo (verde), e coluna vertebral (cinza).

cada órgão, e tal rótulo também corresponde visualmente a uma cor
característica. A Tabela 2 indica essa associação entre órgãos, rótulos
e cores. Essa mesma convenção de rótulos e cores será adotada para
todas as imagens segmentadas, bem como para a etapa de segmenta-
ção dos órgãos.

Todas as segmentações manuais das imagens fornecidas pelo Hos-
pital Saint Vincent de Paul foram realizadas através do software 3D
Slicer e consistiram na criação de uma imagem máscara para cada
imagem de treinamento, na qual as regiões correspondentes aos ór-
gãos modelados foram marcadas com seus respectivos rótulos iden-
tificadores, e os demais voxels foram marcados com o identificador
para o fundo. Essas máscaras foram validadas pela radiologista Cé-
line Falip, da equipe de radiologia pediátrica do Hospital Saint Vin-
cent de Paul. A Figura 27 exibe alguns cortes correspondentes às más-
caras geradas para cada imagem. Também nos referiremos a essas
segmentações manuais como segmentações ideais, pois reproduzem a
segmentação que um especialista realizaria sobre esses dados RM.
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Grafo estatístico-relacional: resultados da etapa de treinamento

O grafo estatístico-relacional Gm foi construído segundo as imagens
originais dos pacientes P1, P2, P3, e P4 (Figura 26) e suas respectivas
máscaras rotuladas (Figura 27). Após a etapa de treinamento, cada
nó ou arco de Gm armazena os parâmetros estimados para cada va-
riável aleatória associada aos atributos de aparência ou relacionais
dos órgãos, os quais são apresentados nas Tabelas 3 e 4. O cálculo
desses parâmetros foi realizado conforme as explicações dadas na Se-
ção 4.4.2, através do estimador de máxima verossimilhança.

Tabela 3: Estatísticas (média e desvio-padrão) relativas às variáveis aleató-
rias (v.a.) que representam os atributos de aparência dos órgãos
que compõem o GER Gm. Esses parâmetros foram estimados com
base nas segmentações manuais das imagens do conjunto de trei-
namento.

Órgão

Estatísticas dos atributos de aparência (µ, σ)

por paciente/imagem

Radiometria (X1) Tamanho (X2)
Centróide

“x” (Xx3) “y” (Xy3 ) “z” (Xz3)

Fígado N(372.79, 80.08) N(51483.75, 28632.04) N(71, 35) N(46, 27) N(5, 3)

Estômago N(326.28, 104.58) N(25310.25, 15710.9) N(67, 24) N(134, 19) N(6, 3)

Rim Dir. N(316.81, 87.67) N(6943.75, 3517.66) N(110, 21) N(46, 12) N(9, 1)

Rim Esq. N(314.83, 94.02) N(8736, 2925.58) N(100, 22) N(129, 14) N(9, 2)

Coluna N(290.28, 109.58) N(18455.33, 5153.47) N(117, 55) N(86, 10) N(6, 2)

Fundo N(311.27, 203.06) N(702372.25, 291661.65) N(168, 93) N(89, 52) N(7, 5)

4.5.2 Segmentações ideais

As Tabelas 5 e 6 apresentam os valores observados para cada variá-
vel aleatória associada a um atributo de aparência de um órgão, ou
a um atributo relacional entre órgãos, para cada imagem de treina-
mento (Figura 26) correspondente a um dos pacientes P1, P2, P3, ou
P4. Esses valores correspondem àqueles armazenados nos respectivos
grafos de observação gerados para cada imagem e sua respectiva más-
cara. Tomamos esses grafos de observação como referenciais, ou seja,
representam as segmentações ideais para as respectivas imagens.

É importante ressaltar que, nas imagens do paciente P1, a coluna
vertebral não foi rotulada como tal, tendo sido considerada como
fundo. Isso implica que as regiões pertencentes à coluna vertebral,
nessa imagem, foram consideradas nas estatísticas de fundo na etapa
de treinamento, e que o grafo de observação oriundo dessa segmenta-
ção de P1 não contém um nó para a coluna vertebral. Desconsiderar
esse órgão permitiu avaliar o comportamento da metodologia proba-



84 aplicações

Tabela 4: Estatísticas (média e desvio-padrão) relativas às variáveis aleató-
rias (v.a.) associadas aos atributos relacionais entre órgãos repre-
sentados pelo GER Gm. Esses parâmetros foram estimados com
base nas segmentações manuais das imagens do conjunto de trei-
namento.

Atributos Relacionais Estatísticas dos atributos relacionais (µ, σ)

por paciente/imagem

Contraste (Y1) Proporção (Y2) Distância (Y3)

Fígado,Estômago N(0.07, 0.03) N(0.47, 0.14) N(90.46, 6.59)

Fígado,Rim Dir. N(0.07, 0.02) N(0.15, 0.06) N(39.35, 6.59)

Fígado,Coluna N(0.11, 0.09) N(0.32, 0.07) N(1.08, 13.07)

Fígado,Fundo N(0.11, 0.06) N(0.08, 0.04) N(103.53, 13.42)

Rim Dir.,Rim Esq. N(0.02, 0.02) N(0.78, 0.16) N(81.17, 7.76)

Rim Dir.,Fundo N(0.07, 0.06) N(0.01, 0.002) N(68.63, 16.73)

Rim Esq.,Estômago N(0.03, 0.02) N(0.48, 0.34) N(36.05, 10.44)

Rim Esq.,Fundo N(0.07, 0.06) N(0.01, 0.004) N(76.51, 13.57)

Estômago,Coluna N(0.09, 0.08) N(0.6, 0.06) N(69.06, 12.12)

Estômago,Fundo N(0.09, 0.08) N(0.04, 0.02) N(109.67, 14.17)

Coluna,Fundo N(0.04, 0.05) N(0.03, 0.006) N(51.32, 0.54)

blística quando da ausência, na imagem, de um órgão presente no
modelo, conforme mostraremos na Seção 4.5.4.
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Tabela 5: Observações medidas a partir de cada imagem original e de sua
respectiva rotulação ideal, relativas às características de aparência
de cada órgão: x1 (radiometria média), x2 (tamanho), xx3 (coorde-
nada “x” do centróide), xy3 (coordenada “y” do centróide), e xz3
(coordenada “z” do centróide).

Atributos de aparência
Observações dos atributos de aparência / paciente

P1 P2 P3 P4

Fígado
radiometria média 396.93 341.18 369.57 403.48

tamanho 22182 81506 32426 69821

centróide (79,38,8) (86,50,5) (55,37,4) (59,49,4)

Estômago
radiometria média 331.3 295.54 307.8 375.48

tamanho 6177 42131 19803 33130

centróide (63,137,8) (86,139,6) (52,123,4) (52,135,5)

Rim Dir.
radiometria média 356.63 281.94 330.52 344.05

tamanho 5141 12187 4743 5704

centróide (124,56,9) (118,42,9) (89,41,6) (99,51,8)

Rim Esq.
radiometria média 322.27 292.65 321.82 334.75

tamanho 6034 12600 6978 9332

centróide (114,137,9) (114,134,10) (79,113,7) (87,128,8)

Coluna
radiometria média 0 277.94 351.11 263.81

tamanho 0 23268 13018 19080

centróide 0 (134,88,8) (82,76,5) (119,91,6)

Fundo
radiometria média 333.6 275.77 419.03 271.96

tamanho 704014 1105648 427159 572668

centróide (161,91,5) (185,192,9) (133,78,6) (171,90,6)
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Tabela 6: Observações medidas a partir de cada imagem original e de sua
respectiva rotulação ideal, relativas às características relacionais en-
tre pares de órgãos: y1 (contraste), y2 (proporção), e y3 (distância).

Atributos relacionais
Observações dos atributos relacionais / paciente

P1 P2 P3 P4

Fígado,Estômago
contraste 0.09 0.072 0.09 0.04

proporção 0.28 0.52 0.61 0.47

distância 100.15 89.1 86.39 86.21

Fígado,Rim Dir.
contraste 0.05 0.1 0.06 0.08

proporção 0.23 0.15 0.15 0.08

distância 48.48 33.15 34.97 40.78

Fígado,Coluna
contraste 0 0.1 0.03 0.21

proporção 0 0.29 0.4 0.27

distância 0 61.37 47.87 74.0

Fígado,Fundo
contraste 0.09 0.11 0.06 0.19

proporção 0.03 0.07 0.08 0.12

distância 97.44 107.6 88.98 120.11

Rim Dir.,Rim Esq.
contraste 0.05 0.02 0.01 0.01

proporção 0.85 0.97 0.68 0.61

distância 81.7 91.65 73.44 77.9

Rim Dir.,Fundo
contraste 0.03 0.01 0.12 0.12

proporção 0.01 0.01 0.01 0.01

distância 50.78 83.52 57.96 82.24

Rim Esq.,Estômago
contraste 0.01 0.005 0.02 0.06

proporção 0.98 0.3 0.35 0.28

distância 50.89 28.31 29.22 35.78

Rim Esq.,Fundo
contraste 0.02 0.03 0.13 0.1

proporção 0.01 0.01 0.02 0.02

distância 66.21 82.96 64.35 92.52

Estômago,Coluna
contraste 0 0.03 0.07 0.18

proporção 0 0.55 0.66 0.58

distância 0 70.22 56.41 80.56

Estômago,Fundo
contraste 0.004 0.03 0.15 0.16

proporção 0.009 0.04 0.05 0.06

distância 108.35 109.89 92.9 127.54

Coluna,Fundo
contraste 0 0.004 0.09 0.02

proporção 0 0.02 0.03 0.03

distância 0 51.13 50.89 51.93
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4.5.3 Variações sobre as segmentações ideais

Para gerar variações das segmentações ideais, realizamos uma série
de modificações a partir das máscaras ideais e suas respectivas ima-
gens originais (Figuras 26 e 27).

Em primeiro lugar, simulamos segmentações ligeiramente distintas
das ideais. Já que uma segmentação manual é inerentemente subje-
tiva, o objetivo dessas alterações foi simular uma segmentação reali-
zada por um outro especialista, com variações mínimas. Para essa fi-
nalidade, aplicamos automaticamente um operador de dilatação mor-
fológica apenas ao conjunto de regiões rotuladas como fígado. O ele-
mento estruturante tridimensional de conectividade 18 foi utilizado
nos testes. A Figura 28 exibe as máscaras resultantes (rotulações) des-
sas dilatações, sobrepostas às imagens de treinamento.

Figura 28: Máscaras obtidas a partir da dilatação dos voxels pertencentes
ao fígado (regiões azuis) por um elemento estruturante 3D (18-
conectividade), sobrepostas às imagens originais. Essas dilatações
foram realizadas para simular segmentações ligeiramente distin-
tas das ideais.

A segunda manipulação dos dados das segmentações ideais teve
por objetivo simular segmentações nas quais alguns órgãos foram ro-
tulados de modo completamente incorreto. Para esse fim, invertemos
automaticamente os rótulos das regiões segmentadas como rim di-
reito e rim esquerdo. Como essas duas estruturas anatômicas são re-
lativamente similares em termos de características de aparência, elas
podem ser mal classificadas. Por outro lado, o fato de estarem em la-
dos opostos do corpo humano e de partilharem relações com órgãos
distintos em suas vizinhanças deveria desfavorecer esse tipo de seg-
mentação errônea. Através da troca desses rótulos, poderemos avaliar
o comportamento da probabilidade dessas observações, e verificar se
o método de fato considera esses aspectos. A Figura 29 apresenta as
máscaras resultantes dessa manipulação, sobrepostas às imagens de
treinamento.

Uma última série de modificações das rotulações ideais consistiu
na troca dos rótulos de voxels aleatórios de maneira incremental. As
Figuras 30 e 31 apresentam algumas dessas novas rotulações, sobre-
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Figura 29: Máscaras obtidas a partir da inversão dos rótulos das regiões
pertencentes ao rim direito (ocre) e ao rim esquerdo (verde), so-
brepostas às imagens originais. Essas inversões foram realizadas
para simular segmentações com órgãos rotulados incorretamente.

postas às imagens originais. A quantidade de rótulos alterados alea-
toriamente foi controlada e dividida em dois intervalos: de 1% a 9%
do total de voxels, em passos de 1% entre uma rotulação aleatória e
a seguinte; depois, de 10% a 100%, com passos de 10%. Em todas as
rotulações aleatórias, asseguramos que o novo rótulo atribuído a um
dado voxel é distinto do rótulo ideal.

O primeiro intervalo produz rotulações cujas quantidades de erros
são relativamente pequenas em relação à respectiva rotulação ideal.
Por outro lado, o segundo intervalo produz rotulações cada vez mais
incorretas. Esses dois cenários permitiram avaliar o comportamento
de P(Gm = gobs) e sua sensibilidade aos erros em diferentes rotula-
ções.

4.5.4 Avaliação das segmentações

As Tabelas 32-34 apresentam o comportamento da probabilidade P(Gm =

gobs), calculada segundo a Equação 4.26, para cada GRA gobs ex-
traído de uma imagem resultante de variações das imagens ideais,
em relação às informações estatísticas armazenadas no GER Gm, cri-
ado segundo as explicações dadas na Seção 4.3.

A Tabela 32 apresenta os valores dos logaritmos das probabilidades
obtidos para as rotulações ideais realizadas manualmente para cada
imagem original associada a um certo paciente (P1, P2, P3, P4), bem
como para as rotulações em que o fígado foi dilatado, ou nas quais os
rótulos dos rins esquerdo e direito foram trocados. Em todos os testes,
a probabilidade se comportou da maneira esperada intuitivamente:
para cada paciente, a probabilidade da rotulação ideal superou as
probabilidades de todas as suas variações. Em relação às variações,
quanto mais expressivos os erros, menor a probabilidade correspon-
dente na grande parte dos casos. Portanto, as rotulações geradas pela
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Figura 30: Máscaras obtidas através da troca incremental de uma porcen-
tagem dos rótulos que compõem a segmentação ideal para cada
paciente. Da esq. para a dir.: as colunas correspondem às imagens
P1, P2, P3, e P4, respectivamente, com sobreposição de suas más-
caras referentes às segmentações com erros aleatórios. De cima
para baixo, cada linha apresenta os resultados para uma dada
taxa de erros, correspondente a 1%, 3%, 5%, 7%, e 9% do total de
voxels da imagem.
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Figura 31: Máscaras obtidas através da troca incremental de uma porcen-
tagem dos rótulos que compõem a segmentação ideal para cada
paciente. Da esq. para a dir.: as colunas correspondem às imagens
P1, P2, P3, e P4, respectivamente, com sobreposição de suas más-
caras referentes às segmentações com erros aleatórios. De cima
para baixo, cada linha apresenta os resultados para uma dada
taxa de erros, correspondente a 10%, 30%, 50%, 70%, e 90% do
total de voxels da imagem.
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dilatação do fígado têm maior probabilidade do que aquelas obtidas
a partir da troca dos rótulos de rins.
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Figura 32: Logaritmos das probabilidades segundo os dados estatísticos
contidos no GER Gm (Seção 4.5.1), calculados para: rotulação
ideal; ligeira modificação da rotulação ideal, resultante da dila-
tação da máscara do fígado; modificação da rotulação ideal, re-
sultante da troca dos rótulos dos rins direito e esquerdo. Cada
linha representa os resultados para cada paciente e suas respecti-
vas imagens resultantes.

As Tabelas 33 e 34 apresentam os logaritmos das probabilidades
obtidos para as rotulações resultantes de trocas aleatórias de rótulos
dos órgãos nas máscaras ideais originais. Na primeira tabela, os re-
sultados exibidos correspondem ao intervalo de erros aleatórios de
1% a 9% do total de voxels, enquanto a segunda tabela apresenta os
resultados para o intervalo de 10% a 100% de erros aleatórios.

O comportamento dos logaritmos das probabilidades também se
repetiu em relação às rotulações geradas a partir de erros aleatórios
adicionados ao ground truth. Contudo, podemos notar alguns fenôme-
nos distintos em relação a esse comportamento, sobretudo quando
a quantidade de erros ultrapassa 80% do total de voxels. Esse fato
pode indicar que o método tem menor capacidade para discriminar
a melhor solução dentre duas rotulações muito ruins. Esse mesmo
fenômeno foi observado para as primeiras rotulações com erros alea-
tórios (1% e 2%) geradas para P1. Como mencionado previamente, a
rotulação ideal de P1 não inclui a coluna vertebral, que acaba sendo
considerada como fundo. Através da troca aleatória de rótulos, po-
deremos ter voxels e regiões rotuladas como coluna vertebral, mas
que são muito diferentes quando comparadas às estatísticas da co-
luna vertebral contidas em Gm. Portanto, nesses casos, o logaritmo
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da probabilidade pode apresentar um comportamento não monotoni-
camente decrescente em relação a menos erros.
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Figura 33: Logaritmo das probabilidades das rotulações modificadas atra-
vés da troca sistemática de rótulos a partir de cada rotulação ideal.
Conforme os erros aumentam, os logaritmos das probabilidades
tendem a cair.
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Figura 34: Logaritmo das probabilidades das rotulações modificadas atra-
vés da troca sistemática de rótulos a partir de cada rotulação ideal.
Conforme os erros aumentam, os logaritmos das probabilidades
tendem a cair, exceto quando as rotulações obtidas são muito
ruins.
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Embora o modelo utilizado esteja apoiado em hipóteses fortes, tais
como |Vobs| = |Vm|, e independência total entre as variáveis aleató-
rias que descrevem os órgãos e suas relações, os resultados práticos
mostram que esse modelo simplificado permite avaliar diferentes ro-
tulações e discriminá-las de maneira bastante satisfatória de acordo
com os dados de aparência e relacionais disponíveis. Ainda, esses
resultados corroboram a hipótese de que rotulações (segmentações)
mais próximas da ideal, de acordo com o modelo estatístico, são mais
prováveis do que rotulações ruins.





5
C O N S I D E R A Ç Õ E S F I N A I S

Digo: o real não está na saída nem na chegada:
ele se dispõe para a gente é no meio da travessia.

— João Guimarães Rosa, em Grande Sertão: Veredas

5.1 resumo das contribuições

Nesta tese, apresentamos uma metodologia para modelar objetos es-
truturados, combinando o conhecimento acerca do arranjo estrutural
que os caracteriza, com as estatísticas estimadas para características
que descrevem a aparência de seus elementos primitivos e as relações
entre eles.

Através desse modelo híbrido, o problema de reconhecimento de
objetos estruturados em imagens foi formulado sob um enfoque pro-
babilístico, que avalia a pertinência de uma dada rotulação de uma
imagem de entrada de acordo com o modelo. Assim, o modelo é in-
terpretado como uma variável aleatória cujas leis são conhecidas, e o
reconhecimento derivado de uma rotulação é interpretado como uma
potencial observação dessa variável, cuja probabilidade desejamos co-
nhecer. Esse formalismo determina uma função-objetivo, ou energia,
que é adotada no processo de otimização do reconhecimento final
almejado. Assim, as características estatístico-estruturais são incorpo-
radas, por meio dessa função, ao algoritmo de otimização escolhido.

Essa proposta se insere numa vertente de trabalhos relacionados a
reconhecimento de objetos, que pretende aproveitar os conhecimen-
tos provenientes do histórico de estudos em reconhecimento estatís-
tico de padrões, juntamente com os métodos de reconhecimento es-
trutural de padrões, dotados de um grande poder de representação e
sustentados por sólidas teorias, como grafos e autômatos.

O levantamento bibliográfico (Capítulo 2) dos trabalhos do estado-
da-arte que discutem essa conjunção de paradigmas aponta para a
possibilidade de aplicação de métodos estatísticos em quaisquer eta-
pas de um processo de reconhecimento, desde a representação dos
objetos ao reconhecimento final. Nesta tese, buscamos adotar esse hi-
bridismo tanto na modelagem de um objeto estruturado, quanto no
seu reconhecimento em imagens.

A seguir, discutiremos as principais contribuições oriundas do tra-
balho, assim como seus desafios e limitações.
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5.1.1 Modelagem híbrida de objetos estruturados

Para considerar a complementaridade entre os enfoques estatístico e
estrutural para reconhecimento de padrões, propusemos uma repre-
sentação para um objeto ou sistema estruturado por grafo estatístico-
relacional (GER), a qual permitiu integrar, numa única estrutura de
dados, as fontes de informação estatística e relacional que o descre-
vem. Além disso, a definição suficientemente generalista de um GER
o torna igualmente adequado para representar objetos ou sistemas es-
truturados bidimensionais, ou tridimensionais, de maneira uniforme.

As estatísticas que modelam as variáveis aleatórias representantes
de atributos de aparência e relacionais de um elemento primitivo fo-
ram naturalmente integradas a esse grafo por meio dos vetores de
atributos de que um GRA dispõe. Em particular, no caso do GER, esses
vetores armazenam os parâmetros das distribuições de probabilidade
estimadas para cada cada variável aleatória. Por outro lado, a descri-
ção estrutural e relacional típicas de um objeto estruturado foram
integradas no GER através de sua topologia.

Devido a essas características da modelagem híbrida, a criação de
um GER compreende os seguintes subproblemas:

• definição dos elementos primitivos que descreverão o objeto es-
truturado, e determinarão o número de nós do grafo;

• definição das relações entre os elementos primitivos, que deter-
minarão a topologia do grafo;

• escolha das características de aparência que descreverão cada
elemento primitivo, e cujos parâmetros serão estimados e arma-
zenados nos vetores de atributos dos nós do GER;

• escolha das características relacionais que descreverão quantita-
tivamente as relações entre elementos primitivos, e cujos parâ-
metros serão estimados e armazenados nos vetores de atributos
dos arcos do GER;

• escolha e disponibilidade de um conjunto de treinamento re-
ferente ao objeto estruturado em questão, para realização do
aprendizado supervisionado das estatísticas de suas caracterís-
ticas de aparência e relacionais.

A determinação dos elementos primitivos e de suas relações é trans-
ferida para a linguagem de grafos, que são extensivamente adotados
no paradigma de reconhecimento estrutural de padrões. Já os três úl-
timos subproblemas estão diretamente relacionados ao paradigma de
reconhecimento estatístico.

Em particular, a escolha de características de aparência e relacio-
nais discriminantes pode ser feita de diferentes maneiras, segundo
a aplicação de interesse e os dados disponíveis: através da simples
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inspeção visual de diferentes amostras de um objeto estruturado, ou
através da análise de especificações conhecidas de seus elementos pri-
mitivos (como no caso da modelagem de órgãos abdominais), ou, de
maneira mais robusta, através dos métodos automáticos de seleção
de características [JZ97].

Uma vez determinadas as características, a estimação de parâme-
tros das distribuições de probabilidade das variáveis aleatórias que
as modelam pode ser realizada com apoio de métodos clássicos de
aprendizado supervisionado estatístico, como, por exemplo, os esti-
madores de parâmetros Bayesiano, ou de máxima verossimilhança.

Desses fatos, fica evidente como as técnicas pré-existentes, oriundas
de ambos os paradigmas, podem ser reutilizadas na construção do
GER, bem como o grande potencial de representação desse grafo.

Para validar a modelagem híbrida experimentalmente, propuse-
mos sua aplicação à descrição de órgãos abdominais em imagens de
ressonância magnética, um domínio que se mostrou bastante desafi-
ador e adequado para ser tratado dentro da abordagem estatístico-
estrutural proposta devido às suas características intrínsecas.

5.1.2 Abordagem probabilística para reconhecimento de objetos estrutura-
dos

O segundo aspecto da metodologia proposta consistiu em realizar o
reconhecimento em imagens de um objeto estruturado à luz de seu
respectivo GER. Dada uma imagem contendo um objeto estruturado,
desejamos reconhecer e agrupar seus pixels ou voxels de forma que,
ao final, obtenhamos conjuntos de regiões associadas aos elementos
primitivos modelados e que estão presentes na imagem. Nesse cená-
rio, o desafio consistiu em utilizar efetivamente os dados estatísticos
e as informações relacionais expressas pelo GER para definir essa as-
sociação entre o conteúdo da imagem e o modelo.

Dado que a representação digital de uma imagem (informações de
baixo nível) não está na mesma escala de interpretação do modelo (co-
nhecimento de alto nível), propusemos uma representação por grafo
de observação, no intuito de conectar esses dois níveis de representa-
ção e, então, proceder ao reconhecimento baseado em modelo.

Como lidamos com objetos estruturados e um modelo descrito por
um grafo, tratamos o problema de reconhecimento sob uma perspec-
tiva probabilística relacionada ao problema de casamento entre gra-
fos. Essa interpretação levou à formulação de uma função-objetivo
para comparar o grafo modelo Gm e o grafo de observação gobs, que
consiste, na verdade, na probabilidade de se observar uma rotulação
da entrada, dado o grafo modelo. O reconhecimento almejado é defi-
nido como um problema de otimização dessa probabilidade.

O comportamento dessa função-objetivo foi estudado em situações
distintas através de simulações com dados sintéticos, bem como num
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quadro experimental prático. Nesse último caso, estudamos o com-
portamento da função em relação ao reconhecimento de órgãos abdo-
minais em imagens de ressonância magnética, os quais foram mode-
lados através de um GER. Nesses dois cenários, estudamos a hipótese
de independência mútua entre os elementos primitivos e as variáveis
aleatórias que os descrevem.

Embora essa hipótese desconsidere as dependências que possam
existir entre os elementos primitivos do modelo, ela permite estimar,
de modo simples, os parâmetros das variáveis aleatórias de aparência
e relacionais, facilitando o cálculo da probabilidade de uma rotulação
dada por P(Gm = gobs).

Os resultados obtidos experimentalmente apontam que, apesar des-
sa restrição, P(Gm = gobs), sob a hipótese de independência, é capaz
de diferenciar rotulações distintas satisfatórias daquelas que são inde-
sejáveis. Tanto na simulação, quanto no problema de modelagem dos
órgãos abdominais, rotulações ruins tiveram probabilidades ínfimas,
enquanto rotulações mais próximas das ideais apresentaram proba-
bilidades muito mais elevadas. Dessa forma, essa probabilidade se
mostra adequada para ser otimizada e adotada como função-objetivo
para reconhecer objetos estruturados segundo o modelo estatístico-
relacional.

É importante ressaltar também que esse formalismo permite reco-
nhecer diferentes elementos primitivos simultaneamente. Outros mé-
todos existentes frequentemente exigem a aplicação consecutiva de
um mesmo algoritmo que trata o caso binário, capaz apenas de reco-
nhecer um único objeto e o fundo, até obter a segmentação do con-
junto de objetos desejados.

5.1.3 Ferramentas computacionais e implementação

Para implementar a modelagem híbrida proposta, a aluna desenvol-
veu um arcabouço de programas na linguagem C++. Todos os méto-
dos referentes a imagens foram construídos em torno da represen-
tação de imagens digitais nativa da biblioteca Tivoli (de Traitement
d’Images Volumiques) desenvolvida no Depto. de Tratamento de Sinal
e Imagens do Institut Télécom ParisTech. Também adotamos algumas
funções dessa biblioteca, disponíveis para processamento de imagens
volumétricas.

As estruturas de dados adotadas para implementar o conceito de
grafo estatístico-relacional, bem como de grafos de observação, con-
sistiram em extensões das estruturas de grafos nativas da biblioteca
boost, para comportar os atributos e particularidades dos grafos pro-
postos na tese. A implementação do formalismo probabilístico fez
também uso de funções matemáticas e estatísticas da biblioteca GNU
Scientific Library.



5.2 perspectivas 99

Em relação às imagens médicas, todas as segmentações e rotulações
manuais dos órgãos abdominais nas imagens de treinamento foram
realizadas com auxílio de um conjunto de ferramentas para visuali-
zação, manipulação, e tratamento de imagens médicas comumente
utilizadas nos projetos conduzidos no Institut Télécom ParisTech, tais
como Mipav, 3D Slicer, MedInria, Anatomist/Brainvisa.

5.2 perspectivas

A compreensão mais profunda dos problemas relacionados à mode-
lagem híbrida para objetos estruturados, assim como do formalismo
probabilístico, revelou novas questões a serem estudadas e aspectos a
serem considerados futuramente, que relatamos nas seções a seguir.

5.2.1 Desafios em relação ao modelo de objetos estruturados

Como afirmamos na Seção 5.1.1, o processo de criação de um GER

adequado para descrever um objeto estruturado compreende diferen-
tes subproblemas, dentre os quais, a seleção de boas características
de aparência e relacionais, e métodos para inferir parâmetros das dis-
tribuições de probabilidade que regem cada atributo.

Apesar desses subproblemas encontrarem soluções gratuitas no re-
conhecimento estatístico de padrões, muitos deles não são evidentes
quando tratamos de relações. Por exemplo, a inferência e o apren-
dizado de boas relações para descrever um objeto estruturado com-
plexo exige técnicas mais sofisticadas e não triviais, para as quais
encontramos fundamentos na teoria de aprendizado estatístico-rela-
cional [GT07]. Portanto, essa é uma área de interesse com potencial a
ser explorado de acordo com o objeto estruturado a modelar.

Outra questão se refere às definições de relação espacial. Normal-
mente, essas relações são definidas segundo elementos da teoria de
conjuntos difusos (fuzzy set theory), que são representadas por conjun-
tos difusos e suas respectivas funções de pertinência, que medem a
pertinência de algum elemento à relação em questão. Assim, evoca-
mos a questão de como trabalhar com estatísticas e probabilidades
sobre essas medidas que não correspondem a um número, e como
incorporá-las às estatísticas do modelo [Neu04, SB04]. Uma outra
abordagem para essa questão é delegar a utilização das relações espa-
ciais ao processo de reconhecimento, para que sejam adotadas como
restrições às rotulações a serem exploradas a cada passo da otimiza-
ção probabilística, e não diretamente no cálculo da probabilidade.

Finalmente, indicamos a extensão da modelagem ao uso de hiper-
grafos como representação de objetos estruturados, permitindo conec-
tar diversos subconjuntos de nós de Gm, e não apenas pares de nós.
Essa extensão permitiria explorar relações n-árias, com n >= 3, entre
os elementos primitivos, como é o caso da relação “entre” [BCCJ06].
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Por exemplo, no caso da aplicação em imagens RM, essa relação des-
creveria o fato de que “a coluna está entre o rim direito e o rim
esquerdo”. Ela também serviria para descrever a relação composta
pelas asas direita e esquerda, e a fuselagem, no modelo de avião.

5.2.2 Desafios em relação ao processo de reconhecimento

Um dos principais trabalhos a serem efetuados na continuidade desta
tese é concluir o estudo parcial sobre o formalismo de campos aleató-
rios Markovianos aplicado ao reconhecimento probabilístico de obje-
tos estruturados. A possibilidade de explorar as informações de baixo
nível oriundas da representação da imagem através dessa teoria e,
simultaneamente, de considerar as informações de alto nível, corres-
pondentes às relações espaciais introduzidas pelo modelo, demonstra
autenticidade e um embasamento teórico significativo.

Ainda, podemos destacar os seguintes aspectos a serem investiga-
dos, referentes à etapa de otimização da probabilidade P(Gm = gobs):
estudo da possibilidade de considerar as probabilidades das caracte-
rísticas e as relações espaciais para restringir o espaço de possibilida-
des dos algoritmos de otimização; comparação de diferentes algorit-
mos de otimização em conjunto com a função-objetivo proposta.

5.2.3 Desafios em relação à modelagem de órgãos computacionais

A modelagem de órgãos abdominais não é uma tarefa simples, de-
vido à complexidade das relações entre os órgãos, à elasticidade pró-
pria de alguns órgãos (como bexiga, estômago, intestinos), além da
variabilidade das características interpessoais, ou mesmo das dispari-
dades decorrentes de imagens de um mesmo paciente adquiridas em
momentos distintos. Nesta tese, construímos um modelo computaci-
onal simplificado a partir de um subconjunto dos órgãos abdominais,
mas que incorporou um conjunto de características de aparência e
relacionais fidedignas aos conhecimentos anatômicos.

Num segundo momento, seria desejável a inclusão de novos órgãos
no modelo, tais como bexiga, intestinos delgado e grosso, pâncreas, e
vesícula biliar. Porem, é importante ressaltar que, para tanto, as ima-
gens disponíveis devem ter uma resolução suficientemente grande
para capturar as áreas correspondentes a órgãos menores.

Na modelagem realizada, consideramos imagens provenientes de
um único tipo de equipamento de RM, de acordo com um único proto-
colo de aquisição. Seria interessante considerar também imagens de
ressonância magnética heterogêneas quanto a esses aspectos no con-
junto de treinamento, e na etapa de reconhecimento. Ainda, de modo
mais amplo, seria interessante investigar meios de criar um modelo
estatístico-relacional multimodalidade, para usufruir de possíveis in-
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formações complementares oriundas de imagens de outra natureza,
como as de tomografia computadorizada.

Evidentemente, a metodologia poderá ser aplicada também a ou-
tros problemas envolvendo objetos estruturados, para os quais in-
formações estatísticas sejam relevantes, tais como os problemas de
reconhecimento de cenas estruturadas de imagens naturais, ou seg-
mentação de faces.
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Abstract

Model-based methods play a central role to solve differ-
ent problems in computer vision. A particular important
class of such methods rely on graph models where an object
is decomposed into a number of parts, each one being rep-
resented by a graph vertex. A graph model-based tracking
algorithm has been recently introduced in which a model is
generated for a given frame (reference frame) and used to
track a target object in the subsequent ones. Because the
view of an object changes along the video sequence, the so-
lution updated the model using affine transformations. This
paper proposes a different approach and improves the pre-
vious one in several ways. Firstly, instead of updating the
model, each analyzed frame is backmapped to the model
space, thus providing more robustness to the method be-
cause model parameters do not have to be modified. A dif-
ferent method for model generation based on user traces
has also been implemented and used. This model genera-
tion approach is much simpler and user-friendly. Finally, a
graph-matching algorithm that has been recently proposed
is used for object tracking. This new algorithm is more ef-
ficient and leads to better matching results. Experimental
results using synthetic and real sequences from the CAVIAR
project are shown and discussed.

1 Introduction

Structural pattern recognition is based on the concept
that each pattern is composed by a certain number of parts
and the relations between them. For instance, a house may
be decomposed as a roof on top of walls. A wall may have
a door in it, which in its turn has a window beside it. The
house parts are: roof, walls, door and window. The rela-
tions are on top, in, beside. There has been intense research
on structural pattern recognition methods, particularly for
computer vision applications [1, 4]. The present paper ad-
dresses the problem of tracking an object in a video se-

quence while recognizing its parts in each frame. A struc-
tural pattern recognition approach based on inexact graph
matching is adopted.

There is a large literature on parts detection and recog-
nition using graphs [3, 5]. The method discussed herein is
based on a recent object tracking scheme [6] which, in turn,
derives from the inexact matching method described in [2].
In this approach, the object of interest is decomposed into
parts and represented as a graph. Each part of the model
is associated to a graph vertex. Spatial relations are mea-
sured from the parts of the image and represented as graph
edges linking the corresponding vertices. A similar graph is
extracted from the image where the object parts should be
segmented and recognized. These tasks are carried out by
matching the vertices from the model to the input graph.

The present paper starts from the method described in [6]
and improves it in a number of different ways. The track-
ing and recognition results are better and obtained in a
much more efficient way. Model generation is carried out
from imprecise traces made by a user through a specially-
designed GUI. The model update strategy has been replaced
by a model-space oriented concept: the frame to be rec-
ognized is backmapped to the model space, which leads
to more robust results since the model parameters do not
have to be re-estimated for each frame. A new matching
algorithm, recently introduced in [7] for static image seg-
mentation, has been adapted and employed, leading to bet-
ter and faster results. Finally, different pre-processing steps
based on motion estimation and connected component anal-
ysis have been created. These aspects constitute the main
original contributions of the present paper.

This paper is organized as follows. Section 2 reviews the
main concepts of the approach, thus providing an overview
of the method. The main contributions of the current paper
are presented in Section 3, which is followed by the ex-
perimental results in Section 4. The paper is concluded in
Section 5.



2 Graph-based methodology overview

This section reviews the mathematical modeling used
in [6] for object tracking. The basic idea behind the method
is to identify the target object in a given frame (reference
frame) and then to track it by recognizing and mapping its
parts in the subsequent frames. Therefore, object identi-
fication in the reference frame is equivalent to identifying
its parts. This task may be carried out interactively (user-
oriented) or by means of automatic detection procedures
(e.g. face detection methods for face tracking and recog-
nition applications). This step is known as model genera-
tion and is addressed in Section 3.1. Both object model and
subsequent frames are similarly represented by attributed
relational graphs (ARG) [9]. An ARG is actually a graph in
which attribute vectors are assigned to vertices and to edges.
Such vectors are responsible for adding relevant problem
information to a graph data structure, since they hold sym-
bolic properties and features related to the nodes and edges
they are assigned to. We will henceforth refer to the model
graph simply as model. On the other hand, the input graph
is associated to the target frame where the object of inter-
est should be tracked / recognized. Figure 1 provides an
overview of the method. A model Gm is generated in the
reference frame (F0). Subsequent frames F1, F2, . . . , Fn

are analyzed so that input graphs G1
i , G

2
i , . . . , G

n
i are also

generated. Model and input graphs are matched, thus result-
ing in the tracked objects with recognized parts (indicated
as Ri in the figure).

Figure 1. Overview of tracking process.

More formally, an ARG is a graph with feature vec-
tors defined by a tuple G = (V,E, µ, ν), where V de-

notes the vertices and E the edges. V is associated to ob-
ject parts, whereas edges represent spatial relations between
them. ∀v ∈ V , there is an associated object attribute vector
µ : V → Rp. Analogously, ∀e ∈ E, there is an associated
relational attribute vector ν : E → Rq . The values p and
q indicate the number of vertex and edge attributes, respec-
tively. Adjacency graphs [8] have been used to define the
graph topology.

Let G = (V,E, µ, ν) be an ARG, v, w ∈ V be two ver-
tices and a = (v, w) ∈ E and a′ = (w, v) ∈ E be two
edges. The object attribute vector µ(v) is defined as:

µ(v) = (RGB(v), c(v)). (1)

The term RGB(v) is a tuple (r(v), g(v), b(v)) of the
normalized average RGB-levels of the image region asso-
ciated to vertex v, whereas c(v) indicates the centroid co-
ordinates of the region. The relational attribute vector is
defined as:

ν(v, w) = (−→v ), with −→v =

−−−−−−−−−→
(c(w)− c(v))

dmax
. (2)

where dmax is the maximum distance between two points
in the image.

The input ARG Gi is generated from the watershed par-
tition [10] of an input frame. Each watershed region is asso-
ciated to an input ARG vertex and its object attributes vector
is calculated from the corresponding watershed region (i.e.
average RGB tuple and centroid). The watershed partition
also helps to define the ARG topology, which is created as
an adjacency graph based on the watershed basins neighbor-
hood. It is also necessary to calculate the model Gm, which
is explained in Section 3.1.

A solution to the tracking/recognition problem is a map-
ping from Vi to Vm [6]. Because |Vi| is usually much larger
than |Vm|, a suitable homomorphism between Gi and Gm

should map distinct vertices of Gi onto a single vertex of
Gm, which corresponds to merging coherent input regions.
An association graph G̃A betweenGi andGm is defined as
the complete graph G̃A = (VA, EA), where VA = Vi × Vm
and EA = Ei × Em. Thus, G̃A is a graph representa-
tion of all possible mappings from Gi to Gm. Particu-
larly, homomorphisms between Gi and Gm are a family
of such possible mappings. A graph homomorphism h be-
tween Gi and Gm is a mapping h : Vi → Vm such that
∀a1 ∈ Vi,∀b1 ∈ Vi, (a1, b1) ∈ E ⇒ (h(a1), h(b1)) ∈ Em.
This definition assumes that all vertices in Gi should be
mapped to Gm.

As proposed in [2], a solution for finding a homomor-
phism between Gi and Gm may be defined as a complete
subgraph G̃S = (VS , ES) from the association graph G̃A,
in which VS = {(a1, a2), a1 ∈ Vi, a2 ∈ Vm} such that
∀a1 ∈ Vi,∃a2 ∈ Vm, (a1, a2) ∈ VS , and ∀(a1, a2) ∈



VS ,∀(a1′, a2′) ∈ VS , a1 = a1
′ ⇒ a2 = a2

′, assuring that
each vertex from the input ARG corresponds to exactly one
vertex of the model ARG and |VS | = |Vi|. Such a solution
only considers the structures of Gi and Gm, giving rise to
many possible homomorphisms between both graphs. In or-
der to find a suitable solution, a cost function is defined, so
that the search may be expressed as an optimization prob-
lem.

Consider again Gi and Gm, as well as vertices a1, b1 ∈
Vi, a2, b2 ∈ Vm and edges e1 ∈ Ei, and e2 ∈ Em. Let
G̃S be a suitable subgraph of the association graph G̃A that
represents a valid solution. The adopted cost function is
defined as:

f(G̃S) =
α

|VS |
∑

(a1,a2)∈VS

cV (a1, a2)+
(1− α)
|ES |

∑

e∈ES

cE(e).

(3)
f is a weighted sum of object (cV ) and structural (cE)

properties. The cost functions cV and cE , defined in [7]
and adopted in this paper, consist of dissimilarity measures
between vertices and edges, respectively. Thus, compatible
pairs of vertices or edges present small dissimilarity value
and contribute to minimizing f .

3 Proposed approach

This section presents the improved methodology to ob-
ject tracking using graph matching. We first present the new
tool for model generation, and the strategy to facilitate the
segmentation algorithm. We propose a way to approximate
the object for detection and then a new paradigm that maps
the input graph back to the model space.

3.1 Model generation

The model is an ARG that represents object parts and
background of an object neighborhood. In Section 2, we
described the ARG generation process. Model generation
is a particular case of ARG generation. In [7], the model
generation process is presented to segment static images.
We adapted this procedure by introducing background la-
beling, which is fundamental for object tracking. Basically,
a model is generated by an interactive process in which the
user makes some traces associating object parts to specific
labels. If a labeled trace intersects a watershed region, a cor-
respondent new labeled vertex is added to the ARG. Figure
2 depicts this step.

A specific tool including a GUI (Figure 3) to con-
trol this process has been developed using the platform
C++/GTKmm 1. This tool is integrated with Intel OpenCV

1http://www.gtkmm.org

(a) (b) (c)

(d) (e) (f)

Figure 2. Model generation steps: (a) refer-
ence frame; (b) region of interest; (c) user-
defined traces; (d) watershed partition; (e)
intersection of watershed regions with user-
defined traces; (f) model superposed to orig-
inal image.

library 2, which implements the tracking methodology.

(a)

(b)

Figure 3. Model generator: (a) ROI and traces
defined by user; (b) resulting model.

2http://sourceforge.net/projects/opencvlibrary



3.2 Pre-processing

Yilmaz et al. [11] list four ways to detect objects: point
detectors, background subtraction, segmentation and super-
vised learning methods. We based our method in a restricted
area of segmentation, i.e. segmentation is performed inside
a region of interest (ROI) for the sake of computational sav-
ings and object segmentation quality. The pre-processing
step aims at obtaining a dilated object silhouette as a ROI
and control points to calculate object motion.

Initially, the user defines a rectangular ROI, which may
not represent the object shape properly. Therefore, we com-
pute an input ARG from the original ROI and segment this
region by matching against the model. The result includes
classified object parts as well as the classified background
region. The object silhouette is the union of object parts
whereas the strategic control points are the centroids of
parts. This process is illustrated in Figure 4.

(a) (b) (c)

(d) (e) (f)

Figure 4. Pre-processing steps: (a) model su-
perposed to rectangular ROI; (b) input graph
computed inside a rectangular ROI; (c) seg-
mentation; (d) centroids of object parts for
motion estimation purposes; (e) object sil-
houette; (f) dilated object silhouette.

3.3 Approximate object detection

Before the final object detection through model-based
segmentation, we have proposed an approximate object de-
tection pre-stage to simplify the input graph extraction and
the graph-matching computing. We estimate an affine trans-
form Ti that maps an object of an input frame i onto the
object in reference frame. T−1i denotes the inverse of Ti.
Let S be a binary image of the dilated object silhouette ob-
tained in the pre-processing step. Therefore, T−1i (S) de-
notes the region of interest of the input frame i. In fact,

the transformation Ti can only be estimated after segmen-
tation of frame i because the segmentation provides control
points that match those in pre-processing step. These con-
trol points allow us to calculate a proper affine transforma-
tion (see Section 3.4).

We used a dilated version of the silhouette because even
if Ti is not accurate, T−1i (S) still will include the whole ob-
ject. At this point, we emphasize that the object is not fully
detected, because the region may include non-object parts
that need to be classified. Ti(S) plays the role of a mask for
input graph generation in order to save computational pro-
cessing. It helps to eliminate other moving objects that may
lie on any part of the scene.

Figure 5. Approximate object detection. In
the first row, the transformation T maps the
object of input frame i onto the object of the
reference frame. In the second row, we use
T−1 to map the dilated object silhouette onto
the approximate dilated silhouette of input
frame i+ 1.

3.4 Backmapping

The key idea behind our tracking methodology is to
backmap an object onto the reference frame for segmen-
tation. In this work, backmapping is defined as the task
of estimating an affine transformation that maps an input
graph back to the model space. This procedure and the seg-
mentation step are strongly interdependent. During the sec-
ond input frame processing, the respective input graph is
not classified and is slightly misaligned with respect to the
model. Thus, the segmentation step precedes the backmap-
ping. After segmentation, the backmapping is estimated
and applied to the input graph of the next frame. A well-
performed backmapping depends on a well-performed seg-
mentation and vice versa.

This approach differs from the original method which is
based on model update, i.e. the model is mapped onto the



object of the current frame, whereas our approach holds the
model fixed in order to prevent accumulation of errors in
backmapping estimation and therefore model degeneration.
Figure 6 confronts other two approaches.

(a) Original approach.

(b) New approach.

Figure 6. Original x new approach. In the
original approach the model suffers sequen-
tial transformations that may degenerate the
model. In the new approach the model is
fixed and input graph is backmapped.

We assume that an object part is a connected component.
After the segmentation step, we filter the resulting image
of selecting the largest connected component for each part
(Figure 7).

(a) (b)

Figure 7. Connected components heuristic:
(a) raw segmentation; (b) segmentation after
connected component filtering.

The last step is to estimate the backmapping affine trans-

formation. We take the centroids of each classified object
part and we build a linear system to recover the transfor-
mation matrix. The affine transformation is given by six
parameters, so the segmented input frame, and also the ref-
erence frame, must present at least three object parts.

4 Experimental results

The algorithms have been implemented using C++ and
Intel OpenCV library. The timings reported here refer to
a Celeron machine (1.73GHz) with 1GB of RAM. The
dataset has three MPEG sequences (320×240 pixels/frame)
and frame rate of 30fps. Segmentation was performed with
α = 0.4 (weight for vertex cost, see Section 2) and δ = 0.6
(weight for modulus edge cost [7]). Results present tracked
sets with recognized parts and approximate object detec-
tion. The time consumption for the three cases is about
10 seconds for model generation, 13 seconds for the pre-
processing step and 20 seconds per processed frame.

In the first sequence, a boy performs a translation from
left to right of scene. The boy’s body, skate board and some
background have been labeled according to the Figure 8(a).
The result (Figure 9) shows 5 sequence frames sampled in
5-spaced intervals, from a total of 36 frames. We achieved
a good visual performance in this sequence, with just very
small variations along the frames due to excessive blur and
low resolution image.

The second sequence is from a rotation of a doll. The
doll’s body and a background region have been marked ac-
cording to Figure 8(b). In this case, the watershed gives rise
to only one background region. This is a problem because
the whole background is represented by just a single vertex.
If that vertex is misclassified, all the background is misclas-
sified. Thus, new vertices are generated around object by
splitting of background into a p×q-square grid (p = q = 25
pixels in this sequence). The result (Figure 10) shows 5 se-
quence frames sampled in five 15-spaced intervals, from a
total of 60 frames (rotation of 60 degrees). In column 4 of
Figure 10(b), the doll’s right arm (reference of the reader)
was misclassified as background due to a post-processing
filter. If on the one hand this post-processing helps to main-
tain a good visual performance, on the other, objects may
disappear if they disconnect from the main part. In the next
frame, the tracking algorithm recovers from the mistake.

The third sequence is from the CAVIAR project 3. There
are three people walking from top to bottom of the image
causing a zoom effect. We modeled the three people as a
unique object (Figure 8(c) depicts object and background
modeling). This sequence includes challenging elements
such as other moving people, shadows, heterogeneous back-
ground and poor object resolution in reference frame. Fig-

3EC Funded CAVIAR project/IST 2001 37540, found at URL:
http://homepages.inf.ed.ac.uk/rbf/CAVIAR/



ure 11 shows some results. Our approximate object detec-
tion strategy eliminates non-target objects. In some frames,
dark strips of the floor was merged to dark pants of the three
targets, a limitation due to the way that the watershed algo-
rithm is being used. The advantage of structural approach
is that artifacts, like other people walking on scene, do not
introduce errors in the tracking if they are not very close to
the tracked object. On the fourth column of the second row,
approximate object detection estimates a rotation that does
not occur in video sequence. The cause is the loss of few
object parts, therefore a bad estimation of motion control
points (object parts centroids). Common effects of bad esti-
mation is rotation and, in some cases (depending on object
symmetry), scaling.

(a) (b) (c)

Figure 8. Regions of interest and traces for
three video sequences.

5 Concluding remarks

Recent advances on video analysis show that Structural
Pattern Recognition may be a promising way to approach
the object tracking problem. A previous work models the
objects to be tracked as a graph with attributes and, for each
frame, the model is updated using affine transforms. In this
paper, we proposed a new paradigm where the model is
not updated for the subsequent frames but it is the object
that is backmapped to the original model, simplifying the
algorithm. The graph-matching algorithm involved in this
process has also been changed to the one presented in [7].
In relation to the previous one, this one has decreased
the runtime complexity from O(|Vg||Vi|) to O(|Vg| ∗ |Vi|),
drastically dropping the amount of time taken to process
a given video. In practice, when tested4 against the goose
sequence [6], it has taken 5 minutes (in comparison to 78
minutes from the previous work), with visually similar
results. Finally, the initial model generation is done now
with a user-friendly interface. The approach has been
implemented, tested (to certify against implementation
mistakes) and experimented in some video sequences,
three of them were reported in this work (one of them

4experiment available on www.vision.ime.usp.br/ thiagopx/sibgrapi/

is a surveillance video used to test motion segmentation
algorithms). The results are very promising and show sig-
nificant improvements in relation to the previous approach.
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Figure 9. Results of the first experiment.

Figure 10. Results of the second experiment.



Figure 11. Results of the third experiment.
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Abstract

This article presents a novel graph matching technique for seg-
menting and recognizing object parts in images according to a model.
Both model and input images are represented by means of attributed
relational graphs which convey appearance features through object at-
tributes and structural properties through relational attributes. Since
the model and input graphs might present topological differences, a
new structure called the deformation graph is introduced. The segmen-
tation and recognition process is achieved through a new graph match-
ing algorithm based on the deformation graph, which corresponds to
labelling the input graph in order to minimize the deformations intro-
duced in the model when it is updated with input information. This
method is applied to the problem of multiple label segmentation and
has shown to be fast with successful experimental results on both nat-
ural color images and video. Experiments have also allowed the evalu-
ation of model robustness and reuse when segmenting different images
using the same generated graph model to recognize similar objects in
each of them, thus minimizing user intervention. The proposed tech-
nique has been implemented as an open-source application available at
http://structuralsegm.sourceforge.net/.

1 Introduction

Segmentation and recognition of objects in digital images are essential steps
in many important imaging applications. Solutions to such problems cover a
wide range of techniques, among which, those based on graphs. A graph is a
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powerful data structure for object representation, since its vertices and edges
can be related, respectively, to pictorial elements and their relations and
structure. Graphs may easily describe objects in terms of their component
parts, being especially suitable when dealing with non-rigid objects such as
facial features or the human body [1–3], or any kind of structured object in
general [4]. When attributes are assigned to each vertex and to each edge
of a graph, representing appearance and relational features, the graph is
usually called an attributed relational graph (ARG).

The literature on graph-based image segmentation is extensive and intro-
duces important methods, such as the Image Foresting Transform (IFT) [5],
graph-cuts and Markov-Random-Fields-based (MRF) methods [6–9], amongst
others. According to the resulting image partition, segmentation methods
might be classified as binary, when only a foreground-background image is
obtained, or as multi-label, when more than two meaningful image regions
are produced. Graph-cut methods [6, 7, 9] are an important example of the
binary segmentation case. Although not linear in the number of pixels of
the input image, the graph-cut based approaches are reported to have very
reasonable running times [10]. However, an extension of such methods to
the multi-label problem is reduced to the multiway-cut problem [11], which
is NP-Hard, requiring heuristics to obtain a solution and additional compu-
tational effort [12]. Grady [13] has also proposed a multi-label interactive
image segmentation algorithm, in which the input image is viewed as a graph
and the task is to determine the probability that a random walker starting
at each unlabeled pixel will first reach one of the pre-labeled pixels.

Another class of graph-based segmentation methods has also been pro-
posed in the literature [1, 14–18], usually under an object recognition per-
spective. In most cases, some supervised information about the target ob-
ject(s) is expressed by means of a prototype model of the objects of interest,
and segmentation is thus seen as a graph-matching problem between two
graphs representing the input and the model. The matching step implies a
mapping from the input vertices to their corresponding model vertices and,
according to the restrictions imposed over such mappings, the algorithms
may be classified either as exact or inexact (also known as error-tolerant).

The first category usually searches for strict correspondences between
the sets of vertices and edges, accepting isomorphisms [19], sub-graph iso-
morphisms [20], or at most homomorphisms. All these guarantee that at
least all edge relations shall be preserved. On the other hand, the inexact
category [19, 21–25] allows approximate solutions when an exact mapping
is not available, which is usually done through an optimization procedure
which assigns a cost value to each solution and heuristics which search for
minimizing or maximizing such values. These procedures might evaluate
various aspects of the graphs, such as operations of vertex or edge inclusion
or removal, vertex or edge (dis)similarities, among others.

Although the model and input images are related, their ARG repre-
sentations often present different topologies due to the distinct natures of
input and model partitioning, which produces different number of vertices
and edges (Fig. 1). Such differences imply difficulties to determine a suitable
mapping between the input and model graphs, as well as high computational
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Figure 1: Matching of two topologically different attributed relational graphs ver-
sus two topologically equivalent ones under a deformation point of view.

cost. There exists a combinatorial number of possible graph matchings and
the optimization procedure not only has to consider vertex similarities, but
it also has to evaluate various structural matching configurations in order
to avoid fragmented regions and preserve the borders of the objects. The
structural information is used to rule out those “configurations” which are
not plausible for a final segmentation. However, this might be misleading
when both topologies are distinct and cause the method to look down on
potential solutions, as shown in Fig. 1. For instance, consider an input edge
connecting two input vertices which represent adjacent oversegmented re-
gions related to two distinct objects (e.g. a subregion of the iris and an
adjacent subregion of the sclera in Fig. 1). Consider also a model edge con-
necting model vertices which represent the same previous objects (e.g. the
iris and the sclera). Although such a match is suitable in theory, the edges
are quite different and may thus be evaluated as a bad solution.

In order to take structure into account and yet avoid the problem of
directly matching two topologically different graphs, this paper introduces
a novel inexact graph matching algorithm which deals with this matter by
viewing each possible matching from an input ARG vertex to a model ARG
vertex as a local deformation of the model graph. Such a deformation is
expressed by means of the concept of the deformation ARG, which repre-
sents a distorted version of the model ARG that preserves its topological
properties (i.e., its structure) while merging the attributes of a model vertex
with the attributes of an input vertex.

These ideas are a natural evolution of the methods proposed in [3, 26].
A first attempt to segment static images through inexact graph matching
was taken in [3]. The method aimed at segmenting facial features according
to a manually-created face model image. Both model and input were repre-
sented by complete attributed relational graphs, i.e., ARGs with a complete
topology, which were then matched in the recognition step. Although these
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graphs were complete, they were often considerably distinct since the input
one was derived from an oversegmentation and the model one, from a sim-
plified partition of the target regions. However, these differences were not
explicitly taken into account. Three inexact approaches considering struc-
ture have been evaluated: tree-search, genetic and estimation of distribution
algorithms. These optimization techniques have been evaluated in terms of
computational efficiency and result accuracy, revealing the best performance
for the tree-search approach. Although this work presented successful re-
sults, the algorithms were time-consuming and the usage of complete graphs
did not necessarily convey a compact representation of object structure.

Thus, the method in [26] proposed a new graph matching algorithm
applied to the interactive segmentation problem. The technique aggregated
user interaction in order to create a model of the objects to be segmented
based upon the user scribbles, similarly to what is done in the present work.
Then, segmentation was performed through the proposed graph matching
algorithm, which was based on the Sequential Forward Search (SFS) strategy
for feature selection [27], and entailed structure in its cost function. The
algorithm dealt with differences in graph topology when searching for a
mapping: edges from the input were compared to those from the model
according to a dissimilarity measure that considers four special topology-
match cases in order to avoid the aforementioned structural problems. Each
case consisted of one possible combination of presence or absence of an edge
with respect to the model graph. However, this approach to the topological
discrepancy problem did not cover all possible cases and segmentation could
be impaired under certain circumstances.

Regarding the segmentation and recognition issues, the present paper
proposes a new algorithm for multi-label object segmentation according to
an interactively created part-based model using ARGs as the underlying
representation. An object (Fig. 2 (a)) is considered to be a set of parts
(subsets of pixels of an image) and their relations. An object model image
presenting the relevant object(s) and composing parts of interest is defined
by the user according to scribbles drawn over this image (Fig. 2 (b)), as
described in [26]. However, the model image could as well be obtained man-
ually as in [3], or automatically inferred as in [28]. Then, the input image
is oversegmented, giving rise to two graphs: a model graph, obtained from
the oversegmentation of the input image, which includes only the regions
that intercept the user traces; and an input graph, which includes all the
regions from the oversegmentation. Thus, user-defined traces are used to
select a subset of regions of the oversegmented image. Finally, the recog-
nition step is solved through a novel graph matching procedure proposed
herein. The resulting image is a partition of the input, labelled accord-
ing to the model (Fig. 2 (c)). Segmentation and recognition output have
been assessed through tests performed over sample images from public li-
braries and sample frames from two video sequences. Results illustrating
the reusability of a single model applied to similar objects in order to justify
the model robustness are also presented. All these elements are the main
original contribution of the present paper.

This paper is organized as follows. Section 2 presents the formal defini-
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(a) (b) (c)

Figure 2: Sample images and the definition of objects and parts in this paper: (a)
an object might be a whole scene subdivided into parts (buffalos, background), or
a single entity (a person) subdivided into meaningful parts (face, clothing, hair);
(b) all part-models are defined by the user through traces drawn over the regions
of interest, and each trace color identifies a single object/part; (c) these colors also
identify the recognized objects of interest in the segmented images.

tion of attributed relational graphs for image representation adopted in this
paper, as well as an overview of the segmentation method proposed herein.
Section 3 explains the proposed graph matching algorithm for the purpose of
segmentation and recognition, which is based on an optimization technique,
described in Section 4. Experimental results are described in Section 5, in
which the benefits of the proposed method are highlighted. Finally, a few
conclusions, as well as suggestions for future work, are given in Section 6.

2 Methodology overview

2.1 Graph-based representation

In this paper, an attributed relational graph (ARG) is a directed graph for-
mally expressed as a tuple G = (V,E, µ, ν), where V stands for the set of
vertices of G and E ⊆ V × V , its set of edges. Typically, a vertex repre-
sents a single image region (subset of image pixels) and an edge is created
between vertices representing two image regions. µ : V → LV assigns an
object attribute vector to each vertex of V , whereas ν : E → LE assigns
a relational attribute vector to each edge of E. |V | denotes the number of
vertices in V , while |E| denotes the number of edges in E. Similarly, |LV |
and |LE | correspond to the number of attributes which compose the vectors
µ and ν, respectively. E(v) denotes the set of all directed edges with an
endpoint at v ∈ V , i.e. E(v) = {e ∈ E : e = (v, w) or e = (w, v), w ∈ V }.

For the purpose of the segmentation method, three instances of such
ARGs are considered: an input ARG Gi = (Vi, Ei, µi, νi), derived from
the input image, a model ARG Gm = (Vm, Em, µm, νm), representing the
objects of interest selected by the user, and a deformation ARG Gd =
(Vd, Ed, µd, νd), used as an auxiliary data structure for measuring defor-
mations implied in the model when matching a vertex v ∈ Vi to another
w ∈ Vm. Subscripts shall be used to denote the corresponding graph, e.g.
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Figure 3: Overview of the methodology steps. The ARGs are depicted only with
their vertices for better visualization.

vi ∈ Vi denotes a vertex of Gi, whereas ei = (vi, wi) ∈ Ei denotes an edge
of Gi. Similar notations are used for Gm and Gd. Note that, when referring
to a graph Gd, an association between a given pair of vertices vi and vm is
always implicit.

• µ(v)[j] (j = 1, . . . , |LV |) and ν(e)[k] (k = 1, . . . , |LE |) refer to the
“j-th” and “k-th” attributes of the respective vectors µ(v) and ν(e)
associated to a vertex v and an edge e, respectively;

• µ′d(vd)[j] and ν ′d(ed)[k] refer to the updated attribute vectors of a vertex
vd ∈ Gd;

• σjµ and σkν are update functions used to compute attributes of a vertex
belonging to Gd;

• δjV and δkE are dissimilarity functions used to compare the respective
object and relational attributes of two given graphs.

2.2 Proposed framework

The segmentation process is depicted step-by-step in Fig. 3. First, a model
image must be created and it should indicate a labelling of all the objects
to be segmented and their parts of interest. In this paper, the model image
is created interactively as described in [26]: given an input image to be
segmented, the user first points out the target objects by placing traces over
the input, thus creating a model image in which each color identifies an
object (or object part) of interest. Next, an oversegmentation is performed
using the watershed algorithm [29] in order to obtain a partition image in
which the expected contours of each object are present.

This oversegmented image is used to create both an input ARG Gi and a
model ARG Gm. The first is obtained in the following way: each watershed
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region gives rise to a vertex and its attributes, whereas adjacent regions
lead to an edge and its respective attributes. Gm is obtained similarly, but
only those watershed regions which intercept the user-defined traces result
in a model vertex. The model edges, however, are created according to
the desired graph topology (in the present work, complete and triangulated
graphs are used). Since it is desirable that the user inputs little effort when
segmenting an image, only a few scribbles are expected over the image, thus
implying a considerable difference in the number of vertices present in the
input and model graphs (Fig. 3). The final segmentation should be a map-
ping of all vi ∈ Vi to vertices in Vm such that input vertices related to image
regions corresponding to the same model object should be assigned to the
same model vertex. This is equivalent to merging regions of an overseg-
mented object into a single region. The mapping of vertices from Gi to
those in Gm characterizes an inexact graph matching problem [14, 15]. Al-
though many mappings exist, a desirable solution should correspond to an
image partition as similar to that defined by the model image as possible.

In order to guarantee that the final mapping follows the model ARG
topology, the deformation ARG Gd is introduced. This graph is initialized
as a copy of Gm and used to evaluate the local deformation effect produced
by a given association between a vertex vi ∈ Vi and a vertex vm ∈ Vm
(Fig. 4). This effect is computed through the update of the object attributes
of vertex vd, a clone of vm, with the object attributes of vi, as if the regions
represented by such vertices were the same. Also, the relational attributes
of all edges directly connected to vd are updated. Note that this update
preserves the topology of Gd, solely affecting the values of the object and
relational attributes. Finally, this deformed version of the model graph is
compared to the original one through a cost function. A desirable solution
should minimize this cost and the final classification of a given vi will be the
vertex vm that corresponds to the minimum cost association. In the next
section, we discuss how these deformations are computed and used by the
graph matching procedure.

3 The graph matching algorithm for model-based
image segmentation

A segmentation of the input image according to the model under the graph-
based representation is a solution for the graph matching problem between
Gi and Gm, characterized as a mapping f : Vi → Vm. This implies assigning
a corresponding model vertex to each input vertex. Clearly, there are |Vm|
possible assignments for each input vertex and the decision of which to
choose depends on an optimization procedure.

Let Gd be an ARG initially equal to Gm, i.e., Vd = Vm and Ed = Em.
Let also vd and vm be two corresponding vertices in Gd and Gm respectively,
with µd(vd) = µm(vm).The quality of such an assignment may be assessed
by computing the deformation which occurs in the model when this input
vertex is associated with vm, which is expressed by an updated version of
vd, whose attributes are thus merged with those from vi. Thus, after the
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Figure 4: (a) A deformation graph and an input (green) vertex. Initially, each
vertex vd ∈ Vd is a copy of its corresponding model vertex vm, and the highlighted
pair represents an input vertex vi and a deformation graph vertex vd = vm to
be associated. This association represents the fusion of the image regions which
are represented by these input and model vertices. (b) The red vertex represents
the vertex from the deformation graph whose object attributes were updated with
those from the input and model vertices. The blue edges depict the relational at-
tributes which were also updated due to the changes in the attributes of vd. In
order to illustrate the deformation graph computation, let µ(vi) = (10, 20, 30)
and µ(vm) = (10, 10, 10). In this case, µ′d(vd) = (10, 15, 20). Analogously,
let (160, 100) and (100, 200) be the centroids of the regions represented by vi and vm,
respectively. The resulting centroid is represented by the deformation vertex vd and
is the average point between vi and vm, at (130, 150). This fact leads to the update
of attributes of all edges with an endpoint at vd. For instance, let v be a neighbor
of vd with centroid at (90, 80), ed = (vd, v) ∈ Ed. Then, ν′d(ed) = ( −40dmax

, −70dmax
).

(c) The resulting deformation graph.

update, Gd(vi, vm) becomes a distorted version of the model in which each
object attribute (appearance information) j, j = 1, . . . , |LV |, of the deformed
vertex is computed as:

µ′d(vd)[j] = σjµ(µd(vd)[j], µi(vi)[j]) (1)

and each relational attribute k, k = 1, . . . , |LE |, of the edges connected to
the deformed vertex is calculated as:

ν ′d(ed)[k] = σkν (νd(ed)[k]) (2)

∀ed ∈ Ed(vd) = {e ∈ Ed : e = (vd, wd) or e = (wd, vd), wd ∈ Vd}, i.e. for all
edges ed linked to vd.

The functions σjµ and σkν are called update functions and they shall be
covered in practice in Section 5.1. Thus, the new value of the j-th object
attribute vector of vd after its fusion with vi is obtained through a func-
tion σjµ which expresses the mixture of the “j-th” input object attribute
with the “j-th” original model object attribute. For example, if the j−th
object attribute is the average color of the region represented by a vertex,
then σjµ(µd(vd)[j], µi(vi)[j]) is the average color of the regions represented by
vd and vi as if they were a single region. Similarly, because vd was updated
with object attributes of vi, the edges linked to vd must have their associated
relational attributes updated according to functions σkν , k = 1, . . . , |LE |, of
choice.

The impact of each local deformation due to the association of a pair of
vertices vi ∈ Vi and vm ∈ Vm is measured according to the following cost

8



function:

f(Gd, Gm) = α.cV (vd, vm) +
(1− α)

|Ed(vd)|
.

∑

ed∈Ed(vd)

cE(ed, em) (3)

This cost function measures how the association of a vertex vi with a copy
vd of a model vertex affects the local structure of the graph (second term),
as well as the appearance attributes it holds (first term). The parameter α,
0 ≤ α ≤ 1, controls the importance of the appearance versus the structural
attributes.

The term cV (vd, vm) is a measure of the deformation occurred in the
object attributes of vd in comparison with vm, being defined as:

cV (vd, vm) =

|LV |∑

j=1

βjV .δ
j
V (µ′d(vd)[j], µm(vm)[j]) (4)

whereas cE(ed, em) is a measure of the deformation implied in the relational
attributes of ed ∈ Ed(vd) with respect to its corresponding original model
edge em ∈ Em, defined as:

cE(ed, em) =

|LE |∑

k=1

βkE .δ
k
E(ν ′d(ed)[k], νm(em)[k]) (5)

Both δjV and δkE are dissimilarity functions which compare each deformed
attribute associated to a vertex or an edge with those from the original
model. Thus, the higher the value of the dissimilarity function between
attribute vectors is, the higher is the resulting value of f(Gd, Gm). Constants
βjV and βKE balance the importance among the vertex and edge attributes,
respectively.

4 The optimization algorithm

The following graph matching algorithm was devised in order to deal with
the topological issue using the deformation graph concept. It takes Gi
and Gm as input and maps each vertex from Gi to a single vertex in Gm, as
detailed in the pseudo-code below. The output of the algorithm is a map-
ping of all vertices of Vi to vertices of Vm.

1: define α, βjV , for j = 1, . . . , |LV |, and βkE , for k = 1, . . . , |LE |
2: Gd ← Gm
3: for each vertex vi ∈ Vi do
4: fmin ←∞
5: minlbl← −1
6: for each vertex vm ∈ Vm do
7: let vd ∈ Vd be the vertex corresponding to vm
8: let Ed(vd) be the set of all edges linked to vd
9: save the original attribute vectors µd(vd) and νd(ed), ∀ed ∈ Ed(vd)

10: for each attribute j = 1, . . . , |LV | of vertex vd ∈ Vd do

9



Figure 5: A graphical illustration for the matching of an input vertex to a model
vertex according to the implied deformations. Input vertex A must be matched to
one of the model vertices (1 . . . 4). At each iteration, the deformation graph starts as
a copy of the model graph and it is then updated for each possible match of A with
a model vertex, while the corresponding values of the cost function are computed.
The deformations implied by each assignment are highlighted in the picture as red
arcs and red vertices, and these distorted vertex and edges are compared to the
original ones present in the model. Finally, the match leading to the lowest cost is
chosen as the solution for A.

11: µ′d(vd)[j]← σµ(µd(vd)[j], µi(vi)[j])
12: end for
13: for each ed ∈ Ed(vd) do
14: for each attribute k = 1, . . . , |LE | of ed do
15: ν ′d(ed)[k]← σkν (νd(ed)[k])
16: end for
17: end for
18: compute the value f of the cost function f(Gd(vi, vm), Gm) (Eq. 3)
19: if f < fmin then
20: fmin ← f
21: minlbl← vm
22: end if
23: restore the original attribute vectors of µd(vd) and νd(ed), ∀ed ∈

Ed(vd)
24: end for
25: label(vi) ← minlbl
26: end for
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The algorithm works as follows. Firstly, it is necessary to set the pa-
rameters α, βjV , j = 1, . . . , |LV |, and βkE , k = 1, . . . , |LE |. These parameters
weigh the influence of the appearance against the structural information
(parameter α, Eq. 3), as well as the importance of each attribute.

Line 2 initializes the deformation graph Gd with a copy of the original
model Gm. Line 3 loops through all the vertices vi ∈ Vi from the input ARG
Gi, so that all of them are mapped to a vertex in Gm. Line 6 loops through
all the vertices vm ∈ Vm from the model ARG Gm, in order to analyze each
candidate pair (vi, vm). First, the attributes of the vertex vd corresponding
to vm in the deformation graph are updated, as well as those of the edges
linked to vd (lines 10–17). Then (line 18), the algorithm computes the impact
of the deformation expressed by Gd(vi, vm) by calculating the corresponding
value of the cost function (Eq. 3), while keeping track of the model vertex
which led to the cheapeset solution found so far for that vi (lines 19–22).
Finally, vi is mapped (labelled) to the model vertex which is associated
to the cheapest solution (line 25). This process is repeated until all input
vertices are evaluated and it results in each input vertex labelled with a
single model vertex.

We shall briefly analyze the algorithm complexity. For each association
of vertices from the input and model graphs, the deformation graph is re-
computed. This implies constant-time computations for the update of an
object attribute vector and, at most |Em| constant-time updates of relational
attributes. The same holds true for the evaluation of the cost function value
(Eq. 3). Thus, the algorithm is Θ(|Vi|.|Em|), which also means that the
running time varies according to the adopted model graph topology. The
worst-case happens when the model graph is actually complete. Neverthe-
less, simpler topologies, such as that of a planar graph, require significantly
less time and produce successful segmentations, as Section 5 shows.

Fig. 5 illustrates how the algorithm works using the deformation graph.
In this example, an input vertex A shall be matched to one of the four model
vertices (1 through 4). Thus, all possible assignments are evaluated and
the cost function is computed for each possible match. The final label of A
corresponds to the model vertex which was least affected by the deformation
introduced by the attributes of vi.

5 Experiments

In order to test the present technique, a Java application was designed and
implemented 1. Its interface allows the user to load images to be segmented,
create a model image according to traces drawn over different regions of
interest of the input image, and define the parameters of the cost and dis-
similarity functions (Eqs. 3, 8 and 9).

Tests have been performed using sample natural static images from the
Berkeley Image Segmentation Database 2 and frames of two sample video

1Visit http://structuralsegm.sourceforge.net/ for more results and demo videos.
2http://www.eecs.berkeley.edu/Research/Projects/CS/vision/grouping/

segbench/
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sequences. Model images have been created with the aid of the interface in
order to point out the objects of interest for the purpose of segmentation.

In all experiments, the input ARGs derived for each input image present
the same topology: they include a vertex for each region produced by the
oversegmentation and there are edges connecting two vertices representing
adjacent regions. On the other hand, the model ARGs followed either a
triangulated topology 3 (Fig. 7 right) or a complete graph structure. These
different levels of structural information embedded in the model graphs allow
the assessment of how segmentation quality and computer performance vary
in such cases.

A set of object and relational attributes, as well as update and dis-
similarity functions, have been systematically used in all performed tests.
However, the weight parameters of the cost and dissimilarity functions are
not necessarily the same, since they have been adopted according to the
characteristics of each image under analysis. All these shall be described in
the remainder of this section.

5.1 Attributes

For color images, the object attribute vector was composed of a single at-
tribute (|LV | = 1): the average L∗a∗b∗ tuple characterizing the correspond-
ing image region, i.e. µ(v) = (L∗v, a

∗
v, b
∗
v). The CIELAB [31] color space

was chosen because it is a closer representation of the way humans percept
color and its metrics were suitable and straightforward for the idea of mix-
ing attributes from two image regions when building the deformation graph,
as explained in the next subsection. When dealing with gray-scale images,
µ(v) = (g(v)), where g(v) denotes the average gray-level of the image region
associated to vertex v ∈ V . Each L∗a∗b∗ component or gray-scale value is
normalized between 0 and 1 with respect to the minimum and maximum
possible range values.

Similarly, a single relational attribute (|LE | = 1) is associated to each

edge e = (v, w) ∈ E, v, w ∈ V , being defined as ν(e) = (pw−pv)
dmax

, where pv
and pw are the centroids of their corresponding image regions. The constant
dmax represents the largest distance between any two points of the input
image region and it is used to keep the modulus of each vector between 0
and 1. Thus, the relational attribute is a geometric vector normalized by
dmax, whose origin is the centroid of the source vertex and whose tip is the
centroid of the sink vertex. Other attributes may easily be employed, since
the methodology presented herein does not impose any restriction on the
nature of µ and ν.

5.2 Update functions

When searching for the best correspondence between an input and a model
vertex, different deformation graphs are obtained. As explained in Section 3,

3In the segmentation problem, each vertex stores the centroid of its respective region,
and triangulated edges were obtained by a Delaunay Triangulation [30] based on these
centroids, since it induces a planar graph and maintains the connectivity between adjacent
regions.
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each Gd expresses the fusion of a given input vertex vi and a vertex vd. Thus,
the object and relational attribute vectors of vd must be updated after each
fusion, in order to reflect the deformation under analysis.

The following updating functions have been devised to update the afore-
mentioned attributes:

µ′d(vd) = σµ(µd(vd), µi(vi)) = (
L∗vd + L∗vi

2
,
a∗vd + a∗vi

2
,
b∗vd + b∗vi

2
) (6)

ν ′d(ed) = σν(νd(ed)) =
(pwd

− p′vd)

dmax
(7)

∀ed = (vd, wd) ∈ Ed(vd), p′vd =
pvd+pvi

2 , pvd = pvm before the update.
Thus, the new value of the object attribute µ′d(vd) after merging the

attributes of vi and vd (or equivalently, vm) expresses the average color of
all pixels of the regions represented by vi and vm, as if they were a single
region. The structural impact after associating vi and vm is represented
in Gd by the updated relational attribute vector ν ′d of each directed edge
linked to vd. This update expresses the distorted geometric vectors which
connect the points corresponding to the centroid of vd, which is the average
of the centroids of vi and vm, and the centroids of its neighbor vertices.

5.3 Dissimilarity functions

Once a deformation graph Gd is computed to express the distortion asso-
ciated to a given matching candidate pair, the respective value of the cost
function f (Eq. 3) must be computed in order to measure the level of dissim-
ilarity between Gd and the original model Gm. Since f is defined in terms of
vertex and edge dissimilarity costs, it is necessary to define distance metrics
for object and relational attributes (appearance and structure, respectively).

To compute the deformation between the object attributes of vd and vm,
the term cV (vd, vm) is defined as:

cV (vd, vm) = βV .δV (µ′d(vd), µm(vm)) =
√ ∑

C=L∗,a∗,b∗
(Cvd − Cvm)2 (8)

Similarly, if ed ∈ Ed(vd) and em ∈ Em is its corresponding model edge,
then cE(ed, em) is a measure of the deformation between both edges defined
as:

cE(ed, em) = βE .δE(ν ′d(ed), νm(em)) = γE .
| cos(θ)− 1|

2
+(1−γE).|‖ν(ed)‖−‖ν(em)‖|

(9)
The value θ is the angle between the vectors ν(ed) and ν(em), whereas

the parameter γE , 0 ≤ γE ≤ 1, controls the weights of the angular and
modular dissimilarities between vectors. The angular cost (Fig. 6) is high
for opposite vectors and low for vectors with similar orientation. Thus, the
structural distance (the second term in Eq. 3) is computed as the average
over all distorted edges ed (directly connected to vd) compared to their
respective model edges vm ∈ Vm. Note that, because a single object or
relational attribute is being considered in each dissimilarity function, the
weights βV and βE are both set to 1.
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Figure 6: The angular cost in Eq. 9 results in lower values when the vectors have
similar orientations (a, b) and higher values for opposite orientations (c, d).

Figure 7: Input and model graphs: based upon the watershed regions, both input
and model graphs are created. Edges are depicted by blue lines. Input edges (Ei)
represent the adjacency between watershed regions and model edges (Em) represent
the adjacency of regions of a Delaunay triangulation obtained from the centroids
of the regions which intercept the user scribbles, as highlighted in the image on the
right.

5.4 Results on static images

The experiments presented herein depict several segmentations of sample
natural gray-scale and color images obtained from the Berkeley Image Seg-
mentation Database. The test environment comprised a machine with a
1.4MHz CPU and 1.5Gb RAM.

Each picture was segmented according to the following protocol. First,
the user scribbles over the input image, using a different color to identify
each object or part to be segmented. Next, the input image is oversegmented
through the watershed algorithm, giving rise to the input and model graphs
(Fig. 7) as described in Section 2.2. The topology used in these examples
was that of a triangulated graph, in which the edges are obtained by a
Delaunay triangulation [30] from the centroids of the regions represented
by the vertices. Then, the α and γ parameters are set and the matching
algorithm proposed herein is applied, leading to the object segmentation.

Sample resulting images (Figs. 8 and 9) show the final regions labelled
according to the color of the strokes defined by the user. Although certain
image regions, such as the geisha, the mountains, and the eskimo, present
high variability due to textures or varying appearance, the final segmenta-
tion remains accurate and robust thanks to the structural constraints em-
bedded in the model.

Another set of experiments aimed at evaluating the performance of the
algorithm in terms of result quality and speed, when distinct topologies have
been carried out. For this purpose, images were segmented using either a
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Figure 8: Sample color images from the Berkeley dataset used to test the proposed
method: ‘soldier’, ‘geisha’, ‘swimmer’ and ‘boat’. From left to right: input image,
scribbles drawn by the user over the input image and the final segmentation.

triangulated model graph or a complete graph, in which there is an edge
connecting every pair of vertices. Simultaneously, these experiments stud-
ied the influence of appearance versus structural information (Eq. 3), since
segmentations were obtained using α = 0.0, . . . , 1.0, keeping γE = 0.5 in or-
der to assign the same importance to the angular and modular costs (Eq. 9).
Figs. 10 through 12 present sample results of this experiment.

Based upon the obtained results, it can be seen that, as α increases,
the importance of the appearance information increases, resulting in more
fragmented regions. Thus, the variation of α reflected the influence of the
appearance versus the structural information over the segmentation, pro-
ducing a better result for α between 0.1 and 0.4, for complete graphs, and
between 0.1 and 0.6, for triangulated models. In terms of speed, because
the algorithm runs in time proportional to the number of model edges, the
running times for the segmentations using complete graphs were, as ex-
pected, much higher than those obtained for triangulated models, as shown
in Tables 1 and 2.
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Figure 9: Sample gray-scale images from the Berkeley dataset used to test the
proposed method: ‘eskimo’, ‘rocks’, ‘pyramid’ and ‘landscape’. From left to right:
input image, scribbles drawn by the user over the input image and the final seg-
mentation.

Figure 10: Results from the proposed algorithm using a complete model graph,
for α = 0.0, . . . , 1.0.

Moreover, the deformation graph using triangulated models better pre-
served the uniform regions in the segmentation (as α increases) than using
complete model graphs. This suggests that the triangulated models are
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Figure 11: Results using a triangulated model graph, for α = 0.0, . . . , 1.0. Note
that these results present more uniform regions than the ones obtained using a
complete model (Fig. 10).

Segmented Image |Vi| |Ei| |Vm| |Em
C | |Em

T |
eskimo 546 3050 224 49952 1308

rocks 841 4802 313 97656 1844

pyramids 822 4642 327 106602 1928

landscape 998 5658 367 134322 2170

Table 1: The sizes of the input and model graphs used in the experiments of
performance evaluation and comparison between the proposed algorithm DG and
the SFS method, in which |Em

C | and |Em
T | denote the number of edges in the

complete and in the triangulated model graphs, respectively.

more adequate to represent structural information, since each region con-
siders only the structural relations from its immediate neighbors, providing
more relevant context information than farther regions.

Finally, the present algorithm was compared to the SFS - sequential
forward search - matching algorithm described in [26]. In summary, this
algorithm takes as input two graphs (the input and the model) and finds a
mapping between their set of vertices. First, the algorithm computes, for
each input graph vertex, its corresponding supervertex, an auxiliary struc-
ture that represents an ordered list of all possible mappings between that
given input vertex and all model ones. This order is defined according to the
increasing Euclidean distances between the input and model vertex centroid
attributes and the closest pair defines the cost of its respective supervertex.
Then, the set of supervertices is also sorted in increasing order of costs,
defining an order in which input vertices should be visited to determine the
total mapping. Each input vertex vi is analysed in this particular order
and the algorithm computes the cost of the whole solution obtained so far.
However, the cost of the solution only gradually takes structure into ac-
count. Also, the algorithm copes with differences in the topologies of both
graphs by evaluating four distinct possible configurations and by computing
edge dissimilarities accordingly. Nevertheless, the considered configurations
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Complete Models Triangulated Models

Figure 12: Results using complete or triangulated model graphs, for α =
0.0, . . . , 1.0. Each line presents the results for a given α for all three images, in
increasing order from top to bottom, using complete and triangulated model graphs.

do not cover the whole range of structural possibilities and may impair the
final segmentation.

The comparison between both algorithms was achieved through tests
performed over the same set of gray-scale images and using the same user
scribbles for each image. Both algorithms were implemented under the same
Java framework and they have been presented with the same pair of input
and model graphs for each segmentation. As in the previous experiment, two
types of graphs were used - triangulated and complete - and the α parameter
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Segmented Image
Complete model Triangulated model
DG SFS DG SFS

eskimo 8.8 10.8 1.5 3.9

rocks 25.5 35.6 3.2 13.4

pyramids 27.7 35.9 3.2 17.6

landscape 40.5 59.2 4.3 27.7

Table 2: The average times (in seconds) for segmenting the given gray-scale
images using either the matching procedure proposed in this paper (DG) or the
SFS algorithm from [26]. Complete and triangulated models were used and both
algorithms were implemented in Java and ran under the same conditions for the
purpose of comparison.

was varied. Using complete model graphs, both algorithms produced similar
results and responded alike to the variation of α. On the other hand, the use
of triangulated model graphs shows that the present method outperforms
the SFS algorithm in terms of segmentation accuracy.

Note that the bad segmentation produced by the SFS when α = 0.0, i.e.
only structural information is considered, is due to the fact that the small
number of edges in the triangulated model impairs the accurate compari-
son between input and model edges used to compute the edge dissimilarity.
Thus, due to the order given by the supervertices, the first input vertices
classified by the SFS correspond to the input regions in the model, and they
are not guaranteed to be associated to the correct model region, compro-
mising the whole structure information embedded in the solution. On the
other hand, the present matching algorithm does not depend on the order
in which vertices from the input are labelled, since each vertex is treated
separately as a deformation of the model.

The new algorithm proposed for the graph matching step, using trian-
gulated model graphs, presents time complexity O(|Vi|.|Em|), with |Em| =
O(|Vm|), for triangulated model graphs, and |Em| = O(|Vm|2), for com-
plete model graphs. The SFS algorithm, however, is bounded by a function
Ω(|Vi||Vm|2). Thus, even though they share the same upper bound for com-
plete model graphs, the running times of the methods were not alike, with
the SFS algorithm taking longer for all inputs. On the other hand, the use
of triangulated model graphs decreases the time complexity by a factor of
|Vm|, which drastically drops the time consumed by the present algorithm.
Tables 1 and 2 highlight these differences in speed for the set of tests per-
formed, presenting their approximate average running times.

5.5 Model robustness and reuse

To reduce user interaction, experiments have been performed in order to
evaluate the robustness and reusability of the model when applied to differ-
ent images presenting similar objects. The set of input images to be seg-
mented comprised sample frames of a moving head video from the XM2VTS
Database 4 and a set of random motorcycle images (Fig. 14). For these
tests, the adopted model graph topology was that of triangulated graphs,

4http://www.ee.surrey.ac.uk/CVSSP/xm2vtsdb/

19



DG Complete DG Triangulated

SFS Complete SFS Triangulated

Figure 13: Sample segmentation results of the ‘eskimo’, ‘rocks’, ‘mountains’,
and ‘landscape’ images obtained from both algorithms (the present method
DG and the SFS) using complete and triangulated model graphs, for α =
0.0, 0.5, and 1.0.

since they have proven to produce good results in less time, as previously
discussed.

The first test is depicted in Fig. 15 and it works as follows. The first
object, i.e. the woman’s head subdivided into parts, is interactively seg-
mented in the same manner as a single static image (Section 5.4). Thus,
a triangulated model graph is obtained from the intersection of the user
scribbles with the watershed regions that fall inside the subimage defined
by the minimum rectangle that encloses the scribbles. The input graph is
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Figure 14: Input images with multiple similar objects in order to test the reusabil-
ity of the triangulated models.

(a) (b)

(c) (d)

Figure 15: Reusing one single triangulated model in order to segment similar
objects. First, the user performs a regular segmentation in one object by defining
the scribbles (a) to segment it (b). Then the user places the red rectangle (c) over
each desired object to be segmented, as indicated in (d). The same model created
in the first segmentation is used to segment all other similar objects, thus reducing
the level of user interaction.

obtained similarly, but from all the watershed regions inside the rectangle.
Then, the other segmentations are obtained by placing the rectangle over
the other objects, obtaining new input graphs, and computing the segmen-
tations through the matching between each input graph and the previously
obtained model. Despite the fact that the deformation graph depends on
the centroids of the regions in order to calculate the graph matching, the
method is robust to small displacements when the appearance information
compensates the structural ‘noise’ (Fig. 16 (a), bottom left result).

A similar test was applied to the motorcycles in Fig. 17. As the figure
shows, the results are sensitive to the rectangle position since the appearance
changes from one motorcycle to another. However, the structures are similar
and, thus, for better results, greater influence was given to the structure
(α = 0.1). Because of this, the worst segmentation was that of the last
motorcycle (on the bottom right), since its structure differs from the other
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(a) (b)

Figure 16: (a) A distorted placement of the rectangles. (b) The ‘optimum’
placement of the rectangles. In both cases, it was used the proposed method with
α = 0.4 in order to obtain the matching.

(a)

(b)

Figure 17: (a) A distorted placement of the rectangles (α = 0.4). (b) The
‘optimum’ placement of the rectangles (α = 0.1).

motorcycles (e.g. larger distance between wheels).
Finally, the reusability of the model was also tested on the digital video

sequence “Person walking straight” 5 presented in [32]. To obtain the trian-
gulated model, user scribbles were drawn over one particular frame selected
from the sequence (Fig. 18 (a)) and the proposed algorithm was applied
using this single model in order to segment the rest of the sequence. The
additional information of the X axis position of the person was also used to
update the centroid coordinates of each part represented by a model vertex.

5http://www.csc.kth.se/~hedvig/data.html
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(a) (b) (c)

Figure 18: (a) Selected frame and the user traces for the triangulated model.
(b) Position calculated through background subtraction: first, the object is detected
by background subtraction with threshold; then, the position of the object in the X
axis is given by the red line dividing in the middle the minimum (green) rectangle
that encloses the thresholded components. (c) The median pixels of the first five
frames used as the background model.

Figure 19: The results of the proposed method for a digital video sequence using
the triangulated model in Fig. 18 (a).

This information was obtained by a simple background subtraction (Fig. 18
(b)), which used the median pixels of the first five frames as the background
model (Fig. 18 (c)). The input graphs were created from the watersheds of
each frame. Results are illustrated in Fig. 19.

6 Conclusion

This paper proposed a novel algorithm for performing model-based segmen-
tation and recognition of object parts in images using attributed relational
graphs to represent both input and model. This approach takes into account
both appearance and structural (the spatial relations between the vertices)
information in order to obtain a matching between input and model graphs.
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Topological differences between both graphs are dealt with by means of a
deformation ARG, a structure which evaluates the local impacts (or defor-
mations) caused by the association of a given input vertex with a model
vertex. Since structure is at stake, two graph topologies have been evalu-
ated: triangulated model graphs and complete model graphs. The new al-
gorithm using triangulated models produced successful segmentation results
with fast performance. Also, the method has presented model robustness
when recognizing object parts based on appearance and structural informa-
tion, as well as model reusability when segmenting similar objects in several
images.

Our ongoing work is devoted to improving model robustness. For in-
stance, an algorithm robust to translation is desirable in order to allow the
segmentation of multiple objects without placing a rectangle over each ob-
ject and to recognize the object parts in a video sequence without providing
the information about the position of the object. This shall be accomplished
through an investigation of a MAP-MRF model within this framework.
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tive image segmentation using an adaptive GMMRF model,” in Proc.
European Conf. Comput. Vision, 2004, pp. 428–441.

[7] C. Rother, V. Kolmogorov, and A. Blake, “”GrabCut”: interactive
foreground extraction using iterated graph cuts,” in ACM SIGGRAPH,
2004, pp. 309–314.

[8] A. K. Sinop and L. Grady, “A seeded image segmentation framework
unifying graph cuts and random walker which yields a new algorithm,”
in Proc. Int. Conf. Comput. Vision, 2007, pp. 1–8.

[9] Y. Boykov and G. Funka-Lea, “Graph cuts and efficient n-d image
segmentation,” Int. J. Comput. Vision, vol. 70, no. 2, pp. 109–131,
2006.

[10] Y. Boykov, O. Veksler, and R. Zabih, “An experimental comparison of
min-cut/max-flow algorithms for energy minimization in vision,” IEEE
Trans. Pattern Anal. Mach. Intell., vol. 26, no. 9, pp. 1124–1137, 2004.

[11] E. Dahlhaus, D. S. Johnson, C. H. Papadimitriou, P. D. Seymour, and
M. Yannakakis, “The complexity of multiway cuts,” ACM Symp. The-
ory of Computing, pp. 241–251, 1992.

[12] Y. Boykov, O. Veksler, and R. Zabih, “Fast approximate energy min-
imization via graph cuts,” IEEE Trans. Pattern Anal. Mach. Intell.,
vol. 23, no. 11, pp. 1222–1239, 2001.

[13] L. Grady, “Random walks for image segmentation,” IEEE Trans. Pat-
tern Anal. Mach. Intell., vol. 28, no. 11, 2006.

25



[14] D. Conte, P. Foggia, C. Sansone, and M. Vento, “Thirty years of graph
matching in pattern recognition.” Int. J. Pattern Recognition and Ar-
tificial Intell., vol. 18, no. 3, pp. 265–298, 2004.

[15] H. Bunke, “Recent developments in graph matching.” in Int. Conf.
Pattern Recognition, 2000, pp. 2117–2124.

[16] H. Bunke and B. T. Messmer, “Recent advances in graph matching,”
Int. J. Pattern Recognition and Artificial Intell., vol. 11, no. 1, pp.
169–203, 1997.

[17] H. Bunke, “Error correcting graph matching: On the influence of the
underlying cost function,” IEEE Trans. Pattern Anal. Mach. Intell.,
vol. 21, no. 9, pp. 917–922, 1999.

[18] R. C. Wilson and E. R. Hancock, “Structural matching by discrete
relaxation,” IEEE Trans. Pattern Anal. Mach. Intell., vol. 19, no. 6,
pp. 634–648, 1997.

[19] M. Gori, M. Maggini, and L. Sarti, “Exact and approximate graph
matching using random walks,” IEEE Trans. Pattern Anal. Mach. In-
tell., pp. 1100–1111, 2005.

[20] B. T. Messmer and H. Bunke, “Efficient subgraph isomorphism detec-
tion: A decomposition approach,” IEEE Trans. Knowledge and Data
Eng., vol. 12, no. 2, pp. 307–323, 2000.

[21] A. Cross, R. Wilson, and E. Hancock, “Inexact graph matching using
genetic search,” Pattern Recognition, vol. 30, no. 6, pp. 953–970, 1997.

[22] A. Cross and E. Hancock, “Graph matching with a dual step EM algo-
rithm,” IEEE Trans. Pattern Anal. Mach. Intell., vol. 20, no. 11, pp.
1236–1253, 1998.

[23] L. Shapiro and R. Haralick, “Structural descriptions and inexact match-
ing,” IEEE Trans. Pattern Anal. Mach. Intell., vol. 3, no. 5, pp. 504–
519, 1981.

[24] S. Medasani and R. Choi, “Graph matching by relaxation of fuzzy as-
signments,” IEEE Trans. Fuzzy Syst., vol. 9, no. 1, pp. 173–182, 2001.

[25] T. Caelli and S. Kosinov, “Inexact graph matching using eigen-subspace
projection clustering,” Int. J. Pattern Recognition and Artificial Intell.,
vol. 18, no. 3, pp. 329–354, 2004.

[26] L. A. Consularo, R. M. Cesar-Jr, and I. Bloch, “Structural image seg-
mentation with interactive model generation,” in Proc. IEEE Int. Conf.
Image Processing, vol. 6, San Antonio, Texas, USA, September 2007,
pp. 45–48.

[27] A. Jain and D. Zongker, “Feature selection: Evaluation, application,
and small sample performance,” IEEE Trans. Pattern Anal. Mach. In-
tell., vol. 19, no. 2, pp. 153–158, 1997.

26



[28] D. Kim, I. Yun, and S. Lee, “A new shape decomposition scheme for
graph-based representation,” Pattern Recognition, vol. 38, no. 5, pp.
673–689, May 2005.

[29] L. Vincent and P. Soille, “Watersheds in digital spaces: An efficient
algorithm based on immersion simulations,” IEEE Trans. Pattern Anal.
Mach. Intell., vol. 13, no. 6, pp. 583–598, 1991.

[30] L. Guibas and J. Stolfi, “Primitives for the manipulation of general
subdivisions and the computation of voronoi diagrams,” in Proc. 15th
Annual ACM Symp. Theory of Computing, 1983, pp. 221–234.

[31] G. Hoffmann, “Cielab colorspace,” http://www.fho-emden.de/
∼hoffmann/cielab03022003.pdf.

[32] H. Sidenbladh, M. J. Black, and D. J. Fleet, “Stochastic tracking of
3d human figures using 2d image motion,” in Proc. European Conf.
Comput. Vision, vol. 2, 2000, pp. 702–718.

27



Interactive image segmentation by matching attributed relational graphs

Alexandre Noma a,n, Ana B.V. Graciano a, Roberto M. Cesar Jr a, Luis A. Consularo b, Isabelle Bloch c

a Institute of Mathematics and Statistics, University of S ~ao Paulo Rua do Mat ~ao, 1010, CEP 05508-090 S ~ao Paulo, Brazil
b Tribunal Superior Eleitoral, Prac-a dos Tribunais Superiores—Bloco C—SAS—CEP 70096-900, Brası́lia-DF, Brazil
c Telecom ParisTech, CNRS LTCI, 46 rue Barrault, 75013 Paris, France

a r t i c l e i n f o

Article history:

Received 27 October 2010

Received in revised form

10 August 2011

Accepted 13 August 2011
Available online 1 September 2011

Keywords:

Interactive image segmentation

Matching attributed relational graphs

Deformed graph

Spatial configuration

a b s t r a c t

A model-based graph matching approach is proposed for interactive image segmentation. It starts from

an over-segmentation of the input image, exploiting color and spatial information among regions to

propagate the labels from the regions marked by the user-provided seeds to the entire image. The

region merging procedure is performed by matching two graphs: the input graph, representing the

entire image; and the model graph, representing only the marked regions. The optimization is based on

discrete search using deformed graphs to efficiently evaluate the spatial information. Note that by using

a model-based approach, different interactive segmentation problems can be tackled: binary and multi-

label segmentation of single images as well as of multiple similar images. Successful results for all these

cases are presented, in addition to a comparison between our binary segmentation results and those

obtained with state-of-the-art approaches. An implementation is available at http://structuralsegm.

sourceforge.net/.

& 2011 Elsevier Ltd. All rights reserved.

1. Introduction

The goal of the image segmentation problem is to divide the
input image into different meaningful regions, e.g. to extract the
object of interest from the original background. User intervention
is often required, encoding prior information into the process
through seeds, such as scribbles that the user draws over an
image to identify the regions of interest. Ideally, after roughly
placing the scribbles, the remainder of the image is automatically
segmented. In practice, the user should be allowed to add/remove
scribbles to make corrections on the segmentation process and
achieve the desired result. The system must be easy to use and
the segmentation algorithm should be fast enough to interact
with the user, producing accurate results with minimal effort.

A non-interactive model-based image segmentation method
has been introduced in [10], where models were obtained from
pre-selected images with their respective manual segmentations.
The goal was to propagate these manual segmentations to other
similar images, by matching model regions with those from the
input images (see Fig. 1), for segmentation and recognition of
image structures.

The present paper focuses on interactive image segmentation,
where the user provides scribbles which are used as input to segment
the image (either the same, or a set of similar ones). Therefore, it is
natural to think about how to represent the information provided by
the user through the scribbles. Most traditional approaches represent
them as markers (watershed), seeds (region growing methods) or
graph nodes (graph-cut-like methods). However, we are interested in
explicitly representing both the image information (grey-level, color,
texture) and the structural information (spatial relations) provided by
the scribbles. This is useful in a number of situations where the
structure of the scene is important to recognize individual objects. For
instance, for disambiguating objects having similar appearance in an
image, their spatial arrangement is very useful. In this sense, graphs
are a natural choice, since we may represent both types of informa-
tion in a single structure. Inspired by the model-based approach
described in [10], the proposed framework is based on over-segmen-
tation, e.g. produced by the watershed transform [34], to build both
input and model graphs. Note that, differently from [10], the
proposed method follows an interactive model generation approach.
In order to be more user-friendly, instead of using manual segmenta-
tions for the models, the new method takes advantage of the scribbles
provided by the user in order to propagate the segmentations, in
which the model graphs can be interactively updated according to the
changes on the scribbles. Moreover, the introduced approach allows
segmenting both cases, single and multiple similar images, by using
model and input graphs encoding information from the same image
or from two different images.

Following a preliminary version of this work, described in [11],
we focus on the usual version of the interactive image
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segmentation problem, involving single images, by formulating it
as a matching task between (attributed relational) graphs. In this
case, the input image is over-segmented to produce two attrib-
uted relational graphs (ARG), i.e., graphs in which vertices and/or
edges are associated to feature vectors: the input ARG, represent-
ing all regions1 (corresponding to the entire image), and the
model ARG, representing only the regions intercepted by the
scribbles (Fig. 2).

The goal is to map each input vertex to a model vertex,
resulting in a many-to-one correspondence, in which the

segmentation is achieved by propagating the labels given by the
model vertices, as shown in Fig. 3.

To compute a match between these graphs, a cost function
must be optimized in order to evaluate and choose a proper
mapping among the exponential number of possible solutions.
This cost function may consider appearance (e.g. average inten-
sities/color of each region) and structural features of the image
regions (e.g. relative positions among region centroids), encoded
as vertex and edge attributes respectively.

In general, the evaluation of the similarity between input and
model graphs can be too costly due to the presence of noise or
distortions between input and model patterns, which directly
affects vertex and edge attributes. Note that the interdependences
represented by the graph edges turn the general graph matching
problem into a challenging task, especially when we need to
locate a ‘small’ graph within a ‘large’ one.

Fig. 1. Our method was inspired by the graph matching approach described in [10]. In that paper, a model graph represented a manual segmentation, while an input

graph represented an over-segmentation of another image. The goal was to propagate manual information to other input images for segmentation and recognition of

image structures.

Fig. 2. Method overview. Initially, the user scribbles over the image to indicate what the objects of interest are. Next, an over-segmentation is computed from the input

image. This over-segmentation originates two graphs: an input graph and a model one. In the model graph, the label of each vertex corresponds to the color of the scribble

intercepting its respective region. Finally, a segmentation may be found by matching these graphs to propagate the labels from the marked regions to all non-marked ones,

producing a labeling of the whole input image.

1 Regions offer many advantages over pixel features: regions are more noise-

tolerant and make constraints, such as contiguity/smoothness and adjacency,

easier to formulate, as observed in [31,32].
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Nevertheless, when we have a ‘good’ initialization to align
both graphs, these interdependences can be ignored and we can
efficiently evaluate the spatial configurations of vertices by using
deformed graphs (DG) [25], where each candidate pair of vertices
(input, model) can be examined independently of the already
mapped vertices. This is the key idea in the graph matching step
adopted in this paper.

In our experiments, by replacing the previous tree search-
based optimization algorithm [11] by the DG technique [25], we
observed good matching results which were comparable to the
tree search algorithm using complete model graphs, speeding up
the segmentation process and allowing more interactivity with
the user to produce more accurate segmentations. Moreover, we
combined the DG algorithm with two post-processing steps.
Firstly, by imposing a simple connectivity constraint between
the segmented regions and the scribbles, we noticed that the user
effort can be significantly reduced in the sense that few scribbles
can produce the desired segmentation. For instance, the connec-
tivity constraint is also present on segmentation approaches
based on geodesic distance [5,26,27], random walks [12,14,17],
and in the maximal similarity based region merging technique
[24] by merging adjacent regions. In order to improve the
boundaries of the extracted objects, the second step consisted in
a pixel-based refinement, producing results which are compar-
able to the current state-of-the-art algorithms.

The remainder of this paper follows in Section 2 with a brief
description about related works. Section 3 describes the proposed
framework to match attributed relational graphs, and the opti-
mization algorithm based on deformed graphs [25]. Section 4
presents successful results using simple scribbles, and quantita-
tive comparison with some of the main current graph-based
methods. Besides successful results for binary and multi-label
segmentation for the usual case, examples illustrating the addi-
tional feature, involving multiple similar images segmentation
with a single set of user seeds, are also provided. Finally, some
conclusions are drawn in Section 5, besides a brief discussion
about future work.

2. Related work

This section describes the main classes of methods designed for
interactive segmentation relying on graphs (e.g. for applications
such as photo-editing), taking into account the user intention,

typically through interactions at the beginning of the segmenta-
tion process. This overview does not aim to be exhaustive, being
provided to exhibit the main trends in current research.

A pioneering work involving seeds for image segmentation
was due to Beucher and Meyer [6], in which the authors
combined watershed with markers. Instead of using local
minima to produce the regions/basins in the watershed, seeds
may be provided (or found automatically) to produce the
segmentation, dividing the image into the desired regions. Dif-
ferently from the watersheds with markers [6], in the present
work, the provided seeds are used to collect color information
from the regions produced by the local minima, and structural
information represented by the spatial relations, which are used
to disambiguate regions having similar colors and belonging to
different objects.

Currently, the main techniques using graphs for interactive
segmentation are based on watershed, graph cuts, shortest paths
(geodesic) and random walker.

The method based on interactive graph cuts (IGC) [7] was the
first work involving graph cuts (GC) for interactive image seg-
mentation, proposed by Boykov and Jolly. The segmentation is
performed by the min-cut/max-flow algorithm. The user scribbles
extract color information and are used as hard constraints. It has
become very popular due to its strong mathematical foundation
provided by the MAP-MRF framework. The GrabCut [28] algo-
rithm extended the IGC method by simplifying user interaction.

A very useful segmentation benchmark, with a platform
implementing important algorithms, has recently been proposed
by McGuinness and Connor [23]. The authors compared impor-
tant algorithms such as IGC [7], seeded region growing (SRG) [2],
simple interactive object extraction (SIOX) [15] and binary parti-
tion tree (BPT) [1,29], in order to provide a good coverage of the
various techniques currently available for foreground extraction,
as stated in [23].

The SRG [2] method, proposed by Adams and Bischof, is
very popular due to its simplicity and speed, assuming that
regions of interest are characterized by connected pixels with
similar colors. The SIOX [15] algorithm is also based on color
information and has recently been integrated into the popular
imaging program GIMP as the ’’Foreground Selection Tool’’. The
BPT [1,29] algorithm is based on hierarchical region segmenta-
tion, exploiting the user interaction to split and merge regions in
the tree.

Bai and Sapiro [5] proposed a method based on fast kernel
density estimation [37] for the color statistics, improving the
geodesic distance-based approach described in [27]. Combining
the improved color statistics and the connectivity constraint
imposed by the geodesic distance (between the segmented
regions and the scribbles), the authors of [5] illustrate accurate
segmentations using simple scribbles. Here, we also exploit the
connectivity restriction in a separate post-processing step.

Grady [17] proposed random walks (RW), where each pixel is
labeled based on the probability that a random walker reaches
the pixel, starting from a scribble.

Variants of IGC, geodesic segmentation and RW have recently
been proposed in the literature. An example is [14], where the
authors formulated the interactive image segmentation problem
as a statistical transductive inference, combining GC and RW.
Another example is the geodesic GC [26], which uses geodesic
distance information combined with edge information in a GC
optimization framework.

An important work unifying GC, RW and shortest paths
(geodesic) optimization techniques has recently been proposed
by Couprie et al. [12], in which the authors introduced the power
watershed technique, representing a new family of segmentation
algorithms.

Fig. 3. Label propagation. Each scribble is characterized by a color. Each model

vertex is associated to a label corresponding to the color of the scribble

intercepting its respective region. During the matching step, these labels are

propagated from the model Gm to the input graph Gi. This defines a complete

segmentation for the image represented by Gi, by painting each pixel with

the respective color assigned to the input region. (For interpretation of the

references to color in this figure legend, the reader is referred to the web version

of this article.)
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Excluding the BPT [1,29] method, all other approaches
described above are based on pixels. Another important class of
algorithms is represented by region merging techniques. Li et al.
[21] presented a region merging method combining GC and
watershed regions. Ning et al. [24] have recently proposed
a novel maximal similarity based region merging (MSRM)
mechanism for interactive image segmentation. The key idea of
MSRM is to perform region merging between adjacent regions
by exploiting an effective representation for the color statistics
based on (quantized) color histograms computed from the
regions. Compared to pixel-based approaches, region merging
strategies aggregate robustness to noise and pixel variation in
general.

Regarding the related literature, the relevance of the proposed
technique has the following advantages. (1) It has been imple-
mented as an open-source software. (2) It is trivially extensible
from binary to multi-label, and from single to multiple images
segmentation. (3) Good results were achieved when segmenting
complex images, in which both foreground and background
regions have similar colors, being comparable to the main current
graph-based algorithms. (4) The graph matching step can be
easily combined with the connectivity constraint between the
segmented regions and the scribbles in order to reduce user
effort. (5) By including a pixel-based refinement to improve
the boundaries of the extracted objects, the proposed method
produced accurate segmentations for a wide range of natural
images.

3. Proposed framework

3.1. Segmentation by matching attributed relational graphs

Interactive segmentation relies on user hints (markers or
scribbles) to segment objects in an image. In the case of binary
segmentation, there are two types of scribbles, one for the
foreground and the other for the background. In multi-label
segmentation, the user defines as many scribbles as there are
objects of interest in the image. In both cases, we consider each
scribble to have a distinct color, which will also identify the
referenced object during object segmentation. This prior informa-
tion/labeling introduced by the user must be propagated to the
non-marked regions in order to achieve a complete segmentation
of the input.

In order to propagate the labels, we represent the input image
data and the information encoded by the scribbles by means of
attributed relational graphs (ARG) [33]. This data structure is a
directed graph, in which we associate attribute vectors to vertices
and edges. In the remainder of the text, all references to graphs
imply a reference to an ARG.

We denote an ARG by G¼ ðV ,E,m,nÞ, in which V is a set of
vertices, E is a set of (directed) edges, m represents the vertex
attributes, and n represents the edge attributes. Cardinalities of
the vertex and edge sets are denoted by 9V9 and 9E9 respectively.

In this paper, vertices represent image regions and edges
represent spatial configurations among these regions. Also, region
appearance information is encoded as vertex attributes, and
the structural constraints as edge attributes. To obtain these
graphs from an image, we first obtain an over-segmentation of
the input image in which the contours of each object are expected
to be present. In this paper, this is achieved by the watershed
algorithm [34]. The resulting over-segmented image can then
be used to create an input ARG and/or a model ARG, as
explained next.

Input graph: We shall denote this graph by Gi ¼ ðVi,Ei,mi,niÞ and
similar subscripts will be adopted for its individual vertices and

edges. It can be obtained from the input image as follows. The
input vertex set Vi is defined by the watershed regions, in which
there is a vertex representing each region. For the edge set Ei,
there are different possibilities to represent the relations between
vertices. For instance, an edge can be created to link vertices
corresponding to adjacent regions. Then, vertices and edges can
be attributed, as described in the next section.

Model graph: The model graph is denoted by Gm ¼ ðVm,Em,m,nÞ,
and similar subscripts will be adopted for its individual vertices
and edges. Differently from the input graph, this graph represents
only specific regions of an over-segmented image: those which
are intercepted by a scribble. For each of such regions, a vertex is
created. If more than one scribble fall upon a single region issued
from the watershed, then the dominant one (i.e. the one which
intercepts more pixels from the region) can be chosen as the
region label. Note that, in general, the marked regions may not
induce a connected graph if edges are created based on region
adjacency. By computing a Delaunay triangulation based on the
considered region centroids to build the set Em, close regions can
be linked by an edge while keeping Gm connected. Finally, the
attributes are computed.

3.2. ARG attributes

The choice of ARG attributes depends on the application. In our
interactive segmentation experiments, we compute the same
types of vertex and edge attributes for both Gi and Gm as follows:

Appearance information: The appearance information of a
vertex v, denoted by mðvÞ, corresponds to the following attributes:

� the average intensity mðvÞðintensityÞ of its respective image
region. Here, we focus on color images, in which we use three
such values, one for each channel in the CIELAB color space,
which is appropriate for computing distances between colors.
This approach is significantly simpler than the color histograms
used by the maximal similarity based region merging technique
described in [24], each one having 16�16�16¼4096 bins and
corresponding to a different region in the over-segmentation;
� a label mðvÞðlabelÞ identifying the class/scribble of the vertex.

For vertices in Gm, this is precisely the color of the respective
scribble, whereas for vertices in Vi, the label is initially
undefined, being assigned later during the matching process.

Structural information: Besides the appearance information,
structure is used to minimize the ambiguities caused by regions
with similar intensities belonging to both foreground and back-
ground components (or distinct classes, in the case of multi-label
segmentation). The structural information is represented by the
spatial relations among the centroids of the regions issued from
the over-segmentation. These relations are encoded by vectors in
the 2D space, as shown in Fig. 4. The basic idea is that each
directed edge holds a corresponding vector as its attribute.
Inspired by the work described in [10], the relative positions are
evaluated by the following equation, which compares two given
vectors, ~v1 and ~v2 , in terms of the angle between them and their
lengths:

cvecð~v1 , ~v2 Þ ¼ l2
9cosy�19

2
þð1�l2Þ

��~v1 9�9~v2

��
CS

, ð1Þ

where y is the angle between ~v1 and ~v2 , 9~v1 9 and 9~v2 9 denote the
vector modulus/lengths.

The first term in Eq. (1) represents the angular cost, which
assigns higher values to opposite vectors. The second term
represents the modular cost, which assigns a value proportional
to the difference of the vector lengths, normalized by a constant
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CS, representing the maximum distance, to keep the computed
values between 0 and 1.2 The parameter l2 ranges from 0 to 1.3

3.3. Segmentation by matching attributed relational graphs

With these two representations at hand, the goal is to find a
mapping from input to model vertices to label each input image
region with a scribble color. However, by construction, the model
and the input graphs present distinct topologies. Also, since it is
desirable that the user inputs little effort when segmenting an
image, only a few scribbles are expected over the image, which
causes 9Vm9 to be much smaller than 9Vi9.

This mapping qualifies as an inexact homomorphism between
input and model graphs (Fig. 3), a problem which has been dealt
within the literature of inexact graph matching [8,10,36]. One
way to solve this many-to-one mapping is by optimizing a cost
function which evaluates the similarities between attributes (of
vertices and edges). For instance, one can use the following
general form of the cost function:

E¼ l1

X

vertices

dAþð1�l1Þ
X

edges

dS, ð2Þ

where the term dA evaluates the dissimilarities between appear-
ance attributes of pairs of vertices ðvi,vmÞ, the term dS evaluates
the structural dissimilarities between pairs of edges ðei,emÞ, and
the parameter l1 ranges between 0 and 1, weighing the influence
of each term over the result.

In the general case, by considering structural information to
map input to model vertices, the direct comparison between
input and model edge attributes can be too costly due to a
combinatorial number of all possible edge interconnections. In
our method, we try to overcome this problem by using deformed
graphs [25].

Matching by deformed graphs: Instead of evaluating all the
interdependences represented by the edges in Gi, we propose an
alternative approach which evaluates individual input vertex
mappings against the model graph.

In our particular problem, because an initial correspondence is
available to align both graphs (regions intercepted by the scrib-
bles), we can use it to evaluate local deformations among attri-
butes, without compromising the existing interdependences. This

simplification is achieved by successively matching deformed
graphs with the model graph, and obtaining a label for each
viAVi (Fig. 5). Note that, differently from the tree search technique
described in [10], the classification of each input vertex vi is done
independently of the already mapped input vertices v0i, v0iavi.

A deformed graph (DG) [25] represents a deformation of the
model graph by a vertex issued from Gi, as if its corresponding
region had fallen under a scribble during user interaction. The
(local) deformation occurs in Gm with respect to the attributes of a
single vertex vm and its neighboring edge attributes, caused when
simulating a change in the coordinates of vm. Given a pair ðvi,vmÞ,
viAVi, vmAVm, the induced deformed graph, denoted by Gdðvi,vmÞ,
is computed as follows: Gdðvi,vmÞ starts as a copy of the model Gm,
with the same number of vertices and edges, and the same
attributes for the vertices and edges, except for the copy of model
vertex vm and its adjacent edges. The centroid coordinates and
intensity attributes of the copy of vm are replaced by that of vi,
leading to the deformed vertex vd. Similarly, a deformed edge ed

corresponds to the edges with an endpoint at vd, as shown in
Fig. 6(c) and their attributes are recomputed to take into account
the new coordinates in vd.

By ignoring the adjacency information in Ei, the matching
technique based on DG always performs comparisons among
similar graphs, in the sense that both graphs have the same
topology, with the same number of vertices and edges, differing
only on the attributes. Moreover, only the attributes from the
deformed vertex and its neighboring edges in Gdðvi,vmÞmay differ
from the (original) model graph Gm. Therefore, when evaluating
the structural dissimilarities between Gdðvi,vmÞ and the model Gm,
only the deformed edges (and their corresponding model edges)
have to be examined. Thus, for the evaluation of this isomorph-
ism, Eq. (2) simplifies to

Eðvi,vmÞ ¼ l1dAþð1�l1Þ
X

deformed_edges

dS, ð3Þ

where the term dA evaluates the dissimilarities between the
attributes of the deformed vertex vd and the original model
vertex vm (Eq. (4)), the term dS evaluates the structural dissim-
ilarities between the deformed edges and their respective origi-
nals (Eq. (5)), and the other parameters remain the same as
before. The appearance term of Eq. (3) compares vertex attributes
from a pair (vd, vm), with vd corresponding to an input vertex
represented in Gd, as follows:

dAðvd,vmÞ ¼
Euclidean distance ðmðvdÞðintensityÞ,mðvmÞðintensityÞÞ

CA
,

ð4Þ

where the Euclidean distance, between the intensity attributes of
vd and vm, is normalized by a constant CA, representing the
maximum distance among intensity values, to keep the computed
results between 0 and 1.4 The structural term of Eq. (3) is
evaluated by:

dSðGdðvi,vmÞ,GmÞ ¼
1

9EðvdÞ9

X

ed AEðvdÞ

cvecðnðedÞ,nðemÞÞ, ð5Þ

in which cvecð:Þ is given by Eq. (1), EðvdÞ denotes the set of
deformed edges originating from vd, 9EðvdÞ9 denotes the cardin-
ality, and em is the model edge corresponding to the deformed
edge ed. Eq. (5) is the average cost between deformed edges and
their corresponding model edges.5

Fig. 4. For the edge attributes, we used vectors to encode spatial relations among

vertices. The highlighted vertices (in red) have different coordinates, producing

different vectors in terms of size and orientation. (For interpretation of the

references to color in this figure legend, the reader is referred to the web version

of this article.)

2 In our experiments, we used CS ¼
ffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffi
w2þh2
p

, where w is the image width and

h is the image height.
3 As in the original algorithm described in [25], we used l2 ¼ 0:5 in all

experiments to give the same importance to both angular and modular terms of

Eq. (1).

4 In our experiments, we used CA¼100.
5 Unless stated otherwise, we used l1 ¼ 0:5 in all experiments to give the

same importance to both appearance and structural terms in Eq. (3).
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3.4. Optimization

Since the aim is to map all input vertices, a set of deformed
graphs must be evaluated for each viAVi, as shown in the pseudo-
code given in algorithm MatchingByDG.6

MATCHINGBYDG ðGi,GmÞ

1 P’|
2 for each vertex viAVi

3 do

4 cmin’1;
5 vmin’NULL

6 for each vertex vmAVm

7 do
8 create Gdðvi,vmÞ

9 c’Eðvi,vmÞ x compares Gdðvi,vmÞ

with Gm

10 if cocmin

11 do
12 cmin’c;
13 vmin’vm

14 mðviÞðlabelÞ’mðvminÞðlabelÞ

15 P’P [ fðvi,vminÞg

16 return P

Fig. 5. Matching using deformed graphs. Because the input and model graphs can have very distinct topologies, deformed graphs are used to reduce the many-to-one

mapping problem to a set of simpler inexact isomorphism problems between deformed and model graphs. The final image labeling is then given by evaluating these

isomorphisms according to a greedy strategy, encoding color information and spatial configuration. (For interpretation of the references to color in this figure legend, the

reader is referred to the web version of this article.)

Fig. 6. (a) The model vertices (in green) are superposed to the input vertices (in red). For instance, vm is a model vertex and vi is an input vertex. (b) The edges denote a

triangulation using the model vertices. (c) vd is a deformed vertex, with the same coordinates as vi, and the resulting deformed edges correspond to all (highlighted) edges

with an endpoint at vd. (For interpretation of the references to color in this figure legend, the reader is referred to the web version of this article.)

6 The proposed algorithm does not depend on the number of scribbles to map

each input vertex to a model vertex. The same pseudo-code can be used to treat

the binary (foreground/background) or the multi-label segmentation problem.
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Let P be a set of pairs representing a match from input to
model vertices. Then the total cost of solution P is given by

EðPÞ ¼
X

ðvi ,vmÞAP

Eðvi,vmÞ: ð6Þ

In order to minimize Eq. (6), the algorithm uses a greedy strategy
that relies on the individual matches between input and model
vertices. The label to be assigned to each vi should be that
of the model vertex which corresponds to the DG Gdðvi,vmÞ

that minimizes Eq. (3), i.e., which minimizes the deformations
induced in the model. Hence, we must evaluate 9Vm9 isomorph-
isms between an induced DG Gdðvi,vmÞ and the model graph Gm

(lines 6–13).
In the end, the algorithm produces the set of pairs P and

mðviÞðlabelÞ ¼ mðvmÞðlabelÞ, 8ðvi,vmÞAP, corresponding to a com-
plete segmentation of the input image by coloring all the pixels
from each input region with the respective vertex label, corre-
sponding to a scribble color.

3.5. Computational complexity

The matching algorithm presented in the previous section
has complexity in Oð9Vi99Em9Þ, which is basically determined by
the number of deformed edges. Note that, for an efficient
implementation, it is not necessary to rebuild Gdðvi,vmÞ for each
iteration. Instead, for each input vertex, the structural evalua-
tion can be performed by traversing each (directed) model
edge and each corresponding deformed edge only once. For
planar model graphs, such as those generated by Delaunay
triangulation, the number of traversed deformed edges is in
Oð9Em9Þ ¼ Oð9Vm9Þ during the classification of each input vertex,
resulting in Oð9Vi99Vm9Þ edge comparisons to classify all the
input vertices.

In the general tree search strategy, described in [10], an
incremental solution is computed by expanding the nodes in
the search tree. Each expanded node represents a pair which was
included in the mapping, and its children represent all the
possibilities of mapping the next input vertex. The key idea is to
progressively consider more structural information, where the
number of direct comparisons between input and model edges
depends on the depth of the expanded node. At depth k, in order
to select the cheapest model vertex for the current input vertex,
9Vm9ðk�1Þ edge comparisons are performed.

The previous optimization technique [11] maintained the
computational complexity in Oð9Vi99Vm9Þ by limiting the number
of edge comparisons in Oð9Vm9Þ at each depth/level. During our

experiments, we noticed that this modified version of the tree
search [11] presented difficulties to compute the segmentations,
especially when considering simple scribbles.7 For the tested
images, the original tree search technique presented a better
performance when compared to the modified version [11], in
which there is a total of 9Vm9ð0þ1þ2þ � � � þ9Vi9�1Þ edge com-
parisons, resulting in an algorithm with computational complex-
ity in Oð9Vi9

29Vm9Þ. Therefore, in practice, the deformed graph-
based algorithm decreased the computational complexity from
Oð9Vi9

29Vm9Þ to Oð9Vi99Vm9Þ.

3.6. Post-processing

For single images, the scribbles can be imposed as hard
constraints, hence each scribbled pixel keeps its label in the final
segmentation. We assume that the scribbles are correctly placed,
i.e. each scribbled pixel corresponds to its correct region of
interest. In our experiments, this constraint was useful to improve
the results, especially for coarse over-segmentation, providing a
way to manually divide a region (Fig. 7).

In order to provide ease of scribbling with minimal effort by
the user and to compute accurate segmentation for object
extraction, the proposed DG approach can include two post-
processing steps:

(P1) Removal of spurious regions by keeping the connec-
tivity constraint between the segmented regions and the
scribbles.

Fig. 7. Example of a coarse over-segmentation which produced an incorrect segmentation of the nose of the toucan. A correction can be achieved by manually dividing the

highlighted coarse region. (For interpretation of the references to color in this figure legend, the reader is referred to the web version of this article.)

Fig. 8. (P1) Merging of regions to keep the connectivity constraint between the

segmented regions and the scribbles provided by the user. In the image on the left,

there is a small (solid) region, which is not connected with its corresponding (red)

scribble. In the image on the right, this disconnected region is merged into the

dashed region. (For interpretation of the references to color in this figure legend,

the reader is referred to the web version of this article.)

7 The examples presented in the previous work [11] required complex

scribbles, which were placed near the object boundaries.
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(P2) Pixel-level refinement to improve the boundaries of the
extracted objects.

In step (P1), after performing the matching algorithm (Section
3.4), the initial segmentation can be post-processed in order to
guarantee that each segmented region is connected to a scribble.
For instance, foreground components in the initial segmentation
that are not connected to a foreground scribble are merged into
the background components. Similarly, the background compo-
nents that are not connected to a background scribble are merged
into the foreground (Fig. 8). This simple step can significantly
reduce the user effort, in the sense that less scribbles are necessary
for the desired segmentation, as illustrated in Figs. 9(DGþP1) and
11(DGþP1). By considering scribbles as hard constraints, step (P1)
can be used to divide coarse regions. As shown in Fig. 7, by adding
scribbles, part of the (highlighted) coarse region was separated
from the foreground (red) scribble to produce the correct result.

Methods combining both region merging and pixel-based
approaches have been proposed in the literature (e.g. [21]),
aggregating robustness (to noise and pixel variation) and accuracy
(especially on the object boundaries). Following this idea, for the
experiments involving binary segmentation for object extraction,
we also applied the post-processing step (P2) for re-classification
of pixels on a narrow band on the object boundaries, e.g. to
circumvent possible imprecision in the initial over-segmentation,
by performing the following heuristic. First, all pixels in a narrow
band are marked as unknown pixels to indicate that they need to
be re-classified (Fig. 10). In our case, the narrow band consisted of
the internal and external borders of the foreground components.
Then, each pixel p from the band is examined and labeled with the
most similar pixel (by evaluating their colors using Eq. (4)) from
all pixels at distance d from p. This step is repeated K times.8 The
improvements are illustrated in Fig. 11(DGþP1þP2).

Note that both steps, (P1) and (P2), can be executed in linear
time, without affecting the computational complexity of the
proposed method.

3.7. Model update

In order to achieve the desired segmentation, the user can add/
remove scribbles to make corrections on the segmentation

process, resulting in updates in the model graph. Fig. 12 is an
example of binary segmentation, illustrating the results com-
puted from the initial scribbles and after an additional scribble to
eliminate the initial misclassified regions. After adding/removing
a scribble, the model graph is rebuilt and the matching algorithm
is executed using the new updated model. Then, the post-
processing steps described in the previous section can be per-
formed to improve the solution.

4. Experiments

In order to show the benefits of the proposed approach, we
tested it with different databases and real natural images,
including the Berkeley Segmentation Dataset and Benchmark
[22], the Microsoft GrabCut database [28], images from Ning
et al. [24], Bai and Sapiro [3–5] and Levin et al. [20]. Some
examples using simple scribbles are illustrated in Fig. 13.

In general, region merging approaches do not require thick
scribbles to mark a large number of pixels, since regions from
the initial over-segmentation can be marked by using thin
scribbles. Thus, compared to pixel-based methods, more color
statistics can be collected by region merging techniques when
considering thin scribbles. In our implementation, we used
scribbles which are 2 pixels wide to provide a clean and elegant
fashion of scribbling. The results are presented with dilated
scribbles for better visualization. Also, the colors of the scribbles
were modified to facilitate the reading when printing in grey
scale.

Fig. 9. Segmentation produced by the proposed DG-based approach, without and with the connectivity constraint (P1), respectively. From left to right, the two first

columns represent the first case: (P1) is not imposed and the DG method requires more scribbles to remove all the spurious components from the solution (especially

when considering l1 ¼ 0:5).

Fig. 10. (P2) Re-classification of pixels on a narrow band on the object boundaries.

For each pixel p in the narrow band, p is re-classified according to the most similar

pixel (in terms of color information), considering only the classified pixels that fall

in a circumference with a fixed size.

8 In our case, we set d¼10 pixels and repeated this refinement K¼10 times.
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Fig. 14 shows examples of image compositions with new
backgrounds, computed by the proposed method. Fig. 15 illus-
trates similar segmentations using different fashions of scribbling,
indicating the robustness of our method, especially when the
color information is discriminative enough to separate the differ-
ent components in the image.

4.1. Analysis of parameter l1

The parameter l1 weighs the influence between the appearance
and the structural terms in Eq. (2). For instance, for l1 ¼ 0, only
structural information is used for the matching step (Section 3.4).
Similarly, for l1 ¼ 1, only appearance information is used to compute
the segmentation. Intermediate values of l1 are used to combine both
appearance and structural information for classification.

Additional natural images are illustrated in Fig. 16, presen-
ting a significant variability of colors, resulting in several
regions with similar colors on both foreground and background
components. For these examples, the segmentation task is ambig-
uous, especially when using only the average colors from each
region, as illustrated in Fig. 16(c). When considering only
color information, these examples require more elaborated repre-
sentations, such as the quantized color histograms used by
the maximal similarity region merging (MSRM) technique [24].
Here, we exploit the structural information to decrease the
ambiguities among similar foreground/background regions,
while keeping the simplicity and the efficiency of the proposed
method.

The behavior of the parameter l1 is illustrated in Fig. 17, in
which the Jaccard index [16] was computed for different values of
l1. As pointed out in [23], the Jaccard index is an important
measure for object extraction accuracy, which can be computed
by the following expression:

9GF \RF 9
9GF [RF 9

, ð7Þ

where GF is the set of foreground pixels belonging to the ground-
truth, while RF is the set of foreground pixels in the segmenta-
tion result. 9GF \RF 9 and 9GF [RF 9 represent the cardinalities of
the intersection and the union, respectively. In Fig. 17, by testing
three examples with ambiguous foreground/background regions,
the best results were robust in a neighborhood around 0.5,
indicating the importance of the structural information to
improve the segmentations.

For a deeper evaluation, we tested the Microsoft GrabCut
database [28], which is commonly used for quantitative compar-
isons involving different methods. This database provides the
labeling-Lasso, where the unknown pixels corresponds to a
roughly symmetric narrow band along the boundaries of the
foreground object, as shown in Fig. 18 (middle column). For this
particular type of seeds, algorithms such as those based on
adaptive thresholding [14,18] can exploit the same effect of the
skeleton of the unknown regions to improve the segmentations.
In order to avoid any bias, instead of using the labeling-Lasso,
Couprie et al. [12] proposed the use of asymmetrically eroded
seeds, such as the one shown in Fig. 18 (right column).

Fig. 11. Our results using images from the Grabcut database [28], Bai and Sapiro [3], and the toucan image, similar to the one used in [24], but with higher resolution

(1024�768), respectively. The first column on the left shows the original images with scribbles. (DG) Computed labels by the matching algorithm described in Section 3.4.

(DGþP1) Improved results after applying the post-processing step (P1) by imposing the connectivity constraint. (DGþP1þP2) Results after applying the post-processing

step (P2) by improving the object boundaries.

Fig. 12. Flowers from the Berkeley database [22]. The misclassified regions (in the middle column) are corrected by adding a new scribble (in the right column). The

extracted objects are highlighted.
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Fig. 13. Our results using images from Berkeley Image Segmentation and Benchmark [22], GrabCut [28], and MSRM database [24]. For each example, the image on the left

shows the original image with scribbles, and the image on the right shows the computed labels by DGþP1þP2.

Fig. 14. Examples of background replacement using images from different databases: Berkeley [22], GrabCut [28], and Bai and Sapiro [3,5], respectively. Left column:

original images with scribbles. Middle column: labels computed by the proposed approach (DGþP1þP2). Right column: compositions using new backgrounds.



Fig. 15. Flowers from the Berkeley database [22] and three different ways of placing the scribbles. The respective segmented regions (outlined in white) were computed by

DGþP1þP2.

Fig. 16. Additional segmentation examples. (a) Input images: bird, bears and jaguar. (b) Scribbles over the input images. (c) Computed labels using only the appearance

information ðl1 ¼ 1:0Þ. (d) Computed labels using both the appearance and the structural information ðl1 ¼ 0:5Þ. The above results illustrate the importance of the

structural component in Eq. (2). The segmentations were computed by DGþP1þP2.

Fig. 17. Pyramid from the Berkeley database [22]; cross and sheep from the Grabcut database [28]. For each example, we tested the same scribbles for different values of

l1, by using DGþP1þP2. The segmentations are outlined in white. (a) Segmentations by using both the appearance and the structural information ðl1 ¼ 0:5Þ. (b) Using

only the appearance information ðl1 ¼ 1:0Þ. (c) Jaccard indices for different values of l1.



Fig. 19 shows the average Jaccard indices, for l1 ¼ 0:0,0:1, . . . ,
1:0, using the asymmetrically eroded seeds provided by Couprie
et al. [12], and considering the three cases: (DG) the matching
algorithm (Section 3.4) without any post-processing step;
(DGþP1) combined only with post-processing step (P1); and
(DGþP1þP2) combined with both (P1) and (P2). The largest
averages were: (DG) 0.9033 for l1 ¼ 0:6; (DGþP1) 0.9066 for
l1 ¼ 0:6; and (DGþP1þP2) 0.9250 for l1 ¼ 0:8. Nevertheless, all
three cases resulted in good average object accuracy when using
l1 ¼ 0:5 (0.9005, 0.9049 and 0.9204, respectively). Thus, for the
comparison with the current state-of-the-art techniques, we test
our approach with the fixed parameter l1 ¼ 0:5.

4.2. Multi-label segmentation and image matting

The proposed formulation can also be applied to the multi-
label segmentation problem in a straightforward manner.
As shown in Fig. 20, the proposed approach has a good perfor-
mance, even in the presence of multiple objects with similar
colors, since the initial over-segmentation included the important
boundaries in these examples.

In order to extract objects with complex boundaries, such as
hair strands and animal fur, image matting [20,35] is suitable to
reconstruct the foreground/background components and the
alpha value (transparency) of each pixel. In the image matting
problem, the interaction can be performed by using trimaps
which divide the image into three regions: foreground, back-
ground and unknown regions. Our approach can also be used to
automatically generate such trimaps, in which a narrow band is
automatically spanned across the current foreground/background
boundaries to define the unknown regions. Following the same
idea of the fixed width band described in [5], Fig. 21 shows
examples in which our approach can minimize the effort by
avoiding the need to track all the object boundaries when
building the complete trimaps manually.

As observed in [20], for complex cases, especially when the
objects have too many holes, image matting can also be per-
formed by using scribbles, which can require a significant effort,
as suggested by the examples presented in [20]. For the cases in

which the trimaps are preferable, such as Fig. 22, our approach
can simplify the scribbles used for image matting.

In all matting experiments, we used the Robust Matting [35]
binaries provided by the authors, which produced accurate
matting results.

4.3. Comparison with current state-of-the-art

For a quantitative comparison with other methods, we used
the 50 images from the Microsoft GrabCut database [28]. We
considered different techniques, including pixel-based and
region-based methods, for a good coverage of the literature. More
specifically, we used the source codes provided by the authors of
the power watershed (PW) [12], the maximal similarity based
region merging technique (MSRM) [24], and random walker (RW)
[17]. For the interactive graph cuts (IGC) [7], seeded region
growing (SRG) [2], simple interactive object extraction (SIOX)
[15] and binary partition tree (BPT) [1,29], we used the segmen-
tation tool due to McGuinness and Connor [23], combined with a
context creator utility provided by the authors of [23] to load the
seeds from pre-existing image files. All these implementations are
freely available, corresponding to recent important works
[12,17,23,24].

In order to better exploit the capabilities of the well-known
IGC method [7], we tested it with fixed parameter s¼ 3:5,9 and
with the best s for each individual image (considering
s¼ 0:5,1:0,3:5,7:0,10:0,15:0 in the segmentation tool provided
by McGuinness and Connor [23]), corresponding to the largest
object accuracy (Jaccard index). The parameter s is used in the
boundary penalty function described in the IGC paper [7],
corresponding to the distribution of noise among neighboring
pixels. For the remaining competing approaches, we did not set
any parameter.

Table 1 shows the results for the symmetrically and asymme-
trically eroded seeds: the Lasso form [28] and the ones provided

Fig. 18. Left column: flowers from the Berkeley database [22]. Middle column: respective labeling-Lasso provided by the GrabCut database [28]; the unknown

pixels correspond to a symmetric narrow band (in grey) along the boundaries of the flowers. Right column: the corresponding asymmetrically eroded seeds from Couprie

et al. [12].

Fig. 19. The average Jaccard indices and the respective standard deviations for the fifty images from the GrabCut database [28], using the eroded seeds provided by

Couprie et al. [12].

9 When considering IGC [7] with fixed parameter in the segmentation tool

provided by [23], s¼ 3:5 produced the largest average Jaccard indices in our

experiments with the GrabCut database [28].
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by Couprie et al. [12], respectively. When compared to the Lasso
form, the asymmetrically eroded seeds from Couprie et al. [12]
correspond to smaller markers for the foreground, as shown
previously in Fig. 18.

The quantitative results produced by the tree search algorithm
[10], considering complete (TSC) and triangulated (TST) model
graphs, were also included in Table 1. For both TSC and TST, we
considered a fixed parameter a (corresponding to the largest
average Jaccard index) and the best a (corresponding to the
largest Jaccard index for each image) for Eq. (1) of the previous
work described in [11].10

In Table 1, our approach DGþP1þP2 with l1 ¼ 0:5 (Eq. (2))
produced the largest average Jaccard index among all the con-
sidered methods for both types of seeds. Moreover, for the
smallest set of seeds [12], the performance of DG (using triangu-
lated model graphs, without any post-processing step) was
comparable to TSC (using complete model graphs), but within a
lower complexity time, indicating the robustness of the proposed
method according to seed quantity. Differently from the DG
technique, the TST method presented a poor performance (com-
parable to SRG), indicating insufficient structural information by
the triangulated model graphs when considering the tree search
technique [10] and ‘small’ seeds. For TST, the largest average
Jaccard index was achieved when using a¼ 0:1, indicating that
increasing the influence of the structural term was not enough to
produce good results. Moreover, by choosing the best a, the

Fig. 20. Examples from the Berkeley database [22] for multi-label segmentation, including multiple objects with similar colors. The results were computed by DGþP1,

using only the connectivity constraint (P1). Left column: original images. Middle column: scribbles and segmented regions outlined in black. Right column: computed

labels. (For interpretation of the references to color in this figure legend, the reader is referred to the web version of this article.)

10 The parameter a in Eq. (1) of [11] has the same role as our parameter l1,

where lower values for a correspond to larger weights to the structural term.
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stability of TST was not improved, which presented large standard
deviations for the object accuracy.

In the ground-truth provided by the Grabcut database [28],
grey level 255 corresponds to the foreground objects, 0 to
the background components, and 128 to the mixed foreground-
background pixels. In all experiments, we discarded the mixed
pixels from the (binary) Jaccard index computations for the
object accuracy analysis, since this binary index considers
only full foreground/background pixels. Moreover, based on the
binary Jaccard index used for object accuracy, the authors
of [23] proposed the fuzzy boundary accuracy to evaluate

the segmentation results. One way to use it on the Grabcut
database is to interpret the mixed/unknown pixels in the
ground-truth as part of the boundary, which may increase the
degree of ‘uncertainty’ in the boundary. Following this idea, we
also present the respective fuzzy boundary accuracies in Table 1,
in which we considered (besides the internal boundaries of
the ground truth) the mixed regions for the corresponding
fuzzification.11 Note that, by considering this boundary accuracy

Fig. 21. Input images from Bai and Sapiro [4,5]. Left column: original images with scribbles. Middle column: automatically computed trimaps by DGþP1þP2. Right

column: alpha mattes computed by Robust Matting [35] using the trimaps from the middle column.

Fig. 22. (a) Original image with scribbles and the corresponding alpha matte, both images were extracted from the paper due to Levin et al. [20]. (b) Original image with

scribbles and the respective alpha matte computed by the Robust Matting [35] using the automatically computed trimap by DGþP1þP2.

11 As described in [23], we used s¼ 4 for the fuzzification.
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measure, the BPT technique [1,29] presented the highest fuzzy
boundary accuracy. Table 2 presents additional measures, which
are the same indices used in [12], in which our method presented
the best performance for the smallest set of seeds from Couprie
et al. [12].

For the tree search algorithms (TST and TSC), the input edges
were created between adjacent regions in the over-segmentation.
For all the experiments involving the MSRM approach, we used
watershed for the initial segmentation for a fair comparison,
which significantly increased its computational time (see
Table 5 in next section).

The region-merging techniques, MSRM [24], BPT [1,29] and
DGþP1þP2 with l1 ¼ 0:5, produced the largest average accuracy
indices for the eroded seeds from Couprie et al. [12]. By using
‘small’ sets of seeds, besides the robustness to noise and color
variability, a larger number of pixels can be marked by the region
merging methods, when compared to the pixel-based approaches,
providing more information for the classification.

Fig. 23 illustrates a qualitative comparison, in which SRG and
SIOX failed for all the three additional examples. Although RW
produced a good result for the jaguar example, BPT, TSCþP1 and
DGþP1 provided more consistent results for the other two
examples with the given scribbles, by producing less leaking
effects and less missing regions. Excluding SRG and SIOX, the

remaining competing methods basically required more scribbles
to achieve good results, such as those shown in Fig. 16(d), which
were produced by DGþP1þP2 with l1 ¼ 0:5.

4.4. Running time

The experiments were carried out in a computer with an Intel
Core i3 2.13 GHz processor and 4 GB of RAM. Table 3 illustrates
the running times for object extraction. For each entry, we
present the image dimensions (width and height), the number
of input and model vertices (9Vi9 and 9Vm9, respectively), and the
computational times for: building the input and model graphs (Gi

and Gm, respectively), the graph matching algorithm (Section 3.4)
and the post-processing steps (Section 3.6). Note that the largest
computational times are required for building Gi, mainly due
to a pre-processing step which was performed to reduce the
number of watershed regions, by merging small12 regions with
its most similar adjacent region (in terms of appearance/color).
This may slow down the launching of the interactive segmenta-
tion program, but it was very important to reduce the computa-
tional times for the proposed approach, which considerably
reduced the sizes of the input and model graphs, as shown in
Table 4, without affecting the interactivity with the user during
the segmentation process. In Table 3, although our code was
implemented in Java, which is often slower than a Cþþ imple-
mentation, note that the model graph update and the graph
matching algorithm presented fast performances, justifying the
fact that our method can be used for the interactive image
segmentation problem.

Table 5 compares the running times of different approaches.
SRG [2], IGC [7] and PW [12] were the fastest implementations (in
Cþþ), while the tree search methods [11] TST and TSC were the
slowest ones. Note that only the BPT running time included the
pre-processing time, required to compute the binary trees. In our
experiments, the user interaction of BPT was very fast, being
comparable to the other Cþþ implementations like IGC [7] and

Table 1
Quantitative comparison using the Microsoft GrabCut database [28], with the

symmetrically (the Lasso form [28]) and the asymmetrically eroded seeds

(provided by Couprie et al. [12]). For the object and boundary accuracy measures,

we used the Jaccard index [16] and the fuzzy boundary accuracy [23], respectively.

Method Object accuracy (Jaccard) (Fuzzy) Boundary accuracy

Average Standard

deviation

Average Standard

deviation

Symmetric seeds (Lasso)

SIOX [15] 0.8852 0.1718 0.6338 0.1935

SRG [2] 0.8881 0.0860 0.5409 0.1797

MSRM [24] 0.9017 0.0856 0.6082 0.1467

IGC [7], s¼ 3:5 0.9275 0.0651 0.6376 0.1454

RW [17] 0.9324 0.0659 0.6547 0.1432

PW [12] 0.9341 0.0636 0.6653 0.1384

IGC [7],best s 0.9366 0.0621 0.6661 0.1452

BPT [1,29] 0.9533 0.0531 0.7266 0.1230

DG, l1 ¼ 0:5 0.9102 0.0835 0.6366 0.1264

DGþP1, l1 ¼ 0:5 0.9429 0.0508 0.6898 0.1075

DGþP1þP2,

l1 ¼ 0:5

0.9536 0.0501 0.7239 0.1137

TSC, a¼ 0:5 0.9444 0.0471 0.6999 0.1012

TSC, best a 0.9525 0.0430 0.7305 0.0781

TST, a¼ 0:1 0.9415 0.0440 0.6888 0.0949

TST, best a 0.9438 0.0429 0.6975 0.0966

Asymmetric seeds (Couprie et al. [12])

SRG [2] 0.8378 0.1272 0.4948 0.2010

RW [17] 0.8752 0.0986 0.5471 0.1936

IGC [7], s¼ 3:5 0.8784 0.0946 0.5613 0.1834

SIOX [15] 0.8830 0.1232 0.5863 0.1956

PW [12] 0.8891 0.0881 0.5842 0.1705

IGC [7], best s 0.8955 0.0889 0.5948 0.1831

MSRM [24] 0.9017 0.0856 0.6082 0.1467

BPT [1,29] 0.9188 0.0688 0.6368 0.1717

DG, l1 ¼ 0:5 0.9005 0.0687 0.5747 0.1422

DGþP1, l1 ¼ 0:5 0.9049 0.0672 0.5846 0.1371

DGþP1þP2,

l1 ¼ 0:5

0.9204 0.0644 0.6255 0.1494

TSC, a¼ 0:5 0.9080 0.0635 0.5927 0.1274

TSC, best a 0.9195 0.0593 0.6142 0.1318

TST, a¼ 0:1 0.8485 0.1040 0.4879 0.1516

TST, best a 0.8546 0.1056 0.4985 0.1526

Table 2
Quantitative comparison using the Microsoft GrabCut database [28], testing both

symmetrically and asymmetrically eroded seeds, with the same accuracy indices

used in [12]: Rand Index (RI), Global Consistency Error (GCE), Variation of

Information (VoI), and Boundary Error (BE). Good segmentations correspond to

high RI, low GCE, low VoI and low BE.

RI GCE VoI BE

Symmetric seeds (Lasso)

SIOX [15] 0.9451 0.0378 0.2928 5.1512

SRG [2] 0.9523 0.0404 0.3022 4.0483

IGC [7], s¼ 3:5 0.9680 0.0265 0.2235 3.3025

RW [17] 0.9704 0.0241 0.2090 3.1617

PW [12] 0.9706 0.0247 0.2102 2.8888

MSRM [24] 0.9719 0.0235 0.2099 2.4678

BPT [1,29] 0.9781 0.0176 0.1695 1.7780

DGþP1þP2, l1 ¼ 0:5 0.9784 0.0175 0.1692 1.9124

Asymmetric seeds (Couprie et al. [12])

SRG [2] 0.9342 0.0527 0.3692 5.9340

RW [17] 0.9457 0.0430 0.3113 5.8707

IGC [7], s¼ 3:5 0.9483 0.0420 0.3059 5.3369

PW [12] 0.9518 0.0400 0.2930 4.8480

SIOX [15] 0.9543 0.0369 0.2852 4.7063

MSRM [24] 0.9594 0.0338 0.2666 3.6166

BPT [1,29] 0.9634 0.0299 0.2395 3.2795

DGþP1þP2, l1 ¼ 0:5 0.9653 0.0282 0.2331 3.1799

12 In our implementation, we merged small regions with area o25 pixels.
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PW [12]. DG, TS [11] and MSRM [24] did not include the over-
segmentation computation time.

4.5. Segmentation of multiple similar images

The proposed approach can also segment multiple similar
images. In this case, an important question arises: ‘‘Would it be
possible to take advantage of the same user scribbles applied to
one specific image in order to segment another similar image?’’.13

Specifically, given two similar images A and B (e.g. corresponding
to different frames from a video sequence), and seeds marking the
regions of interest in A, the goal is to segment B by using the same
prior information represented by the scribbles drawn over A. In
general, direct use of scribbles from A on B does not result in good
segmentation due to possible deformations between A and B,
especially when dealing with articulated objects (Fig. 24). Thus, a

flexible representation for the scribbles is necessary in order to
produce a successful segmentation for B.

By using attributed relational graphs as described in Section 3,
the proposed approach represents scribbles from A and image B

as a model graph and an input graph, respectively (Fig. 25).
Then, for instance, by performing the algorithm MatchingByDG

(Section 3.4) to obtain a solution for the graph matching problem,
encouraging segmentation results were achieved for roughly
aligned graphs.

In Fig. 26, we considered five different frames (63–67) from
the video sequence of a person walking straight from [30],
assuming frame 65 as the model graph to segment all five given
frames. In this example, the results from our approach out-
performed the ones achieved by directly applying the scribbles
with usual methods to segment each frame. For the third row in
Fig. 26, we tested DGþP1þP2, l1 ¼ 0:5 and PW [12] for the usual
single image segmentation by directly applying the scribbles on
each frame. Both methods produced similar leaking effects,
especially on the legs.

Fig. 27 illustrates our results on the Tsukuba images, which
are very popular for stereo benchmarking. Differently from most

Fig. 23. Qualitative comparison using the additional images and the respective scribbles from Fig. 16. The matching techniques TST, TSC and DG were combined only with

the post-processing step (P1).

13 Note that, differently from [13], which relied on manual segmentations, our

goal is to take advantage of the scribbles to propagate the segmentation to other

similar images.

A. Noma et al. / Pattern Recognition 45 (2012) 1159–11791174



of the usual interactive segmentation approaches, by using a
model graph, we produced encouraging results by avoiding most
of the segmentation errors due to incorrect placement of the
seeds. More challenging results are shown in Figs. 28 and 29,

illustrating large object displacements, camera position and color
variability. Despite the differences among the images, the model
created for the first one is successfully used to segment the
others.

5. Conclusions

In this paper, we have proposed an interactive algorithm for
image segmentation, which produced accurate results for a wide
range of natural images. The core of the technique corresponds to

Table 3
Running times for initial segmentation computed by graph matching and for post-processing using Figs. 13–16, 20–22.

Image Size 9Vi9 9Vm9 Computational times (in ms)

Gi Gm Matching P1þP2 Total

Binary segmentation

berk-anemone 480�320 1752 170 3588 78 1863 2599 8128

berk-flowers 480�320 1780 30 3341 42 365 2604 6352

berk-dog 480�320 1431 185 3768 72 1638 2071 7549

berk-horses 480�320 1015 63 3835 46 485 3503 7869

berk-insect 480�320 2144 244 3541 87 3135 2463 9226

berk-boy 480�320 1976 186 3599 77 2200 2175 8051

grab-person1 600�450 1963 181 6585 80 2208 2851 11724

grab-person2 600�450 2350 117 6355 139 1663 3702 11859

grab-doll 462�549 2836 128 5612 129 2175 3234 11150

grab-child 1024�768 6214 314 19 340 252 11 032 8224 38 848

grab-statue 768�1024 5175 315 20 322 236 9892 13 412 43 862

msrm-tiger 264�192 314 72 1203 69 211 1709 3192

msrm-dogs 335�295 1135 102 2092 79 757 1936 4864

msrm-girl 303�397 982 196 2922 107 1208 2053 6290

msrm-monkey 360�414 1136 145 3317 105 1013 3724 8159

add-bird 640�480 2659 389 7471 142 5956 6526 20 095

add-bears 800�600 5557 386 10 810 186 11 823 9838 32 657

add-jaguar 640�480 2019 182 7583 83 2300 7394 17 360

bai-boy 255�308 743 78 1840 31 421 2075 4367

bai-cat3 535�412 2465 67 4384 156 967 3026 8533

bai-toy 338�450 1344 73 3650 62 671 2325 6708

bai-bear 450�344 1863 107 3573 47 1263 2278 7161

bai-lion 400�300 1013 92 2636 47 593 2090 5366

levin-teddy 486�416 1716 191 4527 109 2028 4508 11 172

Multi-label segmentation

berk-anemone 480�320 1752 249 3597 193 2606 2988 9384

berk-astronauts 480�320 1256 269 3410 196 1988 3607 9201

berk-horses 480�320 1015 106 3835 161 697 3682 8375

berk-flowers 480�320 1780 63 3355 148 581 4113 8197

berk-boy 480�320 1976 241 3589 193 2755 3222 9759

berk-bears 480�320 1109 161 3804 171 1116 3306 8397

Table 4
Number of original watershed regions and the corresponding reduced amount

after the pre-processing step.

Image Number of watershed regions

Original Pre-proc

berk-dog 14,420 1431

berk-horse 17,471 1015

berk-insect 9620 2144

berk-boy 11,205 1976

berk-flowers 11,324 1780

grab-person1 27,796 1963

grab-person2 27,705 2350

grab-doll 15,446 2836

grab-child 84,025 6214

grab-statue 90,294 5175

msrm-tiger 6052 314

msrm-dogs 7603 1135

msrm-girl 12,296 982

msrm-monkey 16,258 1136

add-bird 29,117 2659

add-bears 34,591 5557

add-jaguar 34,603 2019

bai-cat3 14,580 2465

bai-toy 14,767 1344

bai-bear 9938 1863

bai-lion 10,993 1013

levin-teddy 20,396 1716

Table 5
Average running times by using the grabcut data-

base [28] with the asymmetric seeds by Couprie

et al. [12].

Method Mean time (s)

IGC [7], s¼ 3:5 0.4259

SRG [2] 0.4593

PW [12] 1.2759

SIOX [15] 1.4072

RW [17] 1.8866

BPT [1,29] 2.9126

DG, l1 ¼ 0:5 11.4762

DGþP1, l1 ¼ 0:5 12.7314

DGþP1þP2, l1 ¼ 0:5 16.5837

MSRM [24] 153.7778

TST [11], a¼ 0:1 187.2444

TSC [11], a¼ 0:5 386.1613
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a framework to match attributed relational graphs by exploiting
the spatial relations among vertices.

For the optimization, we exploited deformed graphs [25],
which can be applied to multi-label segmentation (representing
multiple objects or multiple object parts) without any change in

the core algorithm, in contrast to the GC-based algorithms (e.g.
[7,28]), which are not trivially extensible from binary to multi-
label segmentation.

In our experiments, besides quantitative analysis invol-
ving current state-of-the-art techniques, we have also illu-

Fig. 24. Motivation: ‘‘Could we use the scribbles drawn over A to segment a similar image B?’’. In general, given two similar images A and B and scribbles marking the

regions of interest in A, their direct application to the segmentation of B does not produce good results. This is because markers may fall over wrong regions in B. Results

shown were both produced by our DGþP1þP2 algorithm for segmenting single images.

Fig. 25. Model and input graphs representing similar images, A and B, respectively. The corresponding over-segmentations are A0 and B0 . The scribbles are placed over A0 ,

indicating the regions of interest, resulting in the model graph Gm. The input graph Gi represents all the regions in B0 .
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strated the importance of the structural information by showing
how l1 affects the performance when segmenting single
images. The parameter l1 was used to balance the influence
between color and spatial information on the segmentation
result.

Moreover, we explored the re-usability of model graphs to
segment multiple similar images, which can be applied to, for
example, multi-label video segmentation based on models from
key frames.

As a future step, further studies involving other graph matching
techniques are necessary for more challenging instances involving
segmentation of multiple similar images. In particular, the pro-
posed algorithm is not suitable for very large displacements. For

instance, in our experiments, good results were achieved when the
objects were not very far from the single set of scribbles. More
specifically, when each object was at least intersected by its
correct scribble, limiting the displacements of the objects.

Another step would be to verify the possibility of automati-
cally tuning l1 by using training data.
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Abstract This paper describes a model-based method for structural segmen-
tation and labeling of object parts in digital video. The model consists of a set
of object parts whose structural organization is defined interactively by a user
upon a reference video frame. The model information is then applied to prop-
agate the segmentation and labeling of the object parts in subsequent frames.
The underlying data structure for this part-based model is an attributed rela-
tional graph (ARG) in which vertices encode object parts and edges represent
the spatial arrangement of these parts. A backmapping method is proposed in
order to register the position of each part with that of the model throughout
time. Finally, segmentation and labeling of object parts are performed using
an efficient graph-matching algorithm between the model graph and the graph
issued from the frame under analysis. Experiments with real videos containing
objects subject to different affine transformations are shown and discussed.
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1 Introduction

Structural Pattern Recognition (SPR) concerns the description of patterns in
terms of their composing parts and the relationships shared by these parts [22].
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Thanks to this characteristic, the SPR approach has been adopted in the
solution of many computer vision applications, such as line-based pattern re-
trieval from large databases [16], face classification in video [17], medical imag-
ing segmentation, image and video indexing, character recognition, among var-
ious others, as reported by Bunke et al. [3] and Conte et al. [11]. It is especially
suited for tackling problems related to part-based detection and recognition [8,
12], besides applications focused on semantic interpretation of images, since
it is possible to decompose a scene into multiple objects and describe rela-
tionships between/among them. For example, in a scene depicting people, the
human body may be described in terms of its head, trunk and members (arms
and legs). Each of these parts may be further decomposed into more detailed
ones. An arm may be decomposed into (upper) arm, forearm and hand, which,
in turn, may be decomposed as well, and so on. Yet, the main body parts are
all related: each arm is beside the trunk, the head is on top of it, and the legs
are below it, for a person standing up.

The mathematical concept of a graph is usually the underlying structure of
choice for representing objects in this context. Structural graph-based methods
have been proved suitable for segmenting and labeling object parts in static
scenes [6], as well as in digital video processing [9,13–15,18], using techniques
which combined appearance measures, object structure and even temporal
features. Although these model-based video processing methods are capable
of gathering different sources of information to describe an object, they usually
present high computational complexity and expensive running times.

Because of the numerous semantics one may assign to what a target ob-
ject is and how it is decomposed into parts, it is often necessary to define
these concepts a priori by means of a model, a reference partition image, or
user interaction. In particular, the interactive process allows the definition of
what is to be segmented from the user’s point of view, to produce segmenta-
tions that are in accordance with what a human would expect to achieve if
he/she was to segment the video manually. Thus, interactive object segmen-
tation methods are another class of algorithms that may serve the purpose
of part-based segmentation and labeling. Examples of interactive video object
segmentation techniques are described in [5] and in the successful Livecut [23]
and Video SnapCut methods [1]. However, all these methods result in a binary
partition of the video frames (background versus foreground), thus requiring
modifications to produce part-based segmentations.

In this paper we address the problem of 2D part-based object segmentation
and labeling in digital video using a new graph-based approach where object
parts defined upon a single video frame by a user are segmented and labeled
automatically in the other frames of the video by matching them to a model.
This problem is analogous to multi-label interactive image segmentation [20].
The idea, however, is to propagate the model created by the user through
frames of a video sequence, so that the object parts may be segmented and
labeled in all frames without further user interaction. We adopt Attributed
Relational Graphs (ARG) [25,26] as the underlying representation for both
the model and the frame contents. The model is created interactively and de-
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scribes the semantics of the objects of interest and their part decomposition,
according to the user’s point of view. The concept of object part is interpreted
here as a union of 2D image regions organized according to some spatial con-
figuration. This is an abstraction in the sense that a part may belong to a
single object (e.g.: a human subdivided in head, trunk and legs) or represent
a scene element of interest (e.g.: a scene with two “parts”: a group of three
men walking together versus the background).

Thus, a user first defines the target objects and their parts through a simple
graphical interface, where he/she scribbles using a different color for each
object part in a single reference frame of the video. This reference frame and
the user traces are used to create a model ARG where each vertex represents
an object part with associated features. Spatial relations are measured from
these parts according to the image data and represented as attributed graph
edges linking the corresponding vertices. A frame ARG is also automatically
extracted from each video frame where the predefined object parts should be
segmented and labeled. To avoid representing the entire frame, an approximate
object detector is applied to limit the content in which to search for the target
objects.

The problems of segmentation and labeling of object parts are formulated
s an inexact graph matching problem. Thus, a solution is a correspondence be-
tween vertices from the frame ARG and those from the model ARG. However,
because the appearance of an object and its parts typically change throughout
a video, these changes must be considered in order to perform a reasonable
matching between a given frame ARG and the model ARG. Two possible solu-
tions may be adopted: either updating the model according to the frame space
or mapping the moving object back to the model space. The former solution
has been reported in [14] but errors in the update parameter estimation often
led to model degeneration. To deal with this problem, we follow the second
approach, i.e., input objects are mapped back to the model space immediately
prior to recognition, an approach called backmapping here. This modification
improved the stability of the results since the model parameters did not have
to be re-estimated for each frame.

In this work, which extends the preliminary methodology discussed in [21],
we apply the backmapping strategy before performing graph matching. This
later step is then accomplished by means of an adaptation to video processing
of the efficient graph matching optimization algorithm described in [20], which
was originally applied to static images. This new optimization method has sped
up the recognition step, while producing satisfactory results, since it accounts
for the discrepancies between model and frame input throughout time.

This paper is structured as follows. Section 2 presents an overview of the
proposed methodology main steps. Sections 3 through 4 describe the creation
of model and frame graphs, while Section 5 details the target object segmenta-
tion process through graph matching. Section 6 discusses a set of experiments
performed on sample videos from public datasets and self-acquired videos.
Finally, Section 7 highlights some conclusions and ideas for future work.
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2 Methodology overview

We present a methodology for part-based object segmentation in video that
accounts for the structural arrangement of an object and its composing parts,
as well as their appearance features.

The a priori knowledge of what an object is and how it is composed by
its parts is introduced interactively by a user. The idea is to let the user
identify in a single video frame, hereby called the reference frame, the ob-
jects of interest and their parts that are to be modeled. We call this process
the model creation and this step essentially defines the target for the video
segmentation that follows on. Although we could define the model by means
of pre-established automatic rules (e.g. face detection rules for face tracking
and recognition applications), the choice of creating a model interactively al-
lows the segmentation and labeling of any kind of object, especially when the
semantics of what is to be recognized is not well-defined, which is often the
case [24] in general applications.

This interactively created model and the contents of the remaining video
frames are represented by ARGs, i.e., graphs in which attribute vectors are
assigned to vertices and to edges. Based on these representations, we then
perform the automatic segmentation of the target objects throughout the input
video.

Figure 1 provides an overview of the methodology. The chosen video ref-
erence frame (F1) shows a boy on top of a skateboard. Suppose the rele-
vant semantic for this scene according to a user implies the hair, face, trunk,
legs/arms, and the skateboard itself. Then the user scribbles over these parts
in the reference frame and this piece of information is used to generate a
model graph (denote by GM ) henceforth simply referred to as model. This is
an attributed relational graph where each vertex represents one of these parts,
whereas edges connect neighboring parts.

Next, all remaining video frames Fi, 1 ≤ i ≤ n are automatically sequen-
tially processed and a frame graph (denoted by GI

i ) is built from each of them.
A frame graph is also an atributed relational graph, but vertices represent sub-
sets of frame pixels, and edges connect sets containing neighbor pixels.

At each step, the model GM is matched to each frame GI
i thus resulting in

a frame with regions labeled according to the target objects and their parts,
denoted by Ri. The algorithm shown in Figure 2 summarizes these steps.

Firstly, the algorithm calls the procedure modelGenerate, which brings
up the GUI used to define the target objects and their parts based on the
reference frame F1. The output of the procedure are the model graph GM

(Subsection 3.1), the set of control points (centroids of each part) CM , and
a region of interest around the modeled parts - the model silhouette mask
silhouetteM . Next, approximateFind is called to define a limited region of
interest in a given frame, the frame silhouette mask silhouette, which is input
to inputARGGenerate (Subsection 3.2). The result of the later is GI

i , which
is the frame graph for frame i. This ARG is backmapped to the model space
by the procedure backmap, resulting in the graph GB

i (Section 4). Matching
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Fig. 1 Overview of the segmentation process. Each Fi represents an input frame from the
video under analysis. At each step, a graph GI

i is built for the current frame Fi, then it is

transformed into the model space and finally matched with the model GM . The respective
resulting image is represented by Ri and contains the labeled and segmented object parts.

structuralSegmentation(videoSequence = F1, F2, . . . , Fn)

1 {GM , CM , silhouetteM} ← modelGenerate(F1) � See 3.1 for details.
2 Ti ← the identity affine transformation
3 for (i← 1 to n)
4 do

5 silhouette ← approximateFind(Fi, T
−1
i )

6 � See 3.2.1 for details.
7 GI

i ← inputARGGenerate(Fi, silhouette)
8 � See 3.2 for details.
9 GB

i ← backmap(GI
i , Ti)

10 � See 4 for details.
11 Si ← graphMatch(GM , GB

i )
12 {FSi , CI

i } ← segment(Fi, Si)
13 � See 5 for details.
14 Ti ← calculateBackmapping(CM , CI

i )

Fig. 2 Pseudo-code for the structural matching process.

is then performed between GM and GB
i through the procedure graphMatch

(Section 5), resulting in a set of pairs Si that associate a label from an objectc
part represented in GM to a vertex in GI

i . Then, the procedure segment (Sec-
tion 5) creates a solution image FSi where the pixels that correspond to model
objects are labeled according to Si. A set of control points CI

i is also issued
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from the previous method, which are supplied to calculateBackmapping,
together with the CM , to compute the backmapping transformation that is
used by approximateFind.

3 The model and frame graph representations

In this section, we detail the creation of the model graph that drives the
labeling process, as well as the frame graphs.

Representation through attributed relational graphs. We adopt attributed re-
lational graphs (ARG) to represent both the model and the frame graphs. An
ARG is a graph defined by a quadruple G = (V,E, µ, ν), where V denotes the
set of vertices and E the set of edges. For all v ∈ V , there is an associated
p−dimensional object attribute vector µ : V → Rp. Analogously, for all e ∈ E,
there is an associated q−dimensional relational attribute vector ν : E → Rq.
These vectors are responsible for adding relevant information to the graph
data structure, since they may hold numerical or symbolic properties related
to objects (vertices) and relations (edges) they are assigned to. This allows us
to account not only for object structure but also for appearance and structural
attributes.

Let GM be the ARG defined by (V M , EM , µM , νM ) and GI
i the ARG

defined by (V I
i , E

I
i , µ

I
i , ν

I
i ).

In this paper, the attribute vectors µM and µI
i encode the following mea-

sures of the objects/regions associated to each vertex:

– the average of the color triple of an object/frame region;
– 2D coordinates of the object/frame centroids;
– a label identifying a model object (in the case of µM ), or the model object

associated to a frame region after the graph matching step (in the case of
µI
i ), which is the same for all vertices related to a single object.

On the other hand, the attribute vectors νM and νIi encode the geometric
distance vector between the centroids of both objects/frame regions associated
to the vertices they connect. These geometric vectors are all normalized with
respect to the maximum geometric vector in terms of modulus. This normal-
ization factor corresponds to the largest scalar distance between centroids of
adjacent objects/regions.

3.1 Model graph: modelGenerate(F1)

The model GM is generated interactively only once by following the next steps.
First, the user must define what are the target objects and their parts.

In order to avoid complex or tedious work, the interaction process is limited
to a few steps performed over a given reference frame of the input video.
These steps should be easy for the user and yet able to produce a labeling
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of all regions belonging to those objects, a process known as the semantic
step [5]. To accomplish this, we first ask the user to scribble over regions of
the reference frame belonging to each object (or its parts) of interest, as well as
over background regions. For each object or object part, a scribble is drawn as
a line using a unique color that serves as an identifying label for this respective
target object.

The method does not require a precise definition of the borders of the
objects nor of their parts. Nevertheless, the scribbles defining an object must
be contained in the set of pixels that depicts this object in the reference frame.
Figure 3(a) shows the scribbles drawn by the user to segment the skateboard
boy example shown in Figure 1.

(a) (b) (c) (d)

(e)

Fig. 3 Model creation steps: (a) labeled scribbles drawn by the user; (b) watershed seg-
mentation with the basins labeled according to the user scribbles; (c) ROI defined as the
dilated object silhouette; (d) centroids of object parts used for motion estimation; (e) frame
graph computed inside an initial rectangular ROI.

The next step in model creation is to expand these scribbles to the whole
extent of each target object, without further effort from the user. In order to do
this, we use the user-defined scribbles (Figure 3) as markers to the Beucher-
Meyer morphological segmentation paradigm [2,19]. This paradigm consists
in applying the watershed transform [27] to the morphological gradient of the
reference frame constrained by a marker image. This image is obtained from a
homotopic filtering of the original gradient with respect to an image containing
only the user scribbles.

Figure 3(b) shows the result of the watershed transform, where black lines
depict watershed basin limits. Then, the basins of the watershed transform
are labeled according to the scribbles used as markers in the morphological
segmentation paradigm (Figure 3(b)).
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Every region marked as background takes a single label and the set of
background regions is considered as one object. Later, these labels are used
by the segmentation algorithm to identify objects in each video frame.

After label expansion, we define a region of interest (ROI) around the
union of all regions labeled as an object after the morphological segmentation.
Then a morphological dilation is applied to enlarge the ROI and allows for
some background regions to be included. The size and shape of the structuring
element may depend on the application and on the video itself, thus being set in
an ad-hoc manner. Figure 3(c) shows the ROI obtained for the skateboard boy
example. This ROI is useful as a frame blob in which one can find the objects
defined by the user. It is also used to compute a set CM of centroids of non-
background regions, which are taken as control points to later estimate object
motion during video processing. Figure 3(d) shows the computed centroids for
the labeled parts of Figure 3(b). 1

Finally, the ARG GM may be computed. Each labeled region inside the
ROI gives rise to a vertex in V M , whereas an edge is included in EM to
connect vertices corresponding to adjacent regions. The vertex and edge at-
tribute vectors previously defined are measured from each region and their
relations according to the reference frame. All vertices are labeled with the
color of their originating basin, which correspond to the colors of the original
scribbles. Figure 3(e) shows the model graph for the given reference frame.

It is worth noticing that, if a non marker-based watershed is adopted and
it produces an over-segmentation of the image, some image filtering may be
required for some applications to reduce the final number of regions.

3.2 Frame graph creation

There are two important steps to create a frame graph GI
i :

1. find an approximate location of the object in the current frame and derive
a ROI for this frame;

2. apply the watershed algorithm to the ROI and generate the corresponding
ARG.

The first step aims to reduce the regions of a frame to those where one
will potentially find the target objects. The second one aims to partition this
ROI into regions whose boundaries are likely to contain or to merge into the
true boundaries of the target objects. These are covered in more detail in the
remainder of this subsection.

3.2.1 Approximate object detection: approximateFind(Fi, T
−1)

In order to avoid processing the whole frame data at each time, a ROI limits
the region in which to search for target objects prior to segmentation and
labeling. This step is called approximate object detection.

1 In the worst case, the ROI might cover almost the whole frame content.
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The approximate object detection relies on a few hypotheses. First, we
suppose that the video rate is high enough so that changes between two con-
secutive frames are not significant. In this case, it is possible to reuse infor-
mation about the location of an object from a frame to the next one and to
obtain coherent recognition results throughout time. Furthermore, we adopt
an affine transformation as the motion model. This is a simple yet effective
model to applications such as digital surveillance with fixed cameras. Never-
theless, any other type of transformation could be adopted, without modifying
the remainder of the method.

In practice, this step consists in adapting a mask from frame Fi−1 to frame
Fi, according to the segmentation obtained for Fi−1 and the updated control
points that locate each model object in this frame.

This step is accomplished by transforming the original dilated model ROI
S (obtained during model creation, Section 3.1) according to an affine trans-
formation Ti−1 that maps a labeled object in Fi−1 onto the corresponding
object in the reference frame. T−1

i−1 denotes the inverse of Ti−1. Then, T
−1
i−1(S)

denotes the region of interest of frame Fi−1. The ROI is dilated in order to
account for the possible inaccuracy of Ti−1 applied to Fi due to the movement
of objects between subsequent frames. This approach also avoids constructing
an ROI only from the frame information, which could suffer from noise. Up-
dating a ROI from frame to frame guarantees a better spatial consistency and
robustness with respect to noise. Figure 4 presents a diagram of this process.

Fig. 4 Approximate object detection. In the first row, the transformation Ti−1 maps the
object of input frame i − 1 onto the object of the reference frame. In the second row,
T−1
i−1 is used to map the dilated reference frame ROI onto input frame i, thus providing an

approximate object location for the subsequent frame.

The transformation Ti−1 can only be estimated after recognition of frame
Fi−1 because it provides control points that match those computed during
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model creation and allows us to calculate a proper affine transformation, as
explained in Section 4. Also, because of the soft motion hypothesis, Ti−1 should
be reasonably correct.

3.2.2 Frame graph from watershed

After limiting the content in frame Fi according to the computed ROI, the
ARG GI

i can be created. For this, the watershed algorithm is applied only
to the intersection between T−1

i−1(S) and frame F I
i . This algorithm produces

an over-segmentation of the input frame under the ROI. Each of these over-
segmented regions generates a vertex and its corresponding attributes, whereas
adjacent regions generate edges and their attributes. All computed attributes
are the same as those present in the model graph. Although this over-segmentation
might look like a drawback at first, this rough segmentation frequently retains
the true borders of the target objects that might be under the ROI. Thus, at
this point, these target objects are not yet labeled, nor entirely segmented as
they should. The task of merging the over-segmented regions into wider re-
gions corresponding to target objects is left to the matching algorithm, which
will be explained in Section 5.

4 Backmapping: backmap(GI
i , Ti) and

calculateBackmapping(CM , CI
i )

The model ARG parameters (vertex and edge attributes) are calculated based
on the reference frame. As the scene changes throughout the video, the target
objects may also change, often presenting attributes that differ from those
defined in the beginning. For instance, objects may shift, rotate or present
changes in scale, color, or suffer distortions from lighting effects.

Because the matching procedure is not invariant to such changes, it is
necessary to normalize one of the graphs. In terms of scene geometry, a pos-
sibility is to update the coordinates of each object in the model by applying
an affine transformation after each processed frame, as proposed in [14]. How-
ever, experiments with this method have shown that the errors accumulated
by successive applications of the estimated affine transformation may lead to
model degeneration and the process has to be re-initialized by the user with
a new model.

Another possibility is to reverse this procedure by mapping the current
frame information back to the model space before the matching procedure [7],
as illustrated in Figure 5. This backmapping idea has been successfully em-
ployed in the system hereby described.

In this work, backmapping is defined as the task of estimating an affine
transformation that maps a frame graph GI

i back to the model space, i.e., a
graph GB

i . This procedure and the watershed step are strongly related. The
watershed is applied to a limited ROI and it partitions the image into various
regions, i.e., watershed basins. We assume that an object part is a set of
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(a) Model update.

(b) Backmapping.

Fig. 5 Model update versus backmapping. In the model update approach, the model un-
dergoes sequential transformations that may degenerate the model. In the second case, the
model is fixed and each frame graph is backmapped to the model space.

connected basins. Certain basins will be part of the object and others will not.
Also, according to the video dynamics, some basins related to the same object
part remain connected and others do not. We therefore filter the resulting
image by selecting the largest connected component for each part.

Therefore, we need to estimate the backmapping matrix, which is the task
of procedure calculateBackmapping(CM , CI

i ). The equation below defines
an affine transformation:

−→q = δ(A−→s +
−→
b ) (1)

where A is a 2 × 2 non-singular linear matrix,
−→
b is a 2 × 1 real-valued vec-

tor defining a translation, δ is any real scalar value. In order to calculate the
backmapping matrix, we assign to −→s the averages of the centroid coordinates
of all regions associated to a single vertex in GM , represented by the set of
control points CM . Thus each value assigned to −→s corresponds to the centroid
of a specific object identified by a given label. We assign to −→q the correspond-
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ing centroid coordinates (for a given label) obtained from the object parts
segmented in a given frame, represented by the set of control points CI

i .
A linear system is built from these correspondences and the parameters

of the backmapping matrix are computed by solving this system. Because an
affine transformation is given by six parameters, there should be at least three
parts in a given segmented input frame and also in the reference frame. In
general, there are more than three control points in each frame to be mapped,
thus the system is over-determined and an approximate solution, in the least-
mean squares sense, is calculated.

5 Labeling and segmentation through graph matching:
graphMatch(GM , GB

i )

The labeling problem consists in assigning a given set of labels of the target
object to each region in the constrained input frame, according to the com-
patibility between these regions and the set of modeled objects. A solution to
this labeling problem is a mapping from the transformed set of vertices V I

i

(backmapped frame graph GB
i ) to the set V M (graph model) [14]. Because

|V I
i | is usually larger than |V M | due to the over-segmentation phenomenon,

many possible mappings between GI
i and GM exist. Thus, a solution is actu-

ally a desirable many-to-one mapping between V I
i and V M , which corresponds

to merging frame regions belonging to the same object. This task is carried
out by defining a cost function to evaluate the quality of each possible match.
The cost function should then be minimized and, hence, the graph matching
process is expressed as an optimization problem. This class of mappings is
called inexact graph matching.

Two aspects should be addressed: the optimization algorithm and the cost
function. Various graph matching algorithms have been proposed in the litera-
ture [4,10,28]. Here we adopt the matching algorithm described in [20]. When
matching GI

i with GM , it is important to take into account that these graphs
usually have very different structures. This is due to the fact that vertices of
GM are associated to object parts defined by the user whereas those of GI re-
late to regions issued from the watershed algorithm, typically over-segmented.

In order to cope with this problem, the authors of [20] propose the use of an
additional auxiliary structure called the deformation graph GD

i = (V D
i , ED

i , µD
i ,

νDi ). This structure is initialized as a copy of the model graph, and deformed
by the assignment of an input node vIi ∈ V I

i to vDi ∈ V D
i . This assignment

affects vDi and a set of edges connected to it, since the attributes of vertex vDi
are computed as a blend between the attributes of the corresponding original
model vertex and those from the frame vertex being assigned to vDi .

The deformation graph is compared to the original model by means of a
cost function which measures the dissimilarity between the deformed and the
original vertex and edge attributes respectively. This allows measuring the im-
pact of assigning a given frame vertex to a certain model vertex by computing
the structural and appearance deformations derived from this mapping. Note
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that the “deformation” applies to assignments and attributes, but does not af-
fect the graph topology. The comparison is performed independently for each
vertex vIi ∈ V I

i .

Then, the optimization algorithm evaluates the cost function for each ver-
tex of the frame graph and assigns to it the model label of the object which
minimizes the cost. Let vM ∈ V M and eM ∈ EM be a vertex and an edge of
GM , respectively. The cost function, denoted by f , is a weighted sum of object
and structural properties, being defined in our experiments as:

f(GD
i , GM ) = αcV (v

D
i , vM ) +

(1− α)

|ED
i (vDi )|

∑

e∈ED
i (vD

i )

cE(e, e
M ) (2)

where cV and cE are dissimilarity measures between vertices and edges, respec-
tively. Thus, compatible pairs of vertices or edges present small dissimilarity
value and contribute to minimizing f .

In order to compute the deformation between the object attributes of vDi
and vM , the term cV (v

D
i , vM ) is defined as a distance measure between the

attribute vectors of vDi and vM .

Thus, the object dissimilarity measure computes the difference between the
vertices attributes that characterize the deformed and model vertices.

Similarly, if e ∈ ED
i (vDi ) and eM ∈ EM is its corresponding model edge,

then cE(e, e
M ) is a measure of the deformation between both edges. For in-

stance, we adopt the measure defined in [6], where the edges attribute is a
vector ν(e) connecting the centers of gravity of the regions linked by this edge:

cE(e, e
M ) = γE

| cos(θ)− 1|
2

+ (1− γE)|‖ν(e)‖ − ‖ν(eM )‖| (3)

The value θ is the angle between ν(e) and ν(eM ), whereas the parameter γE ,
0 ≤ γE ≤ 1, controls the weights of the modular and angular dissimilarities
between vectors connecting two given regions. Thus, the total impact caused
on the edges directly connected by vDi is computed as the modular and angular
differences between the relational attribute vectors of each pair (e, eM ). The
parameter γE may be defined empirically according to the relevance assigned
to the modulus or the angle.

Finally, the output of the graphMatch algorithm is a mapping Si from
the labels of vertices in GM to the vertices of GB

i . Because each frame graph
vertex is associated to a region in the respective original input frame Fi, proce-
dure segment(Fi, Si) replaces the pixels of those regions by their correspond-
ing model labels given by Si. This results in a new labeled image FSi , where
regions have been merged into parts of interest and segmented. Besides this,
a set of control points CI

i is recomputed based upon the labeled regions for
this frame. The new centroids correspond to the average of the centroids of
all regions assigned to the same label. These control points are then used as
input to the backmapping procedure, as explained in Section 4.
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6 Experimental results

In this section, we report a series of experiments performed to evaluate the
methodology. The previously discussed algorithms were implemented in C++
using the Intel OpenCV library. The experimental platform consisted of a
1.73GHz Celeron machine with 1GB of RAM. The dataset includes three 320×
240 MPEG sequences with a frame-rate of 30fps. The adopted values for the
parameters α (weight for vertex cost, see Section 5) and δ (weight for modulus
edge cost) are summarized in Table 1.

Sample frames from each video are presented with recognized parts super-
imposed on the original sequence 2. In all three cases, model creation took
about 5 seconds, including graph creation based on user input and on the
scribble-based watershed. The approximate time to process each video frame
was 4 seconds, which is acceptable since the experiments did not aim at real
time processing.

Table 1 Summary of the performed experiments.

Video name Total number of frames α γ

Skateboard boy 36 0.3 0.7
Doll 60 0.3 0.7

CAVIAR project 988 0.3 0.7

(a) (b) (c)

Fig. 6 Scribbles drawn by users, defining object models for the three videos.

Experiment 1: translation and constant motion.
In the first sequence, a boy performs a translation at nearly constant speed

from left to right. The labeling of the boy’s body, the skateboard and some
background are shown in Figure 6(a). The result (Figure 6) is presented by
8 video frames sampled at intervals of 8 frames, from a total of 36. From
visual inspection, results obtained for this video were satisfying, with very

2 Results available on www.vision.ime.usp.br/~abvg/videos/segmentation/
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small variations along the frames due to excessive blurring and low resolution
images.

Fig. 7 Results for the video “Skateboard boy”: (a) original sequence; (b) sample frames
with recognized parts.

Experiment 2: rotation.

The second scenario is a synthetic rotation of a doll. Figure 6(b) shows
the scribbles for both object and background. Due to the flat background, the
watershed gives rise to a single background catchment basin. This may mislead
the recognition step because the whole background is represented by a single
vertex. If this vertex is misclassified, the whole background is misclassified
as well. Thus, new vertices are generated around the object by splitting the
background into a p× q-rectangular grid (p = q = 25 pixels in this sequence).
The result (Figure 8) shows 8 video frames sampled in intervals of 8 frames,
from a total of 60 frames (rotation of 60 degrees).



16 Ana B. V. Graciano et al.

Fig. 8 Results of doll’s sequence. (a) original sequence; (b) sample frames with recognized
parts.

Experiment 3: deformable objects in motion. The third video is part
of the test case scenarios of the CAVIAR3 project. In this video, three men are
walking in the corridor of a shopping mall. In a 2D view, this movement can
be described as an object translation from top to bottom, with some scaling
effect. This scenario presents some challenging elements, such as other moving
people, shadows, heterogeneous background and poor object resolution in the
reference image and subsequent frames.

The three men were modeled as a set of three tops (head and trunk)and
three bottoms (legs and feet). Figure 6(c) depicts the model of object and
background which guided the recognition process. Figure 9 depicts the result
of object recognition along the video frames. Our approximate object detection
strategy eliminates non-target objects, performing the role of dynamic back-
ground subtraction. In certain frames, dark strips on the floor were merged
with the dark pants of the three targets due to the fusion of regions by the wa-
tershed algorithm. Those regions represent different elements in the scenario
but have similar appearance. In spite of this error, the advantage of the struc-
tural approach is that artifacts with similar properties as those of the model do

3 EC Funded CAVIAR project/IST 2001 37540, found at URL:
http://homepages.inf.ed.ac.uk/rbf/CAVIAR/
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not introduce recognition errors if they are not too close to the target objects.
This is not the case with techniques that rely exclusively on object appearance
for instance.

Fig. 9 Results of CAVIAR sequence. Top three rows: frames from the original sequence;
last three rows: corresponding frames with segmented parts.

Besides this, an additional experiment is reported. Because different parts
are segmented and labeled, the video may be selectively edited based on the
segmented parts. Figure 10 shows an application of the methodology in which
the body of one of the three target men of the CAVIAR sequence has been
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erased, preserving but the head in the resulting edited video. This was achieved
by applying the recognition process to all frames and then replacing the pixels
labeled as the man’s trunk and legs automatically by the corresponding scene
background (estimated on-the-fly from the video). Although the visual effect
is not perfect because of the differences implied by the estimated background,
the example shows that the labeled regions may be correctly selected and
modified. This test demonstrates how the methodology may be applied for
video editing purposes such as chroma-key, in which the erased parts could
have been subject to some special effect or replaced by a different texture.

Fig. 10 An application of the methodology: digital chroma-key or automatic object re-
moval. The body of the man on the left has been erased from the sequence simply by
removing the parts labeled as his legs and trunk, after the segmentation process.

Comparative assessment: Model update versus backmapping. An
experiment comparing the backmapping approach with the model update
method described in [14] was also performed. The aim was to analyze how
well both approaches were able to correctly segment the modeled objects in
each frame and follow their movement. For this, we have first sampled the
CAVIAR video by selecting frames at intervals of 20 frames from beginning to
end. Then we manually annotated the centroid coordinates of each target part.
The coordinates obtained for each part were interpolated in order to build a
ground truth of their expected trajectories. Next, the video was processed us-
ing two model variants: one which relied on backmapping to relate the model
with the unknown input yet to be classified, and another which adopts the
model update based on consecutive classifications to predict where the object
might be next.

The model creation and matching steps previously discussed in this paper
were applied in both cases. The centroid coordinates of each part were obtained
automatically and their measured trajectories have been plotted together with
the ground truth as shown in Figures 11(a) and 11(b). The graphs show that
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the backmapping approach produces more stable classifications throughout
time, even if it is not precisely aligned with the ground truth. This is either
due to the approximate nature of the ground truth itself, or due to errors in
the classification process. Yet, the curves are close to the ideal solution and
parts are not lost in the segmentation of the video. On the other hand, the
model update diverges faster and is more error-prone, since it is not possible
to recover the model once it has been degraded.

7 Concluding remarks

Video analysis is a very important research topic, especially nowadays, when
various devices produce a huge amount of pictorial data. Human resources
alone are unable to analyze all these data and new automatic ways to do it
are called for. Recent advances in video analysis show that Structural Pattern
Recognition is a promising way to model objects, their parts and their inter-
relationships, as well as to recognize them in a given image.

In this paper, we proposed a methodology for structural object segmenta-
tion and labeling in video based on an interactively generated model. Once a
user defines the semantics of the target objects, the system analyzes each frame
of a digital video automatically by creating an attributed relational graph for
each frame and matching it to the model, thus achieving the segmentation and
labeling of the object parts of interest.

To cope with object changes throughout the video, we adopted a backmap-
ping approach, which maps the input data back to the model space. In compar-
ison with the reverse approach of model update, which recomputes the model
at each frame transition, the first solution improved the robustness of the
segmentation process, avoiding problems such as quick model degeneration.

The human-computer interaction required to define the model is simple,
since it relies only on scribbles drawn on a reference image. However, it en-
ables the acquisition of an informative model that corresponds to what the
user expects to recognize. Finally, the adoption of a new graph matching algo-
rithm decreased considerably the complexity of this step in comparison with
the original methodology [14], resulting in a more efficient system without
compromising the accuracy of part segmentation and recognition. In practice,
when tested against the goose4 sequence presented in [14], it has taken 5 min-
utes to process the set of 410 frames, with visually similar results, whereas the
other method reported 78 minutes.

Acknowledgements The authors are grateful to FAPESP, CNPq, CAPES, FINEP and
COFECUB for their financial support.

4 Results available on www.vision.ime.usp.br/~abvg/videos/segmentation2/
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(a)

(b)

Fig. 11 Part-based object trajectories: ground truth (darker lines) versus trajectories of
the segmented parts (softer lines) using (a) backmapping and (b) model update.
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